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Rozdział II  
Modele klasyfikacyjne oparte 
na wielowymiarowych wektorach cech

Leon Bobrowski 

Wydział Informatyki Politechniki Białostockiej,  
Instytut Biocybernetyki i Inżynierii Biomedycznej im. Macieja Nałęcza PAN, Warszawa

Streszczenie: W opracowaniu analizowane są możliwości projektowania klasyfi-
katorów na podstawie zbiorów danych zawierających małą liczbę wysokowymiaro-
wych wektorów cech. Badane są teoretyczne właściwości warstw złożonych z dużej 
liczby klasyfikatorów liniowych opartych na wyselekcjonowanych podzbiorach cech 
o małych licznościach. Selekcja optymalnych podzbiorów cech odbywa się na pod-
stawie maksymalizacji marginesów określanych zgodnie z normą L1. Warstwy 
złożone (complex layers) agregują klasyfikatory liniowe budowane w rozłącznych 
podprzestrzeniach cech o małym wymiarze. Zgodnie z założeniami teorii ergo-
dycznej, uśrednianie po małej liczbie obiektów zastąpione tu zostaje uśrednianiem 
po wielu rozłącznych podzbiorach cech.

Słowa kluczowe: klasyfikatory liniowe, mała liczba wielowymiarowych wektorów 
cech, maksymalizacja marginesów opartych na normie L1, wypukłe i odcinkowo-

-liniowe (CPL) funkcje kryterialne

1. Wstęp
Rozpoznawanie obrazów (ang. pattern recognition) jest grupą metod służących wykry-
waniu prawidłowości w zbiorach danych reprezentowanych tradycyjnie za pomocą 
dużej liczby wielowymiarowych wektorów cech [1]. Układy klasyfikujące (klasyfi-
katory) mają na celu poprawne przypisywanie numerów kategorii (klas) kolejnym 
obiektom pojawiającym się na wejściu klasyfikatora [2]. W przypadku klasyfikatora 
binarnego liczba klas jest równa dwa. W bardziej ogólnym przypadku liczba klas jest 
liczbą naturalną większą od dwu, ale skończoną [3]. 

W rozdziale tym analizowane są możliwości projektowania klasyfikatorów na pod-
stawie zbiorów danych zawierających małą liczbę wysokowymiarowych wektorów 
cech [4]. Badane są właściwości klasyfikatorów złożonych z dużej liczby klasyfikato-
rów liniowych opartych na wyselekcjonowanych podzbiorach cech o małych licznoś-
ciach. Złożone warstwy (complex layers) agregują klasyfikatory liniowe, budowane 
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w rozłącznych podprzestrzeniach cech o małym wymiarze [5]. Zgodnie z założeniami 
teorii ergodycznej, uśrednianie po małej liczbie obiektów zastąpione tu zostaje uśred-
nianiem po wielu rozłącznych podzbiorach cech [6].

Projektowanie klasyfikatorów liniowych na podstawie małej liczby wysokowy-
miarowych wektorów cech obywa się poprzez minimalizację wypukłych i odcin-
kowo-liniowych (ang. convex and piecewise linear – CPL) funkcji kryterialnych [7]. 
Minimalizacja funkcji kryterialnych typu CPL może być efektywnie realizowana 
za pomocą algorytmów wymiany rozwiązań bazowych [8]. Projektowanie klasyfi-
katorów liniowych oparte zostało na zasadzie maksymalizacji marginesów określo-
nych za pomocą normy typu L1. Maksymalizacja marginesów opartych na normie L1 
umożliwia m.in. efektywną realizację procedur grupowania genów [9]. 

2. Liniowa separowalność wektorów cech 
Bierzemy pod uwagę zbiór danych C zbudowany z m wektorów cech xj = [xj,1,...,xj,n]T  

o wymiarze równym n [1]: 

	 C = {xj}, gdzie j = 1,..., m.	 (1)

Wektor cech xj = [xj,1,...,xj,n]
T (j = 1,..., m) reprezentuje j-ty obiekt Oj zawarty w bazie 

danych. 
Składowe xj,i wektora cech xj są liczbowymi wynikami pomiarów n cech Xi 

obiektu Oj. Zakładamy, że wartościami poszczególnych cech Xi (i = 1,..., n) mogą być 
liczby rzeczywiste (xj,i  R1) lub binarne (xj,i  {0,1}). 

Poszczególne wektory cech xj (j = 1,…, m) mogą być interpretowane jako punkty 
w n-wymiarowej przestrzeni cech F[n] (xj  F[n]). Bierzemy pod uwagę przypadek, 
gdy liczba n cech Xi jest znacznie większa niż liczba m wektorów xj (n >> m) [4]. Tego 
typu sytuację mamy np. w przypadku zbiorów danych genetycznych. W tym przy-
padku składowe xj,i wektora cech xj mogą reprezentować aktywność poszczególnych 
genów Xi. 

W celu budowy k-tego modelu klasyfikacyjnego zbiór danych C (1) jest dzielony 
zgodnie z wiedzą ekspertów na dwa podzbiory uczące Gk

+ i Gk
–: 

	 Gk
+ = {xj: j  Jk

+}, and Gk
– = {xj: j  Jk

–},	 (2)

gdzie Jk
+ oraz Jk

– są rozłącznymi zbiorami indeksów j wektorów cech xj (Jk
+  Jk

– = ). 

Zbiór uczący Gk
+ (2) zawiera mk

+ wektorów cech xj, i reprezentuje kategorię dodat-
nią ωk

+, a zbiór Gk
– zawiera mk

– wektorów cech xj i reprezentuje kategorię ujemną ωk
–. 
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Definicja 1: Zbiory uczące Gk
+ i Gk

– (2) są liniowo separowane wtedy i tylko wtedy, 
gdy istnieje rozwiązanie wk i θk poniższego układu nierówności liniowych [3]: 

	 ( wk, θk) (xj  Gk
+) wk

Txj≥ θk + 1 oraz	 (3) 

	 (xj  Gk
–) wk

Txj≤ θk – 1.

Parametry wk i θk, dające rozwiązanie układu nierówności liniowych (3), wyzna-
czają hiperpłaszczyznę H(wk, θk) z wektorem kierunkowym wk = [wk,1,...,wk,n]T  Rn 
oraz progiem θk  R1, która separuje zbiory Gk

+ i Gk
– (2) w przestrzeni cech F[n] [2]:

	 H(wk, θk) = {x: wk
Tx = θk}.	 (4)

Wszystkie wektory cech wj ze zbioru Gk
+ (2) leżą po dodatniej stronie hiperpłasz-

czyzny separującej H(wk, θk) (wk
Txj> θk), a wszystkie wektory cech xj ze zbioru Gk

+ 
leżą po ujemnej stronie tej hiperpłaszczyzny (wk

Txj < θk). 
Hiperpłaszczyzna H(wk,θk) (4) separuje zbiory Gk

+ i Gk
– (1) z poniższym margi-

nesem δL2(wk), który bazuje na normie Euklidesowej || wk ||L2 = (wk
Twk)1/2 wektora 

kierunkowego wk (4) [1]:

	 δL2(wk) = 2 / || wk ||L2 = 2 / (wk
Twk)1/2.	 (5)

Metoda wektorów wspierających (ang. suport vector machines) SVM jest często ze 
spektakularnymi sukcesami stosowana w wielu praktycznych problemach klasyfika-
cji [10]. Metoda SVM bazuje na wyznaczaniu takiej optymalnej hiperpłaszczyzny sepa-
rującej H(wk*,θk*) (4), która charakteryzuje się największym marginesem δL2(wk*) (5) 
opartym na geometrii euklidesowej [11]. Hiperpłaszczyzna H(wk*,θk*) (4), separująca 
zbiory wektorów cech xj największym marginesem δL2(wk*) (5), wyznaczana jest przy 
użyciu programowania kwadratowego.

Ostatnio zaproponowana została metoda stosowania takiej optymalnej hiperpłasz-
czyzny separującej H(wk*,θk*) (4), która charakteryzuje się największym marginesem 
δL1(wk*) opartym na normie || wk ||L1 wektora kierunkowego wk (4) [9]: 

	 δL1(wk) = 2 / || wk ||L1 = 2 / (|wk,1| + ... + | wk,n|).	 (6)

Hiperpłaszczyzna H(wk*,θk*) (4), separująca zbiory wektorów cech xj z najwięk-
szym marginesem δL1(wk*) (6), wyznaczana jest poprzez minimalizację perceptro-
nowej funkcji kryterialnej z regularyzacją. Perceptronowa funkcja kryterialna jest 
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funkcją wypukłą i odcinkowo liniową (ang. convex and piecewise linear) CPL, a przy 
jej minimalizacji używa się algorytmu wymiany rozwiązań bazowych [3].

3. Hiperpłaszczyzny dualne oraz wierzchołki 
w przestrzeni parametrów
Poszerzone wektory cech yj (yj  F[n+1]) budowane są z wektorów cech xj= [xj,1,...,xj,n]T (1)  
z uwzględnieniem podziału na zbiory uczące Gk

+ i Gk
– (2) [1]:

	 (xj  Gk
+) yj = [xj

T,1]T, and	 (7)

	 (xj  Gk
–) yj = –[xj

T,1]T
.

Poszerzony wektor parametrów vk = [vk,1,…,vk,n+1]T (vk  Rn+1) ma poniższą struk-
turę (4):

	 vk = [wk
T, – θk]T = [wk,1,...,wk,n, – θk]T

.	 (8)

Układ nierówności (3) definiujących separowalność liniową można przedstawić 
w poniższej postaci, używając wektorów poszerzonych yj (7) oraz vk (8):

	 ( vk) (j  Jk) vk
Tyj ≥ 1,	 (9)

gdzie Jk = Jk
+  Jk

– (2).

Wektory poszerzone yj (7) wyznaczają hiperpłaszczyzny dualne hj
1 w przestrzeni 

parametrów Rn+1:

	 (j  Jk (9)) hj
1 = {v: yj

Tv = 1},	 (10)

gdzie v = [v1,...,vn+1]T  Rn+1.

Każdy z n wektorów jednostkowych ei definiuje poniższą hiperpłaszczyznę hi
0 

w przestrzeni parametrów Rn+1:

	 (i = 1,…, n) hi
0 = {v: ei

Tv = 0} = {v: wi = 0}.	 (11)



47

Definicja 2: Wierzchołek vk rzędu rk (rk < n) w przestrzeni parametrów Rn – 1 
(vk  Rn – 1) jest ulokowany w przecięciu rk hiperpłaszczyzn hj

1 (10) oraz n + 1 – rk 
hiperpłaszczyzn hi

0 (11). 
Wierzchołek vk rzędu rk (rk < n) w przestrzeni parametrów Rn+1 (vk  Rn+1) może 

być też zdefiniowany jako rozwiązanie poniższego układu równości liniowych [3]: 

	 (j  Jk) vk
Tyj = 1, oraz (i  Ik) vk

Tei = 0,	 (12)

gdzie Jk jest zbiorem rk indeksów j takich hiperpłaszczyzn hj
1 (10), które przechodzą 

przez wierzchołek vk, oraz Ik jest zbiorem n + 1 – rk indeksów i bazowych wektorów 
jednostkowych ei (i  Ik).

Układ równości liniowych (12) można przedstawić w poniższej formie macie-
rzowej [3]:
	 Bk

T vk = 1k,	 (13)

gdzie Bk = [y1,…, yrk, ei(rk+1),…., ei(n+1)], oraz 1k = [1,…, 1, 0,…., 0]T.

Jeżeli macierz Bk (13) jest nieosobliwa, to wierzchołek vk może być obliczany jako suma 
pierwszych rk (rk < n) kolumn ri macierzy odwrotnej (Bk

T)–1 = [r1,…, rrk, rrk+1,…, rn+1]: 

	 vk = (Bk
T)–1Ik = r1 +… + rrk,	 (14)

4. Perceptronowa funkcja kryterialna z regularyzacją
Perceptronowa funkcja kryterialna Φk(v) używana jest m.in. w celu badania liniowej 
separowalności (9) zbiorów uczących Gk

+ i Gk
– (2) [1]. Funkcja kryterialna Φk(v) jest 

ważoną sumą perceptronowych funkcji kary φj(v) [3]: 

	 (j  Jk (9))	 1 – yj
Tv 	 if 	 yj

Tv < 1	 (15)

	 φj(v) =	

		  0	 if 	 yj
Tv ≥ 1.

Wypukłe i odcinkowo liniowe (CPL) funkcje kary φj(v) służą do wymuszania rea-
lizacji nierówności liniowej separowalności (9).

Perceptronową funkcję kryterialną Φk(v) można przedstawić w poniższej pos- 
taci [3]:
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 	 Φk(v) = 
j  ∈
∑

Jk ( )9
 αj φj(v)	 (16)

gdzie parametry (ceny) αj są równe αj = 1 / mk
+ dla xj  Gk

+ (3) oraz αj = 1 / mk
– 

dla xj  Gk
–.

Funkcja kryterialna Φk(v) (16) jest wypukła i odcinkowo liniowa (ang. convex and 
piecewise linear (CPL)) [7]. Wartość minimalną funkcji Φk(v) (16) typu CPL można 
wyznaczyć za pomocą algorytmu wymiany rozwiązań bazowych w jednym z wierz-
chołków vk (14) [3]: 

	 ( vk*) (v  Rn+1) Φk(v) ≥ Φk(vk
*) ≥ 0.	 (17)

Można zauważyć też, że wartość minimalna Φk(vk*) (17) jest zawarta w prze-
dziale [0, 1]: 

	 0 ≤ Φk(vk*) < 1.0.	 (18)

Twierdzenie 1: Wartość minimalna Φk(vk*) (17) funkcji Φk(v) (16) jest równa zeru 
(Φk(vk*) = 0) wtedy i tylko, gdy zbiory uczące Gk

+ i Gk
– (2) są liniowo separowalne (9) [7]. 

Wartość minimalna Φk(vk*) (17) zbliża się do jedności Φk(vk*) ≈ 1.0), gdy zbiory 
uczące Gk

+ i Gk
– (2) pokrywają się (Gk

+ ≈ Gk
–).

Regularyzowana funkcja kryterialna Ψk,λ(v) jest sumą perceptronowej funkcji 
kryterialnej Φk(v) (16) oraz funkcji regularyzującej Ψk'(v) [12]: 

	 Ψk,λ(v) = Φk(v) + λ Ψk'(w),	 (19)

gdzie v = [wT, –θ] = [w1,..., wn, –θ]T  Rn+1, oraz λ ≥ 0 jest poziomem kosztów.

Funkcja regularyzująca Ψk'(w) określona jest za pomocą poniższego równania [12]:

	 Ψk'(w) =
i   {1,...,n}∈
∑ γi |wi|	 (20)

	 gdzie γi (γi ≥ 0) jest kosztem i-tej cechy Xi.

Standardowe wartości parametrów λ oraz γi (19) są równe jedności:

	 λ = 1, and (i = 1,…, n) γi = 1.	 (21)
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Regularyzowana funkcja kryterialna Ψk,λ(v) (19), podobnie jak funkcja Φk(v) (16), 
jest wypukła i odcinkowo liniowa (CPL) [3].

W oparciu o fundamentalne twierdzenie programowania liniowego wnioskujemy, 
że wartość minimalną funkcji regularyzowanej Ψk,λ(v) (19) można wyznaczyć w jed-
nym z wierzchołków vk (14) [13]: 

	 ( vk*) (v  Rn+1) Ψk,λ(v) ≥ Ψk,λ(vk*) > 0.	 (22)

Wartość minimalna Ψk,λ(vk*) funkcji regularyzowanej Ψk,λ(v) (19) oraz wierzcho-
łek optymalny vk* (22) używane są m.in. w metodzie RLS (ang. relaxed linear separa-
bility) selekcji optymalnych zestawów cech Xi [14]. 

Minimalizacja funkcji typu CPL, m.in. funkcji Φk(v) (16) oraz funkcji Ψk,λ(v) (19) 
może odbywać się za pomocą algorytmów wymiany rozwiązań bazowych. Algorytmy 
wymiany rozwiązań bazowych oparte są na transformacji Gaussa-Jordana [7]. Wysoka 
efektywność i precyzja algorytmów wymiany rozwiązań bazowych umożliwia uży-
wanie tych algorytmów również w przypadku dużych, wielowymiarowych zbiorów 
danych. Między innymi selekcja optymalnych zestawów genów Xi metodą RLS rea-
lizowana była za pomocą algorytmów wymiany rozwiązań bazowych [14]. 

5. Dwuetapowa minimalizacja regularyzowanej 
funkcji kryterialnej
Funkcja regularyzowana Ψk,λ(v) (19) jest sumą perceptronowej funkcji kryterialnej 
Φk(v) (16) oraz funkcji regularyzującej Ψk'(v). Zgodnie z Twierdzeniem 1, wartość 
minimalna Φk(vk*) (17) perceptronowej funkcji kryterialnej Φk(v) 16) jest równa 
zeru wtedy i tylko wtedy, gdy zbiory uczące Gk

+ i Gk
– są liniowo separowalne (9) [12]. 

	 (Zbiory Gk
+ i Gk

– są liniowo separowalne) 	 (23)

	  (vk* (22) Φk(vk*) = 0)	

Jeżeli wartość minimalna Φk(vk*) (17) perceptronowej funkcji kryterialnej 
Φk(v) (16) jest równa zeru w wierzchołku vk* (14), to wszystkie m funkcji kary φj(v) (15) 
też są równe zeru w tym wierzchołku: 

	 (j  Jk (9)) φj(vk*) = 0.	 (24)

Stąd: 

	 (j  Jk (9)) yj
Tvk* ≥ 1.	 (25)
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Powyższe nierówności oznaczają, że wierzchołek optymalny vk* (22) jest ulo-
kowany po stronie dodatniej wszystkich m hiperpłaszczyzn dualnych hj

1 (10). 
Hiperpłaszczyzny dualne hj

1 (10) tworzą ściany wielościanu wypukłego Vk w prze-
strzeni parametrów Rn+1 (v  Rn+1):

	 Vk = {v: (j  Jk) yj
Tv ≥ 1}.	 (26)

Wielościan wypukły Vk (26) jest zbiorem niepustym, gdy zbiory uczące Gk
+ i Gk

– (2) 
są liniowo separowalne (9) [7]. W tym przypadku wartość funkcji kryterialnej Φk(v) 16) 
jest równa zeru w każdym punkcie v wielościanu Vk (26):

	 Vk = {v: Φk(v) = 0}.	 (27)

Niech symbol Hk oznacza zbiór wszystkich wierzchołków vk (14) wielościanu 
Vk (26): 

	 Hk = {vk: Φk(vk) = 0}.	 (28)

Zbiór Hk (28) zawiera skończoną liczbę wierzchołków vk (14). Każdy wierzchołek 
vk (14) rzędu rk (12) należący do zbioru Hk (28) jest punktem przecięcia rk hiperpłasz-
czyzn hj

1 (j  Jk) (10) oraz n + 1 – rk hiperpłaszczyzn hi
0 (i  Ik) (11).

W przypadku, gdy zbiory uczące Gk
+ i Gk

– (2) są liniowo separowalne (9), wartość 
minimalna Ψk(vk,λ*) (22) funkcji regularyzowanej Ψk,λ(v) (19) może być wyznaczana 
w dwu poniższych etapach:

Etap I: Minimalizacja perceptronowej funkcji kryterialnej Φk(v) (16). Ponieważ 
zbiory uczące Gk

+ i Gk
– (2) są liniowo separowalne (9), to wartość minimalna 

Φk(vk*) (17) jest równa zeru (Φk(vk*) = 0) na koniec tego etapu. 
Etap II: Minimalizacja członu regularyzującego Ψk'(w) (20) przy zachowaniu ogra-

niczenia z końca etapu pierwszego (Φk(vk*) = 0). 
Dwuetapowa realizacja zadania minimalizacji funkcji regularyzowanej Ψk,λ(v) (19) 

pozwala na zwiększenie efektywności procesu obliczeniowego.
Zadanie minimalizacyjne Etapu II można zapisać jako [12]:

	
min { Ψk'(wk): Φk(vk) = 0} = min {

i   {1,...,n}∈
∑  | wk, i |: vk  Hk (28)}	 (29)

gdzie Φk(vk) jest wartością perceptronowej funkcji kryterialnej Φk(v) (16) w wierz-
chołku vk wielościanu Vk (26).

Wartość minimalną Ψk(vk,λ*) (22) funkcji regularyzowanej Ψk,λ(v) (19) można 
wyznaczyć w jednym z wierzchołków vk (14) wielościanu Vk (26).
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Rozwiązanie problemu minimalizacji z ograniczeniami (29) prowadzi do takiego 
wierzchołka optymalnego vk* = [(wk*)T, –θk*]T, który charakteryzuje się najmniejszą 
długością || wk* ||L1 wektora wag wk*, spośród wszystkich wierzchołków vk (14) wie-
lościanu Vk (26) [12]: 

	 (vk  Vk (26)) || wk ||L1 ≥ || wk* ||L1,	 (30)

gdzie vk = [wkT, –θk]T (5) oraz || wk ||L1 = |wk,1| +…+ | wk,n|.

Poszczególne wierzchołki vk (14) rzędu rk (rk < n) w wielościanie Rk (26) różnią się 
zestawem wektorów jednostkowych ei (i  Ik (12)) zawartych w bazach Bk (13), powią-
zanych z tymi wierzchołkami:

	 Bk = [y1,…, yrk, ei(rk+1),…., ei(n+1)].	 (31)

Algorytmy wymiany rozwiązań bazowych pozwalają na efektywne znajdowanie 
wierzchołka optymalnego vk* = [(wk*)T, –θk*]T ustalonego rzędu rk. Wierzchołek taki 
jest rozwiązaniem zagadnienia minimalizacji z ograniczeniami (29). Podczas l-tego 
kroku algorytmu, wektor jednostkowy ei(l) (i(l)  Ik(l)) zawarty w bazie Bk(l) (31) zastą-
piony jest przez nowy wektor ei(k) (i(k)  Ik(l)) pod warunkiem, że taka zamiana pro-
wadzi do zmniejszenia długości || wk ||L1 (30) wektora wk. Kryterium stopu algorytmu 
opiera się na powyższym warunku. 

Zgodnie z transformacją Gaussa-Jordana, zamiana podczas l-tego kroku wektora 
jednostkowego ei(l) w bazie Bk(l) (31) na wektor yk(l) powoduje poniższe zmiany kolumn 
ri(l) macierzy odwrotnej Bk(l)–1 = [r1(l),…, rrk(l), rrk+1(l)),…., rn(l)] [3]:

	 ri(l)(l+1) = (1 / ri(l)(l)Tyk(l)) ri(l)(l)	 (32)

oraz

	 (i ≠ i(l)) ri(l+1) = ri(l) – (ri(l)Tyk(l)) ri(l)(l+1) =

	 = ri(l) – (ri(l)Tyk(l)) / ri(l)(l)Tyk(l)) ri(l)(l).

Zamiana wektora jednostkowego ei(l) na inny wektor jednostkowy ei(k) w bazie 
Bk(l) (31) powoduje poniższe zmiany kolumn ri(l) = [ri,1(l), …., ri,n(l)]T macierzy odwrot-
nej Bk(l)–1: 

	 ri(l)(l+1) = (1 / ri(l),(l)Tei(k)) ri(l)(l) = (1 / ri(l),i(k)(l)) ri(l)(l)	 (33)



52

oraz

	 (i ≠ i(l)) ri(l+1) = ri(l) – (ri(l)Tei(k)) ri(l)(l+1) =

	 = ri(l) – (ri(l)Tei(k)) / ri(l)(l)Tei(k)) ri(l)(l) =

	 = ri(l) – (ri,i(k)(l) / ri(l),i(k)(l)) ri(l)(l).

Porównując zależności (32) i (33) możemy zauważyć, że zamiana wektora jed-
nostkowego ei(l) na wektor cech yk(l) jest bardziej kosztowna niż zamiana dwu wek-
torów jednostkowych ei(l) i ei(k) w bazie Bk(l) (31). Używanie dwuetapowej procedury 
minimalizacji regularyzowanej funkcji kryterialnej Ψk,λ(v) (19) może być celowe 
ze względu na koszty obliczeń.

Algorytmy wymiany rozwiązań bazowych oparte są na realizacji transformacji 
Gaussa-Jordana, w kolejnych krokach l. Skutki dzialania wybranego algorytmu zależą 
od tego jaki wektor ei(l) lub xj(l) opuszcza bazę Bk(l) (31) w kroku l-tym oraz jaki wek-
tor ei(k) lub xj(k) wchodzi do tej bazy na opróżnione miejsce. Kryterium wyjścia określa 
wektor ei(l) lub xj(l) opuszczający bazę Bk(l) (31), natomiast kryterium wejścia określa 
wektor ei(k) lub xj(k) wchodzący do bazy. Różne strategie minimalizacji funkcji kryte-
rialnych typu CPL wiążą się z wyborem kryterium wyjścia oraz kryterium wejścia [3].

6. Właściwości wierzchołków optymalnych
Wierzchołek optymalny vk* wyznacza minimum globalne (22) regularyzowanej funk-
cji kryterialnej Ψk,λ(v) (19) określonej na m wektorach cech yj (7). Bierzemy pod uwagę 
przypadek taki, gdy liczba m wektorów cech yj (7) jest znacznie mniejsza niż liczba 
n cech Xi (m << n) [4]. Można założyć w tym przypadku, że wszystkie poszerzone 
wektory cech yj (7) mogą zostać wprowadzone do macierzy bazowej Bk (31) o poniż-
szej strukturze [12]: 

	 Bk = [y1,…, ym, ei(m+1),…., ei(n), ei(n+1)].	 (34)

Możliwość wprowadzenia wszystkich wektorów yj (7) (m << n) wiąże się z nieza-
leżnością m wektorów cech yj (7) w wysokowymiarowej przestrzeni cech F[n+1] [12]. 

Równanie bazowe (13) z powyższą macierzą Bk (34) określa wierzchołek vk jaką 
sumę (14) pierwszych m kolumn ri macierzy odwrotnej (Bk

T)–1 = [r1,…, rm,…, rn]:

	 vk = (Bk
T)–1Ik = r1 +… + rm.	 (35)
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Macierz (Bk
T)–1 = [r1,…, rm,…, rn] spełnia równanie odwrotności (Bk

T)(Bk
T)–1= I, 

gdzie I = [e1,…, en] jest macierzą jednostkową. Jeżeli m < n / 2, to z równania odwrot-
ności dla macierzy Bk (34) wynikają poniższe równania liniowe:

	 (i  {1,..., m}) (i'  {m + 1,..., n}) ri
Tei(i') = 0	 (36)

oraz
	 (j  {1,..., m}) rj

Tyj = 1.	 (37)

Konsekwencją równości (36) jest poniższa struktura wektorów kierunkowych ri, 
które są równe pierwszym m kolumnom macierzy odwrotnej (Bk

T)–1 = [r1,…, rm,.…, rn]:

	 (i  {1,..., m}) ri = [ri,1,..., ri,m, 0,…,0]T.	 (38)

Zgodnie z powyższym wyrażeniem, każda z m pierwszych kolumn ri macierzy 
odwrotnej (Bk

T)–1 względem bazy Bk
T (34) ma ostatnie n – m (m << n) składowych ri,l 

równe zeru (ri,l = 0, gdzie l = m + 1,…, n). Z bazą Bk
T (34) związany został wierzcho-

łek vk (35) rzędu m oraz zbiór Ik (12) indeksów i bazowych wektorów jednostkowych  
ei (i  Ik).

Wierzchołek optymalny vk* = [[wk,1*,...,wk,n*]T, –θk*]T (5) rzędu m wyznaczany jest 
na podstawie m poszerzonych wektorów cech yj poprzez minimalizację (22) regulary-
zowanej funkcji kryterialnej Ψk,λ(v) (19) określonej na tych wektorach. Wierzchołek 
optymalny vk* rzędu m jest takim wektorem parametrów, który ma m składowych 
wk,i* różnych od zera (wk,i* ≠ 0) oraz n – m składowych równych zeru (wk,i* = 0).

Takie cechy Xi, którym zostały przyporządkowane zerowe wagi wk,i* w wierz-
chołku optymalnym vk* = [[wk,1*,...,wk,n*]T, –θk*]T (22) pomijane są w k-tej podprze-
strzeni wierzchołkowej Fk*[m] związanej z tym wierzchołkiem. Zredukowane wektory 
cech xj[m] należące do podprzestrzeni wierzchołkowej Fk*[m] (xj[m]  Fk*[m]) mają 
po m składowych xj,i reprezentujących cechy Xi z niezerowymi wagami wk,i* (wk,i* ≠. 0). 
Liczba m cech Xi podprzestrzeni wierzchołkowej Fk*[m] wiąże się ze strukturą macie-
rzy bazowej Bk* (34), do której zostały wprowadzone wszystkie m poszerzonych wek-
torów yj (7), utworzonych na bazie zbiorów uczących Gk

+ i Gk
– (2) [1].

Cechy Xi z zerowymi wagami wk,i* (22) są pomijane, ponieważ nie wpływają na 
wartości kolejnych iloczynów skalarnych (vk*)Tyj. Właściwość ta została wykorzy-
stana w metodzie RLS (ang. Relaxed Linear Separability) selekcji optymalnych pod-
zbiorów cech [14].

Niech symbol Rk(l) oznacza wierzchołkowy podzbiór m cech Xi z niezerowymi 
wagami wk(l),i* w wierzchołku optymalnym vk(l)* = [[wk(l),1*,...,wk(l),n*]T, –θk(l)*]T (22) 
podczas l-tego etapu: 

	 Rk(l) = {Xi: wk(l),i* ≠ 0}.	 (39)
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Podzbiór wierzchołkowy Rk(l)* (39) zawiera m cech Xi i powstaje ze zbioru wszyst-
kich n cech F = {X1,…, Xn} po usunięciu n – m cech Xi z zerowymi wagami wk(l),i* 
w wierzchołku optymalnym vk(l)* (22). Zbiory cech Rk(l) (39) używane są w konstruk-
cji kompleksowych warstw klasyfikatorów liniowych (neuronów formalnych) (1) [5]. 

7. Kompleksowe warstwy neuronów formalnych 
Reguła decyzyjna r(wk,θk;x) k-tego neuronu formalnego NF(wk, θk) w warstwie for-
mułowana jest przy użyciu parametrów wk i θk hiperpłaszczyzny H(wk, θk) (4) [1]:

1, jeżeli wk
Tx ≥ θk

	 rk(x) = r(wk,θk; x) =		  (40)

0, jeżeli wk
Tx < θk.

Neuron formalny NF(wk,θk) jest pobudzony (rk(x) = 1) wtedy i tylko wtedy, gdy 
wejściowy wektor cech x (x  F[n]) leży po dodatniej stronie (wk

Tx ≥ θk) hiperpłasz-
czyzny H(wk, θk) (4), zdefiniowanej przez wektor kierunkowy wk oraz próg θk. Neuron 
formalny NF(wk, θk) (40) może być używany jako klasyfikator liniowy lokujący wek-
tory cech x do jednej z dwu kategorii ω1 i ω0 zgodnie z poniższą regułą klasyfikacyjną: 

	 jeżeli rk(x) = 1, to x  ω1 oraz	 (41)

	  jeżeli rk(x) = 0, to x  ω0.	

Reguła decyzyjna rk(x) (40) definiuje działanie neuronu formalnego NF(wk,θk) 
w pełnej, n-wymiarowej przestrzeni cech F[n] (x  F[n]). Warstwy kompleksowe 
budowane są z neuronów formalnych NF(wk[m], θk) działających w wierzchołkowych 
podprzestrzeniach cech Rk[m] (Rk[m]  F[n]) o wymiarze nie większym niż m, gdzie 
m << n [5]. Wierzchołkowe podprzestrzenie cech Rk(l)[m] oparte są na wierzchołkach 
optymalnych wk(l)* (22) powiązanych z macierzami bazowymi Bk(l)* (34) w kolejnych 
etapach l, gdzie l = 1,…, L. 

Wierzchołek optymalny wk(1)* w pierwszym etapie (l = 1) uzyskujemy w wyniku 
minimalizacji (22) funkcji regularyzowanej Ψk,λ(v[n+1]) (19), określonej na m wek-
torach cech yj (7) należących do poszerzonej przestrzeni cech F[n+1] (yj  F[n+1]). 
Wierzchołek optymalny vk(1)* = [(wk(1)*)T, –θk(1)*]T (22) wyznacza m cech Xi powiąza-
nych z niezerowymi wagami wk(1),i*. 

Wierzchołek optymalny wk(2)* w drugim etapie (l = 2) uzyskujemy poprzez mini-
malizację funkcji regularyzowanej Ψk,λ(v[n + 1 – m]) (19), określonej na m zredukowa-
nych wektorach cech yj[n + 1 – m] (j = 1,…, m) (7) należących do zredukowanej pod-
przestrzeni cech F1[n + 1 – m] (yj[n + 1 – m]  F1[n + 1 – m]). Wektory zredukowane 
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yj[n + 1 – m] (7) reprezentują n + 1 – m cech Xi należących do zredukowanego pod-
zbioru cech F1(n + 1 – m):

	 F1(n + 1 – m) = F(n + 1) \ Rk(1),	 (42)

gdzie F(n + 1) = {X1,…, Xn, Xn+1} oraz Rk(1) = {Xi: wk(1),i ≠ 0} (39) jest zbiorem m cech Xi 
z niezerowymi wagami wk(1),i w wierzchołku optymalnym vk(1)* (22) podczas pierw-
szego etapu (l = 1).

Zredukowany podzbiór cech F1(n + 1 – m) (42) uzyskujemy w wyniku pominięcia 
w zbiorze n + 1 cech F(n + 1) takich m cech Xi (Xi  Rk(1)) (39)), którym odpowiadają 
niezerowe składowe wk(1),i* wektora optymalnego wk(1)* = [wk(1),1*,...,wk(1),n*]T uzyska-
nego w poprzednim etapie.

W drugim etapie następuje redukcja podzbioru cech F1(n + 1 – m) (42) do pod-
zbioru F2(n + 1 – 2m): 

	 F2(n + 1 – 2m) = F1(n + 1 – m) \ Rk(2).	 (43)

Zredukowany podzbiór cech F2(n + 1 – 2m) (43) uzyskujemy w wyniku pominięcia 
w zbiorze F1(n + 1 – m) (42) takich m cech Xi (Xi  F1(n + 1 – m) (42), którym odpowia-
dają niezerowe składowe wk(2),i drugiego wektora optymalnego wk(2)* = [wk(2),1*,...,wk(2),n*]T.

Postępujemy podobnie w kolejnych etapach l (l = 1,…, L). Zredukowany podzbiór 
cech Fl(n + 1 – l m) podczas etapu l-tego (42) uzyskujemy poprzez pominięcie w zbio-
rze Fl–1(n + 1– (l – 1) m) cech Xi z podzbioru Rk(l) (Xi  Rk(l) (39)):

	 Fl(n – l m) = Fl–1(n – (l – 1) m) \ Rk(l).	 (44)

Zgodnie z wcześniejszym opisem, podzbiory cech Fl(n – l m) (44) zmniej-
szają się w każdym etapie l o m cech Xi związanych z niezerowymi wagami wk(l),i* 
w wierzchołku optymalnym wk(l)* = [wk(l)),1*,...,wk(l)),n*]T. Wierzchołek optymalny  
wk(l)* = [wk(l)),1*,...,wk(l)),n*]T jest wyznaczany podczas etapu l-tego za pomocą minima-
lizacji funkcji regularyzowanej Ψk,λ(v) (19), określonej na m zredukowanych wekto-
rach cech yj[n – lm] (yj[n – lm]  Fk(l)[ n – lm] (7).

8. Agregacja klasyfikatorów w warstwie kompleksowej 
Reguła decyzyjna rk(x) (40) definiuje działanie klasyfikatora liniowego (neuronu 
formalnego) w k-tej wierzchołkowej podprzestrzeni cech Rk[m]. Oznacza to m.in., 
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że wejściowe wektory cech xj[m] tego klasyfikatora powstają w wyniku pominięcia 
składowych xj,i opartych na takich cechach Xi, które zostały związane z zerowymi 
wagami wk(l)* (wk(l)* = 0) w wierzchołku optymalnym vk(l)* (22). 

Lemat 1: Jeżeli istnieje taka baza Bk (34) poszerzonej przestrzeni cech F[n+1], która 
zawiera wszystkie m wektorów cech yj (yj  F[n+1]), to zbiory uczące Gk

+ i Gk
– (2) 

są liniowo separowalne (3). 
Dowód: Macierz bazowa Bk (34) jest odwracalna i jednoznacznie wyznacza wierz-

chołek vk = [wk
T, –θk]T (8) rzędu m. Z równania bazowego (13) z macierzą Bk (34) 

wynika, że spełniony jest poniższy układ m równań liniowych z wektorem wag wk 
i progiem θk (8): 

	 (xj  Gk
+) wk

Txj = θk + 1 oraz	 (45) 

	 (xj  Gk
–) wk

Txj = θk – 1.	

Spełnienie układu równań liniowych (45) oznacza, że spełniony jest także układ 
nierówności liniowych (3) definiujący liniową separowalność zbiorów uczących Gk

+ 
i Gk

– (2).  
Nieosobliwa macierz bazowa Bk (34) jednoznacznie wyznacza wierzchołek 

vk = [wk
T, –θk]T (8) rzędu m. Z wierzchołkiem tym związana jest hiperpłaszczyzna 

H(wk, θk) (4) separująca (45) zbiory uczące Gk
+ i Gk

– (2). Wierzchołek vk = [wk
T, –θk]T =  

[[wk,1,...,wk,n]T, –θk]T (8) rzędu m wyznacza wierzchołkową podprzestrzeń cech Fk[m] 
o wymiarze m poprzez pominiecie n – m cech Xi (Xi  Rk(l) (39)), o zerowych 
wagach wk,i (wk,1= 0). Zredukowany wektor wag wk[m] o niezerowych składowych  
wk,i(l) (wk,i(l) ≠ 0) powstaje z wektora wag wk poprzez pominięcie n – m zerowych skła-
dowych wk,i (wk,i= 0): 

	 wk[m] = [wk,i(1),...,wk,i(m)],	 (46)

gdzie indeksy i(l) niezerowych składowych wk,i(l) wektora wk[m] nie należą do pod-
zbioru Ik  (i(l)  Ik) (12). 

Podzbiór Ik (12) zawiera indeksy i bazowych wektorów jednostkowych ei (ei  Bk (34)). 
Poprzez zmiany podzbioru Ik (12) zmieniane są wierzchołki separujące wk[m] (46). 
Maksymalna liczba lmax różnych wierzchołków separujących wk[m] (46) rzędu m 
równa jest liczbie podzbiorów Ik (12). 

	 lmax = n! / m! (n – m)!	 (47)

Z każdym wierzchołkiem separującym wk[m] (46) możemy związać margines 
δL1(wk[m]) (6) oparty na normie || wk[m]||L1 typu L1:
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	 δ L1(wk[m]) = 2 / || wk[m] ||L1 = 2 / (|wk,i(1)| + ... + |wk,i(m)|).	 (48)

Minimalizacja wypukłej i odcinkowo-liniowej funkcji regularyzującej Ψk'(w) (20) 
daje możliwość wyznaczenia optymalnego wierzchołka separującego wk[m]* (45) 
rzędu m, który wyróżnia się minimalną długością || wk[m] ||L1 = |wk,i(1)| + ... + |wk,i(m) |: 

	 (wk[m] (45)) ||wk[m]||L1 ≥ ||wk[m]*||L1.	 (49)

Optymalny wierzchołek separujący wk[m]* (45) o minimalnej długości ||wk[m]*||L1 (49) 
charakteryzuje się maksymalnym marginesem δL1(wk[m]) (48):

	 (wk[m] (45)) δL1(wk[m]*) ≥ δL1(wk[m]).	 (50)

Maksymalizacja marginesu δL1(wk[m]) (48) ma na celu zwiększanie siły genera-
lizacyjnej reguł klasyfikacyjnych lub regresyjnych (prognostycznych) budowanych 
na podstawie zbiorów danych. Znanym przykładem tego typu postępowania jest 
metoda wektorów wspierających SVM (ang. Support Vector Machines), często i z suk-
cesami stosowana w rozwiązywaniu wielu praktycznych problemów [10]. 

W kolejnych etapach l (l = 1,…, L) budowania warstwy kompleksowej wyznaczane 
są wierzchołki optymalne wk(l)[m]* rzędu m oraz zredukowane podprzestrzenie cech 
Fk(l)[n – lm] o wymiarze n – lm (44). Neuron formalny NF(wk(l)[m]*, θk(l)) jest budo-
wany (projektowany) w zredukowanej podprzestrzeni cech Fk(l)[n – lm] (44) w opar-
ciu o minimalizację regularyzowanej funkcji kryterialnej Ψk,λ(v[n – lm]*) (19), okre-
ślonej na m zredukowanych wektorach cech yj[n – lm] (yj[n – lm]  Fk(l)[ n – lm] [5].

Wierzchołek optymalny wk(l)* uzyskiwany jest w wyniku dwuetapowej minimali-
zacji (22) funkcji regularyzowanej Ψk,λ(v[n + 1 – l m]) (19), określonej na m zreduko-
wanych wektorach cech yj[n + 1 – l m] (7) należących do zredukowanej podprzestrzeni 
cech Fk(l)[n + 1 – lm] (yj[n + 1– lm]  Fk(l)[n + 1 – lm]). Zredukowane podprzestrze-
nie cech Fk(l)[n + 1 – lm] używane w kolejnych etapach l spełniają poniższe relacje: 

	 F[n + 1]  Fk(1)[n + 1 – m]  …. Fk(L–1)[n + 1 – (L – 1) m]).	 (51)

W kolejnych etapach l (l = 1,…, L) wyznaczane są także wierzchołki optymalne 
wk(l)[m]* (22) oraz wierzchołkowe podprzestrzenie cech Rk(l)[m] o wymiarze m. 
Wierzchołkowe podprzestrzenie cech Rk(l)[m] definiowane są na podstawie wierz-
chołków optymalnych wk(l)[m]*. Wierzchołkowa podprzestrzeń cech Rk(l)[m] w l-tym 
etapie opiera się na takich m cechach Xi (Xi  Rk(l) (39)), którym odpowiadają nieze-
rowe składowe (wagi) wk(l),i* (22) wierzchołka optymalnego vk(l)* = [[wk(l),1*,...,wk(l),n*]T,  

–θk(l)*]T (5) rzędu m. Z każdym wierzchołkiem optymalnym wk(l)[m]* możemy związać 
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maksymalny margines δL1(wk(l)[m]*) (50) oparty na normie || wk[m]*||L1 typu L1 (48). 
Maksymalizacja marginesu δL1(wk(l)[m]*) (50) wiąże się z optymalizacją doboru zestawu 
wektorów jednostkowych ei w bazie Bk (34) (ei  Bk). Na podstawie relacji (51) można 
wykazać, że maksymalne marginesy δL1(wk(l)[m]*) (50) rzędu m są uporządkowane 
w poniższy sposób [9]: 

	 δL1(wk[m]*) ≥ δL1(wk(1)[m]*) ≥ ….≥ δL1(wk(L–1)[m]*).	 (52)

Nierówność (52) odzwierciedla m.in. taką prawidłowość, że zmniejszanie wymiaru 
podprzestrzeni cech Fk(l)[n – lm] pociąga za sobą zmniejszanie się wartości maksy-
malnych marginesów δL1(wk(l)[m]*) (50) rzędu m [9].

Wierzchołkowa podprzestrzeń cech Rk(l)*[m] (39) jest definiowana na bazie m 
cech Xi tworzących podzbiór wierzchołkowy Rk(l)* (39). Wierzchołkowa podprzestrzeń 
cech Rk(l)[m] (39) o wymiarze m powstaje z podprzestrzeni cech Fk(l)*[ n + 1 – (l – 1)] 
(44) w wyniku pominięcia takich n + 1 – (l – 1) cech Xi, które maja wagi równe zeru 
(wk(l),i = 0) w wierzchołku optymalnym vk(l)* = [[wk(l),1*,...,wk(l),n*]T, –θk(l)*]T (5) rzędu m. 
Neuron formalny NF(wk(l)*[m], θk(l)*) oparty na wierzchołku vk(l)* w warstwie kom-
pleksowej działa na bazie zredukowanych wektorów cech yl.j[m] należących do wierz-
chołkowej podprzestrzeni cech Rk(l)*[m] (39): 

	 (xj  Gk
+  Gk

– (2))   yl.j[m]  Rk(l)*[m].	 (53)

Z zależności (43) wynika, że wierzchołkowe podprzestrzenie cech Rk(l)[m] definio-
wane są w kolejnych etapach l (l = 1,…, L) na rozłącznych podzbiorach cech Rk(l) (39). 
W rezultacie każdy z neuronów formalnych NF(wk(l), θk(l)) L-elementowej warstwy kom-
pleksowej działa zgodnie z regułą decyzyjną rk(l)(y[m]) (40) na wektorach wejściowych 
yk(l)[m] (53) należących do innej podprzestrzeni cech Rk(l)[m] (yk(l)[m]  Rk(l)[m]) [9]:

	 1, jeżeli wk(l)[m]Tyk(l)[m] ≥ θk(l)

	rk(l)(y[m]) = r(wk(l)[m],θk(l); yk(l)[m]) =		  (54)

	 0, jeżeli wk(l)[m]Tyk(l)[m] < θk(l).

Klasyfikator liniowy oparty na l-tym neuronie formalnym NF(wk(l), θk(l)) (52) war-
stwy kompleksowej zdefiniowany jest za pomocą reguły klasyfikacyjnej (41):

	 jeżeli rk(l)(y[m]) = 1, to x  ω1 oraz	 (55)

	 jeżeli rk(l)(y[m]) = 0, to x  ω0.
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W przypadku małej liczby m wektorów cech xj (1) o dużym wymiarze n (m << n) 
możemy na ogół zapewnić, w wyniku odpowiedniego projektowania, to że każdy 
z klasyfikatorów liniowych (53) bezbłędnie rozpoznaje wszystkie wektory cech xj 
ze zbiorów uczących Gk

+ i Gk
– (2) [9].

Klasyfikatory liniowe rk(l)(y[m]) (53) tworzące warstwę kompleksową mogą zostać 
zagregowane np. za pomocą poniższej reguły większościowej [15]: 

	 Wektor cech x lokowany jest w klasie ω1 (x  ω1),	 (56)

	 wtedy i tylko wtedy, gdy większość z L klasyfikatorów 

	 rk(l)(y[m]) (53) warstwy kompleksowej lokuje ten

	 wektor w klasie ω1. 

Reguła decyzyjna (54) pojedynczego neuronu formalnego NF(wk(l), θk(l)) jest liniowa, 
oparta na jednej hiperpłaszczyznie separującej H(wk(l), θk(l)) (4). Zagregowana reguła 
decyzyjna (56) warstwy kompleksowej zbudowanej z L (L > 1) neuronów NF(wk(l), θk(l)) 
nie jest liniowa, ale odcinkowo-liniowa. Reguła decyzyjna (56) oparta jest na wielo-
ścianie wypukłym ze ścianami wyznaczonymi przez L hiperpłaszczyzn separujących 
H(wk(l), θk(l)) (4) w wierzchołkowych podprzestrzeniach cech Rk(l)[m] (51).

RYSUNEK II.1. Przykład warstwy kompleksowej zbudowanej z L neuronów formalnych NF(wk, θk) 
o liniowych regułach decyzyjnych (40)

Reguła decyzyjna (40) każdego z L neuronów warstwy kompleksowej (Rys. 1) zde-
finiowana jest przez m-wymiarowy wektor wag wk[m] = [wk,i(1),...,wk,i(m)] (46). Neurony 
formalne (elementy) NF(wk(l),θk(l)) (40) warstwy kompleksowej działają w rozłącznych, 
wierzchołkowych podprzestrzeniach cech Rl o wymiarze m. Podprzestrzenie wierz-
chołkowe Rl definiowane są sekwencyjnie w kolejnych etapach l (l = 1,…, L) na roz-
łącznych podzbiorach cech Rl (39) zbudowanych z m cech Xl,i (i = 1,…,m). Liczba cech 
Xl,i używanych w każdym klasyfikatorze NF(wk(l),θk(l)) (40) warstwy jest nie większa 
niż liczba m wektorów cech xj w zbiorach uczących Gk

+ i Gk
– (2) [9]. Cechy Xl,i uży-

wane przez l-ty klasyfikator NF(wk(l),θk(l)) (40) w warstwie nie są dostępne dla kolej-
nych klasyfikatorów z wyższymi wartościami l.
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Każdy z klasyfikatorów liniowych NF(wk(l),θk(l)) (40) warstwy kompleksowej 
(Rys. 1) ukierunkowany jest na rozpoznawanie tej samej kategorii ωk. Można zauważyć, 
że zgodnie z regułą klasyfikacyjną (55), wszystkie wektory cech xj ze zbiorów uczących 
Gk

+ i Gk
– (2) są poprawnie klasyfikowane do kategorii pozytywnej ωk

+ lub do katego-
rii negatywnej ωk

– przez każdy z elementów NF(wk(l),θk(l)) (40) warstwy komplek-
sowej. Oznacza to, że jakość klasyfikacyjna warstwy kompleksowej określana jako 
jej siła generalizacyjna zależy od poprawności klasyfikacji nowych wektorów cech 
xj = [xj,1,...,xj,n]T nieprzypisanych wcześniej do żadnej z kategorii ωk. 

Zgodnie z założeniem poszczególne elementy NF(wk(l),θk(l)) (40) warstwy kom-
pleksowej projektowane są na bazie małej liczby m wektorów cech xj ze zbiorów uczą-
cych Gk

+ i Gk
– (2). Z tego względu siła generalizacyjna pojedynczych klasyfikatorów 

NF(wk(l),θk(l)) (40) może nie być duża. Wprowadzenie zagregowanej reguły decyzyj-
nej (56) daje możliwość zwiększenia siły generalizacyjnej, zwiększenia poprawności 
klasyfikacji nowych wektorów cech xj niezawartych w zbiorach uczących Gk

+ i Gk
– (2). 

9. Uwagi końcowe 
Uczące zbiory danych Gk

+ i Gk
– (2) zbudowane z małej liczby m wektorów cech xj (1) 

o dużym wymiarze n (m << n) pojawiają się często w ważnych problemach praktycz-
nych. Pierwszoplanowym przykładem są tu zbiory danych genetycznych [2]. W tym 
przypadku wektory cech xj (1) mają wymiar n większy niż 20 000, natomiast liczba m 
pacjentów reprezentowanych za pomocą wektorów cech xj (1) rzadko przekracza sto. 

Projektowanie klasyfikatorów na podstawie uczących zbiorów danych Gk
+ i Gk

– (2) 
złożonych z małej liczby m wektorów cech xj (1) o dużym wymiarze n (m << n) wymaga 
stosowania wyspecjalizowanych metod. Uczące zbiory danych Gk

+ i Gk
– (2) złożone 

z małej liczby wielowymiarowych wektorów cech xj (1) są zwykle liniowo separo-
walne [5]. Brak liniowej separowalności zbiorów danych Gk

+ i Gk
– (2) może pojawić 

się wtedy, gdy elementy xj tych zbiorów są liniowo zależne [5]. Z tego względu duże 
znaczenie mają w tym przypadku klasyfikatory liniowe projektowane poprzez mini-
malizacje wypukłych i odcinkowo liniowych (CPL) funkcji kryterialnych. 

W pracy zostały przedstawione podstawy teoretyczne projektowania komplekso-
wych warstw klasyfikatorów liniowych (55). Kompleksowe warstwy klasyfikatorów 
liniowych mogą być agregowane np. zgodnie z regułą większościową (56). Kompleksowa 
agregacja klasyfikatorów liniowych pozwala na zwiększenie siły generalizacyjnej kla-
syfikatorów warstwowych (56) [15]. 

Proponowany kierunek badań dotyczy projektowania klasyfikatorów na podstawie 
uczących zbiorów danych Gk

+ i Gk
– (2) obejmujących małą liczbę m wysokowymia-

rowych wektorów cech xj[n], reprezentujących poszczególnych pacjentów Pj, można 
łączyć z elementami teorii ergodycznej [6]. Zgodnie z założeniami tej teorii propo-
nowane jest zastąpienie uśredniania po małej liczbie m pacjentów Pj, uśrednianiem 
po dużej liczbie L (l = 1,…, L) optymalnych podzbiorów Fl(n – l m) (44) cech (genów) Xi.
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Classification models based on multidimensional feature vectors

Abstract: The study concerns the design of classifiers based on a small number 
of multidimensional feature vectors. The properties of layers consisting of linear 
classifiers aggregating a small number of features are investigated. The selection 
of feature subsets was based on the maximization of the L1 norm margins. The com-
plex layer aggregates linear classifiers built on a small number of features. According 
to the ergodic theory assumptions, averaging a small number of objects has been 
replaced by averaging with many disjoint subsets of features.
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