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Wstep

W ostatnich dekadach nastapil rozwoéj systeméw komputerowych, ktore gromadza
i przetwarzajg duze ilosci danych, ktére s3 gromadzone zaréwno przez systemy bazo-
danowe specjalnie do tego zaprojektowane, jak i przez réznego rodzaju urzadzenia
rejestrujace. Dane to juz nie tylko wartosci atomowe przechowywane w relacyjnych
systemach baz danych, ale réwniez zdjecia, obrazy video, czy tez cate dokumenty.
Istotnym elementem tych systemoéw jest z jednej strony efektywne gromadzenie
i przetwarzanie duzej ilosci danych w czasie rzeczywistym, z drugiej strony coraz
wazniejsze staje sie ich analizowanie i agregowanie w formie modeli, wnioskowa-
nie oraz interpretacja.

Konstruowanie modeli opiera si¢ na szukaniu wgladu w dane, co moze skutkowac
odkrywaniem z nich wiedzy. Wyniki wnioskowania w modelach niejednokrotnie
dostarczajg dodatkowej wiedzy i informacji o modelowanym problemie, wspoma-
gaja podejmowanie decyzji oraz planowanie strategiczne.

Nieodzownym elementem modelowania danych i wnioskowania jest niepewnos¢.
Jej zrodtem moze by¢ sama wiedza, zréddta danych, czy tez blad pomiaru urzadzenia
wynikajacy z jego skonczonej dokiadnosci. Niepewnos¢ wyrazona moze by¢ na rézne
sposoby, np. przez dane brakujace, zmienne ukryte lub nieprecyzyjne wartosci.

W monografii zamieszczono prace, ktore prezentujg przyklady przetwarzania
informacji i modelowania w warunkach niepewnosci oraz ich zastosowanie w roz-
nych dziedzinach, takich jak biologia, ekonomia, medycyna, czy tez nawigacja morska.
Autorzy siegneli po réznorodne metody modelowania, takie jak algorytmy wielokry-
terialnego podejmowania decyzji, metody heurystyczne, sieci bayesowskie, czy uklady
réwnan rézniczkowych zwyczajnych. Prace zebrane w niniejszej monografii stano-
wig wazny wklad w dziedzing modelowania systemoéw rzeczywistych, w ktdrych nie-
pewnos¢ jest istotnym elementem.

Rozdzial 1 Wplyw doboru technik normalizacji kryteriow decyzyjnych na stabil-
nos¢ rankingow uzyskanych algorytmem TOPSIS dotyczy tematyki porzadkowania
i klasyfikacji rozwazanych wariantéw decyzyjnych. Autorka dokonata oceny stabil-
nosci rankingéw i klasyfikacji otrzymanych przez zastosowanie jednej z metod wie-
lokryterialnego podejmowania decyzji, metody TOPSIS (ang. Technique for Order
of Preference by Similarity to Ideal Solution) z wykorzystaniem réznych technik nor-
malizacyjnych, takich jak normalizacja wektorowa oraz normalizacje liniowe oparte
na max, min-max oraz na sumie.



W rozdziale 2 Problem generowania optymalnej trasy bezzatogowego statku
powietrznego stosowanego do detekcji obiektow niebezpiecznych w systemach auto-
nomicznej nawigacji morskiej opisano problem wyznaczania optymalnej trasy
bezzalogowego statku powietrznego w systemach autonomicznej nawigacji
morskiej. Przedstawiono definicje problemu oraz wyniki dziatania algorytmu heu-
rystycznego pozwalajacego na generowanie optymalnej trasy bezzalogowego statku
powietrznego. Zostal on opracowany przez autorke w ramach projektu badaw-
czo-rozwojowego AVAL, w ktdrym brala udzial. Celem dziatania bezzatogowego
statku powietrznego jest wykonanie rejestracji video obiektow niebezpiecznych.
Zarejestrowany obraz umozliwia detekcje, identyfikacje i geolokalizacje obiektow nie-
bezpiecznych, ktore sg trudno wykrywalne przez standardowe urzadzenia nawigacyjne.

W rozdziale 3 Inzynieria wiedzy w konstruowaniu modeli sieci bayesowskich
w medycynie zaprezentowano przyklad modelowania za pomoca sieci bayesowskich,
ktore staly sie istotnym narzedziem we wnioskowaniu w warunkach niepewnosci.
Opisano techniki i metody, z ktérych warto korzysta¢ w trakcie konstruowania pro-
babilistycznych modeli sieci bayesowskich. Przedstawiono wyniki eksperymentéw,
w trakcie ktérych badano wptyw struktury oraz parametréw numerycznych modelu
na jego jako$¢ diagnostyczng. Zostaly one przeprowadzone na modelach sieci bay-
esowskich z dziedziny medycyny.

W rozdziale 4 Rozwigzania modelu opisujgcego rozwéj podpopulacji nietope-
rzy — analiza przy uzyciu interaktywnego arkusza programu Maple podano przy-
ktad modelu matematycznego, ktéry opisuje rozwdj populacji nietoperzy. Model
ten oparty jest na ukladzie réwnan rézniczkowych zwyczajnych i uwzglednia
dyspersyjno-dyfuzyjny charakter zachowania nietoperzy. Wyniki badan przedsta-
wiono po obserwacji zachowan dwoch gatunkéw nietoperzy zamieszkujacych Puszcze
Biatowieska. Zaprezentowano réwniez wybrane symulacje rozwigzan korzystajac
z interaktywnego arkusza programu Maple, ktéry pozwala analizowa¢ zachowanie
rozwigzan numerycznych przy dynamicznej zmianie wybranych parametréw modelu.

Agnieszka Onisko
Bialystok, maj 2021
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Rozdziat 1

Wptyw doboru technik normalizaciji
kryteriow decyzyjnych na stabilno$¢
rankingow uzyskanych algorytmem TOPSIS

Marzena Filipowicz-Chomko
Wydziat Informatyki, Politechnika Biatostocka

Streszczenie: Metody wielokryterialnej analizy decyzyjnej dostarczaja wielu
algorytmow, ktére moga by¢ wykorzystywane do rozwigzywania probleméw
porzadkowania rozwazanych wariantéw decyzyjnych. Jednym z najczeséciej sto-
sowanych jest algorytm TOPSIS, w ktérym ranking wariantéw decyzyjnych
tworzony jest na podstawie ich odleglo$ci od wariantu idealnego i antyideal-
nego. Procedura ta wymaga zastosowania techniki normalizacji danych, ktérej
celem jest przedstawienie warto$ci kryteridw na wspdlnej skali, aby umozliwi¢
ich porownywalno$¢. Ze wzgledu na wielo$¢ technik normalizacji funkcjonujacych
w literaturze przedmiotu, duzym wyzwaniem jest dobér wlasciwej z nich, dopaso-
wanej do struktury problemu decyzyjnego. Zagadnienie jest istotne, gdyz czesto
w badaniach wykorzystywana jest jedna metoda bez uzasadnienia jej wyboru.
Gléwnym celem niniejszego opracowania bedzie dokonanie oceny stabilnosci
rankingéw otrzymanych metoda TOPSIS z wykorzystaniem réznych technik nor-
malizacyjnych. Dodatkowo zostanie sprawdzony wptyw zastosowanych dwdch
sposobow mierzenia odleglosci na ocene globalng i ranking wariantéw decyzyjnych.

Stowa kluczowe: problem decyzyjny, metody wielokryterialne, normalizacja danych,
TOPSIS, stabilno$¢ rankingéw, odleglos¢ euklidesowa, odleglos¢ Mahalanobisa

Wprowadzenie

Metody wielokryterialnej analizy decyzyjnej sa waznymi i uzytecznymi narzedziami,
pozwalajacymi na rozwiazywanie coraz bardziej zlozonych probleméw w réznych
dziedzinach aktywnosci czlowieka. Dostarczaja one wielu algorytmoéw, ktére mie-
dzy innymi mogg by¢ wykorzystywane przy porzadkowaniu i klasyfikacji rozwaza-
nych wariantéw decyzyjnych. Do najbardziej popularnych algorytméw wielokryte-
rialnego podejmowania decyzji mozna zaliczy¢:

e metody addytywne takie jak SAW (ang. Simple Additive Weighting Method), [12],

SMART (ang. Simple Multi-Attribute Ranking Technique), [14];



e metody analitycznej hierarchizacji, a wéréd nich AHP (ang. Analytical Hierarchy
Process), [41], REMBRANDT (ang. Ratio Estimation in Magnitudes or deciBells
to Rate Alternatives which are Non-DominaTed), [26], ANP (ang. Analytic Network
Process), [42], MACBETH (ang. Measuring Attractiveness by a Categorical Based
Evaluation TecHnique), [3];

e metody ELECTRE (fr. ELimination Et Choix Traduisant la REalité), [40];

e metody PROMETHEE (ang. Preference Ranking Organisation METHod
for Enrichment Evaluations), [5];

e metody wykorzystujace punkty referencyjne takie jak TOPSIS (ang. Technique
for Order Preference by Similarity to Ideal Solution), [20], VIKOR
(serb. Visekrzterijumska Optimizacija i Kompromisno Resenje), [31], BIPOLAR [23],
BIPOLAR-SD [18].

Majac do dyspozycji tak bogaty zbidr algorytmoéw, wybdr wlasciwej metody
wielokryterialnej sam w sobie staje si¢ problemem wielokryterialnym i temu zagad-
nieniu poswigconych jest wiele prac [17, 44, 46]. Triantaphyllou w [44] podkresla
jego waznosc, ale tez zauwaza trudno$¢ w odnalezienu odpowiedzi na pytanie: ,,Jaka
metoda jest najlepsza dla danego problemu?™ Po dokonaniu wyboru algorytmu, przed
badaczami pojawiaja si¢ nowe wyzwania, poniewaz zastosowanie konkretnej proce-
dury czesto wymaga odpowiedniego przygotowania zestawu danych, tak by przebie-
gala ona w poprawny sposéb. Jednym z pierwszych krokéw jest normalizacja ocen
wariantéw decyzyjnych dla analizowanych kryteriéw, ktora pozwala na ujednolicenie
ich charakteru oraz sprowadzenie wartosci do poziomu umozliwiajacego ich poréw-
nywanie. W literaturze przedmiotu przedstawiono wiele technik normalizacyjnych
(1,7 8,10, 13, 20, 28, 29, 47]. Ich réznorodnos¢ sklania wigc do postawienia pytan:

e Czy wybdr metody normalizacyjnej ma wplyw na ranking koncowy wariantow
decyzyjnych?

e Ktdra z metod normalizacyjnych jest najwlasciwsza w kontekscie analizowanej
sytuacji decyzyjnej?

Prébie odpowiedzi na powyzsze pytania, w przypadku jednej z najczesciej
wybieranych przez badaczy technik, a mianowicie metodzie TOPSIS, po$wiecone
jest to opracowanie. Jego gtéwnym celem jest ocena stabilnosci rankingéw otrzy-
manych metodg TOPSIS w zaleznosci od zastosowanych technik normalizacyjnych.
Ponadto, ocenie wptywu stosowanych metod normalizacji zostata poddana zmody-
fikowana metoda TOPSIS, w ktorej zamiast odleglosci euklidesowej, jest rozwazana
odleglos¢ Mahalanobisa, stosowana w przypadku, gdy zaklada si¢ preferencyjna zalez-
nos$¢ kryteriow decyzyjnych.

1 W ksiazce [44] na s. XXIII zapisano “Therefore, the question “Which is the best method for a given

problem?”” has become one of the most important but also most difficult to answer”.



1.1. Algorytm TOPSIS

Metoda TOPSIS nalezy do grupy metod szkoty amerykanskiej [16, 45] opartych
na kryterium syntetycznym, ktére wykorzystujac funkcje agregujaca wartosci warian-
tow decyzyjnych ze wzgledu na poszczegélne kryteria pozwalajg na utworzenie ran-
kingu rozwazanych wariantéw. Algorytm TOPSIS zostal zaproponowany przez
Hwanga i Yoona w 1981 r. w pracy [20], cho¢ bardzo podobng metode przedstawif duzo
wczesniej, bo w 1968 r., profesor Zdzistaw Hellwig [19]. Giéwnag ideg metody TOPSIS
jest ocena wariantéw decyzyjnych bazujgca na pomiarze odleglosci tych warian-
tow od dwoch punktéw referencyjnych - rozwiazania idealnego, PIS (ang. Positive
Ideal Solution) oraz rozwigzania antyidealnego, NIS (ang. Negative Ideal Solution).
Najkorzystniejszym wariantem decyzyjnym jest ten, ktory cechuje si¢ najmniejsza
odlegtoscia od PIS i najwieksza odlegloscig od NIS.

1.1.1. Klasyczny algorytm TOPSIS

Dowolny wielokryterialny problem dyskretny, w ktérym rozwaza si¢ m wariantow
decyzyjnych (Ai, i = 1, ..., m) ocenianych na podstawie n kryteriow (Cj, j = 1, ..., n),
mozna przedstawi¢ w postaci macierzy decyzyjnej X = [x,],, (tabela 1.1), w kt6-
rej x,; jest wartoscig i - tego wariantu decyzyjnego ze wzgledu na j - te kryterium,
za$ w, € [0,1] oznacza wagg, czyli istotno$¢ j - tego kryterium.

TABELA 1.1. Og6lna posta¢ macierzy decyzyjnej

W % Wi n
(3 C, C C,
A, X, X, X;; X,
Ai X i X i2 X ij X in
A, X ) Xy )

Rozwazany zbidr kryteriow dzieli si¢ na dwa roztaczne podzbiory: kryteriéw typu
zysk? (Zj, j =1, ..., k) oraz kryteridw typu strata® (Sj, j = k + 1, ..., n). Przyjmuje sie,
ze kryteria decyzyjne sg niezalezne preferencyjnie. Dla tak zdefiniowanego problemu
decyzyjnego klasyczny algorytm TOPSIS zaproponowany w [20] przebiega zgodnie
z nastepujacymi etapami:

* ETAP 0. Wyznaczenie macierzy decyzyjnej X=[x,] i wektora wag w = [w,, ..., w],
gdziew +..+w =1

2 Im wyzsza warto$¢ kryterium, tym lepiej.

Im nizsza warto$¢ kryterium, tym lepiej.



» ETAP 1. Wyznaczenie znormalizowanej macierzy decyzyjnej N = [z,],, gdzie z,
jest wartoscig znormalizowanej oceny wariantu decyzyjnego, zgodnie z formuta:

gdziei=1,...,mj=1,...,n.

Formutla ta zostala zaproponowana w oryginalnym algorytmie TOPSIS wprowa-
dzonym przez Hwanga i Yoona. W badaniach wykorzystujacych TOPSIS czgsto jest
ona zastepowana przez inne techniki normalizacyjne (tabela 1.2).

e ETAP 2. Wyznaczenie znormalizowanej wazonej macierzy decyzyjnej

W=1[v

ij] mxn’
gdzie

ij = Wj ZU'

e ETAP 3. Wyznaczenie wariantéw idealnego A" oraz antyidealnego A postaci:
maxv,,v, € Z

A’ = [vf,...,v:], gdzie v/ ={

minv,,v, €S
ij> "
A= [v;,...,v;], gdzie

~ minv,,v; e’z
v, =

maxv,,v; esS

e ETAP 4. Obliczenie odlegtosci* (d," ) i-tego wariantu decyzyjnego od A" oraz odle-
glosci (d, ) i-tego wariantu decyzyjnego od A,

@ =) =)

e ETAP 5. Wyznaczenie wartosci syntetycznego miernika oceny (tzw. oceny glo-
balnej) i-tego wariantu decyzyjnego, zgodnie z formuta:

gdziei=1,.., m.

d;
df +d;’

T =

gdziei=1,..,m.
Warto$¢ miernika T, € [0;1].

4 W oryginalnym algorytmie TOPSIS sugerowana byta odlegto$¢ euklidesowa.
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e ETAP 6. Budowa rankingu wariantéw decyzyjnych ze wzgledu na malejace
wartos$ci syntetycznego miernika oceny.
Im warto$¢ miernika oceny jest wyzsza, tym wyzsza pozycje osigga wariant decy-
zyjny w rankingu.

1.1.2. Modyfikacje algorytmu TOPSIS

Do zalet metody TOPSIS zalicza si¢ jej prostote, zrozumialo$¢ oraz gwarancje fatwej

interpretacji wynikow [34, 38]. Zakres jej aplikacyjnosci jest bardzo szeroki i obej-
muje miedzy innymi zagadnienia zwigzane z zarzadzaniem tancuchem dostaw i logi-
styka [11, 51], inZynierig i systemami produkcji [33], zarzadzaniem w biznesie i mar-
ketingu [39], ochrong zdrowia [2], zréwnowazonym rozwojem [36], wspomaganiem

negocjacji [37, 38, 50]. Obszerny przeglad literaturowy dotyczacy zastosowan metody
TOPSIS w réznych obszarach zostal zawarty w [4, 53].

W literaturze przedmiotu wskazywane sa rowniez pewne ograniczenia tej
metody [34, 49] oraz problemy zwigzane z jej stosowaniem [1, 53], ktére zaowoco-
waly modyfikacjami klasycznego algorytmu TOPSIS.

Kluczowe pytania dotyczace stosowania procedury TOPSIS sg z jednej strony
zwigzane z charakterem i skalg pomiaru danych, a z drugiej z implementacja algo-
rytméw obliczeniowych na poszczegélnych etapach procedury. Przystepujac do obli-
czen, pyta sie miedzy innymi o wybor:

e metody normalizaciji [1, 8, 28];
e metody pomiaru odleglosci przy zalozeniu preferencyjnej niezaleznosci i zalez-

nosci kryteriow [6, 22, 48];

e metody wyznaczania wag, czyli stopnia istotnosci kryteriow [15, 30, 35];
e sposobu wyznaczania wektoréw PIS i NIS [36, 37].

Kazdy z zasygnalizowanych powyzej probleméw prowadzi do pytania o wpltyw
zastosowanych rozwigzan (modyfikacji oryginalnej procedury) na oceng¢ globalng
oraz ranking wariantéw decyzyjnych otrzymanych algorytmem TOPSIS.

W niniejszej pracy badania koncentrujg si¢ na probie odpowiedzi na pytanie
dotyczace wpltywu wyboru metody normalizacji na ranking wariantéw otrzymany
metoda TOPSIS. Modyfikacja klasycznej procedury w tym przypadku bedzie polegata
na zastapieniu formuty normalizacyjnej (ETAP 1) zaproponowanej w [20], kolejno
jedna z szesciu metod opisanych ponizej (tabela 1.2). Dodatkowo zbadany zostanie
wplyw sposobu mierzenia odleglo$ci na stabilno$¢ rankingéw przy zastosowanych
réznych technikach normalizacyjnych. Modyfikacja, w tym przypadku bedzie pole-
gala na zastapieniu odleglosci euklidesowej (ETAP 4) odlegtoscig Mahalanobisa [27],
ktéra uwzglednia zaleznosci pomiedzy kryteriami decyzyjnymi.
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1.1.3. Techniki normalizac;ji kryteriow

W pracy uwzgledniono sze$¢ najczesciej wykorzystywanych technik normalizacyj-
nych [1, 32, 47], ktoére zastapily formule oryginalnego algorytmu TOPSIS (ETAP 1).
Badaniom symulacyjnym zostaly poddane: normalizacja wektorowa, normalizacje
liniowe oparte na max (dwa warianty), max-min i sumie oraz normalizacja logaryt-

miczna. Formuly normalizacyjne zostaly zebrane w tabeli 1.2.

TABELA 1.2. Formuty zastosowanych w pracy technik normalizacyjnych

Technika normalizacji

Formuta dla kryteriow

Formuta dla kryteriow

(oznaczenie) typu zysk typu strata
wektorowa
X 1/ x,.
(N1)[7, 21, 29] . = y TN R
] m 2 Y m 2
2i=l("ij) 21‘:1(” xij)
liniowa oparta na max typ 1 X0 X
(NZ) [1: 7: 8: 47] Z.. = Y Z..=1— Y
i maxxij y maxle
liniowa oparta na max typ 2 X0 minx..
(N3) [24, 43] O Z.. = el
i maxxij y xl.j
liniowa oparta na max-min o — min .. AKX Xos — X
(N4)[1,7,8, 47] I M A e A
Y max xij —min xij Y max xij —min xij
liniowa oparta na sumie .. 1/ x..
(N5) [1, 8, 21, 47] Y . = £l
by m v 1/x;;)
X i=1%j =17

logarytmiczna
(N6) [21, 29, 53]




1.1.4. TOPSIS-M

Klasyczny algorytm TOPSIS zaklada preferencyjng niezalezno$¢ kryteriow,
nie uwzglednia zatem zaleznosci pomigdzy kryteriami. Rozwigzaniem tego prob-
lemu, a tym samym alternatywa dla odlegtosci euklidesowej, moze by¢ modyfika-
cja ETAPU 4 przez zastosowanie miary Mahalanobisa jako odlegtosci od rozwia-
zania idealnego i antyidealnego. W algorytmie TOPSIS z odlegloscia Mahalanobisa
(TOPSIS-M), ETAP 4 i ETAP 5 klasycznej procedury beda przebiegaly w nastepu-
jacy sposdb [9]:

e ETAP 4a. Obliczenie odlegloéci (dm, i dm, ) i-tego wariantu od A" oraz A" zgod-

nie z formutami:

dm’ = \/(Ai ~A7) R(4,-47),

dm” = \/(A,. ~A) R'(4 A7),

gdzie A = [Z“,. . .,zm] » Z; jest znormalizowang wartoscig wariantu decyzyjnego
ai=1.,mj=1,.,n), R jest odwrotnoscig macierzy kowariancji wyznaczonej
dla znormalizowanej macierzy decyzyjne;j.

e ETAP 5a. Wyznaczenie warto$ci syntetycznego miernika oceny (tzw. oceny glo-

balnej) kazdego wariantu decyzyjnego, zgodnie z formula:
dm;
™, =—F"—,
dm; +dm;
gdziei=1,.., m.

1.2. Metody oceny stabilno$ci rankingow

W literaturze przedmiotu mozna spotkaé rozne podejs$cia do oceny stabilnosci
rankingéw. Wedlug Chakraborty i Yeha [8] wlasciwg procedurg normalizacyjna jest
ta, dzigki ktdrej otrzymuje si¢ rankingi podobne do tych stworzonych za pomoca
innych procedur. Oczywiscie ocena wzrokowa podobienstwa rankingdw moze by¢
tu niewystarczajaca. Dlatego tez w tym opracowaniu wzmocniono ja przez zastoso-
wanie analizy korelacyjnej oraz miary podobienstwa rankingdw.

Do oceny spdjnosci ocen globalnych uzyskanych algorytmem TOPSIS w przy-
padku szesciu technik normalizacyjnych zastosowano korelacje Pearsona [7], a oceny
stabilno$ci rankingéw dokonano, postugujac si¢ wspolczynnikiem korelacji rang
Spearmana [52].



Ponadto, w pracy zastosowano procedure wspomagajaca wybor metody norma-
lizacji. Uzyskanych sze$¢ rankingdw poréwnano za pomocg wspdtczynnika podo-
bienstwa, zaproponowanego w pracy [25], ktdry jest wyznaczany zgodnie z nastepu-
jaca procedura:

e ETAP 1. Wyznaczenie miary podobiefistwa rankingéw g, zgodnie z formulg:
22;’:1 Cip ~Cig

p =1-—=iL
Pq m?—z

gdzie v jest liczbg rankingdw, ¢, — pozycjg i-tego wariantu w rankingu o numerze p,
¢,, — Pozycjg i-tego wariantu w rankingu o numerze ¢, dla p, ¢ = 1, 2, ..., v. Ponadto,

OdlamePP bior Licsh naturalech -
= 1dlamep’ — ZD10r 11CZD natura nYC parzys yc X

Wartos$¢ wspélczynnika p,, miesci si¢ w przedziale [O; 1] .

e ETAP 2. Okreslenie stopnia podobienstwa dla kazdego rankingu p w stosunku
do pozostatych rankingéw zgodnie z formula:

1 v
u,= v_lzqzl%pq

p#q
gdziep,q=1,2, .., v

e ETAP 3. Wybdr metody, dla ktorej u, = maxu, .
p

1.3. Przyktad obliczeniowy i schemat badania

Do realizacji gtéwnego celu opracowania, czyli oceny wptywu szesciu przedstawio-
nych w tabeli 1.2 technik normalizacji na stabilno$¢ rankingéw otrzymanych algo-
rytmami TOPSIS i TOPSIS-M, postuzono si¢ przyktadem obliczeniowym, opartym

na danych umownych.

Rozwazono wielokryterialny problem decyzyjny, na ktéry sktada sig:

zbidr dziesieciu wariantéw decyzyjnych: A, A,, .., A

zbidr czterech kryteriéow: C,, C,, C,, C,, gdzie C,, C, s3 kryteriami typu zysk, za$

C,, C, - kryteriami typu strata;

macierz decyzyjna (tabela 1.3).



TABELA 1.3. Macierz decyzyjna

c, C, C, c,
A, 690 7 3,10 0,45
A, 590 6 4,00 0,16
A, 600 10 3,50 0,08
A, 620 5 3,20 0,25
A; 700 7 2,80 0,80
A 650 9 1,00 0,56
A 500 10 4,50 0,17
A, 640 8 4,00 1,50
A, 580 6 3,00 0,15
A 520 7 2,60 0,25

Kolejne etapy procedury TOPSIS pozwolily na wyznaczenie znormalizowanych
macierzy decyzyjnych z wykorzystaniem szesciu formut normalizacyjnych N1-N6
(tabela 1.2), wartosci wektoréw PIS (A*) i NIS (A’) , warto$ci syntetycznych mierni-
kéw oceny (TZ / TMi) na podstawie wyznaczonych odlegtosci od PIS i NIS mierzonych
odlegloscig euklidesowa i Mahalanobisa oraz rankingdéw wariantéw. W rozwazanym
problemie przyjeto, ze wszystkie kryteria sg tak samo istotne, dlatego zastosowano
réwne wagi, co pozwolito na pominigcie drugiego etapu procedury. Schemat prze-
prowadzonego badania zostal przedstawiony na rysunku 1.1.

Normalizacja kryteriéw
NT N2 | N3 Mo | s N6

¢_

Wazenie kryteriow

Réwne wagi dla wszystkich kryteriow

G

Obliczanie odlegtosci od PIS i NIS

odlegtos¢ Mahalanobisa

odlegtos¢ Euklidesa

¢_

Wyznaczenie syntetycznego miernika oceny oraz rankingu wariantéw

RYSUNEK 1.1. Schemat badania
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Algorytm TOPSIS z kolejno wykorzystywanymi szescioma technikami norma-
lizacji oraz odlegtoscia euklidesowq oznaczany bedzie w dalszej czesci pracy przez
T_Ni (gdzie i = 1, ..., 6), a z zastosowang odlegloscia Mahalanobisa — przez TM_Ni
(gdziei=1, .., 6).

1.4. Wyniki badania

1.4.1. Rankingi wariantéw decyzyjnych uzyskane za pomocg TOPSIS
z wykorzystaniem réznych formut normalizacyjnych

Uzyskane za pomocg dwoch podejsé¢ (odleglos¢ euklidesowa, odleglos¢ Mahalanobisa)

wyniki zostaly zawarte w tabelach 1.4-1.9.

Normalizacja wektorowa (N1)

TABELA 1.4. Macierz decyzyjna po normalizacji wektorowej N1, wsp6trzedne wektorow: ideal-
nego (A*) i antyidealnego (A”), wartosci ocen globalnych oraz rankingi wariantéw decyzyjnych

C, C, C, C, T Ranking T_N1| TM, | Ranking TM_N1

A, | 0356 | 0,288 | 0,238 | 0,125 | 0,182 8 0,414 4
A, | 0305 | 0,247 | 0184 | 0,351 | 0,321 5 0,321 8
A, | 0310 | 0412 | 0210 | 0,703 | 0,570 1 0,577 2
A, | 0320 | 0,206 | 0,230 | 0,225 | 0,223 7 0,300 9
A, | 0362 | 0,288 | 0,263 | 0,070 | 0,174 9 0,419 3
A, | 0336 | 0371 | 0,736 | 0,100 | 0,500 2 0,594 1
A, | 0,258 | 0412 | 07164 | 0,331 | 0,342 4 0,390 5
A, | 0331 | 0330 | 0184 | 0,037 | 0,43 10 0,357 6
A, | 0,300 | 0,247 | 0,245 | 0,375 | 0,364 3 0,337 7
A, | 0269 | 0288 | 0,283 | 0,225 | 0,260 6 0,254 10
A* | 0362 | 0412 | 0736 | 0,703

A | 0258 | 0206 | 0,164 | 0,037

Klasyczna metoda TOPSIS z normalizacja wektorowg N1 (T_N1) wylonita ranking
wariantow A, > A, > A >A > A >A >A,>A >A > A, W przypadku TOPSIS-M
(TM_N1) ranking byl nastepujacy A, > A, > A, >A >A >A>A >A >A >A,
i wskazywal na znaczace zmiany pozycji wariantéw decyzyjnych w poréwnaniu z ran-
kingiem T_N1 (wspolczynnik korelacji rang Spearmana dla rankingéw T_N11i TM_NI1
wynosit 0,297). Zaden z wariantéw decyzyjnych nie osiggnat tej samej lokaty w obu
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rankingach. Najwieksza zmiana dotyczyla wariantu A,, ktéry w rankingu T_N1 zajat
dziewiata pozycje, za$ w rankingu TM_N1 - trzecig. Wartosci syntetycznych mier-
nikow oceny miescily sie w przedziatach [0,143;0,570] oraz [0,254; 0,594], odpowied-
nio dla metod T _N1iTM_NI.

Normalizacja liniowa oparta na max typ 1 (N2)

TABELA 1.5. Macierz decyzyjna po normalizacji liniowej opartej na max typ 1 (N2), wspotrzedne
wektoréw: idealnego (A") i antyidealnego (A°), wartosci ocen globalnych oraz rankingi warian-
téw decyzyjnych

C, C, C, C, T, Ranking T.N2 [ TM;, | Ranking TM_N2

A | 0986 | 05700 | 0,311 | 0,700 | 0,579 5 0,668 3
A, | 0843 | 0600 | 07111 | 0,893 | 0,535 8 0,541 8
A, | 0857 | 1,000 | 0222 | 0947 | 0,658 2 0,710 2
A, | 0886 | 0500 | 0,289 | 0,833 | 0,556 6 0,543 7
A; | 1,000 | 0700 | 02378 | 0,467 | 0,500 9 0,626 4
A, | 0929 | 0900 | 0,778 | 0,627 | 0,762 1 0,724 1
A, | 0714 | 1,000 | 0,000 | 0,887 | 0,551 7 0,544 6
A, | 0914 | 0800 | 07111 | 0,000 | 0,243 10 0,405 10
A, | 0829 | 0,600 | 05333 | 0,900 | 0,609 4 0,551 5
A,| 0743 | 0,700 | 0,422 | 0,833 | 0,637 3 0,485 9
A" | 1,000 | 1,000 | 0,778 | 0,947

A" | 0,714 | 0,500 | 0,000 | 0,000

Metodami T_N2 i TM_N2 (z normalizacja liniowq oparta na max typu 1 (N2))
otrzymano, odpowiednio, nastepujace rankingi wariantow: A, > A, > A >A;> A >
AS>A>A>SA>ATAS>A>SA>A>A>A >A >A, >A . Woburankingach
na pierwszej i drugiej pozycji znalazty sie warianty A i A,, ostatnig za$ zajal wariant
A,. Najwigksza zmiana lokat miala miejsce w przypadku wariantu A : z pozycji trze-
ciej (w T_N2) na pozycje dziewigta (w TM_N2). Wartosci syntetycznych miernikéw
oceny miescily si¢ w przedzialach [0,243;0,762] oraz [0,405; 0,724], odpowiednio
dla T_N2 i TM_N2. Wspoélczynnik korelacji rang Spearmana dla rankingéw T_N2
i TM_N2 wynosit 0,588.



Normalizacja liniowa oparta na max typ 2 (N3)

TABELA 1.6. Macierz decyzyjna po normalizacji liniowej opartej na max typ 2 (N3), wspétrzedne
wektoréw: idealnego (A") i antyidealnego (A”), wartosci ocen globalnych oraz rankingi warian-
téw decyzyjnych

C, C, C, C, T Ranking T_N3 [ TM, | Ranking TM_N3

A, | 0986 | 0,700 | 0,323 | 0,178 | 0,252 7 0,057 9
A, | 0843 | 0,600 | 0,250 | 0,500 | 0,323 5 0,227 5
A, | 0,857 | 1,000 | 0,286 | 1,000 | 0,598 1 0,404 2
A, | 0886 [ 0,500 | 0313 | 0,320 | 0,231 9 0,177 6
A, | 1,000 [ 0,700 | 0,357 | 0,500 | 0,247 8 0,118 8
A, | 0929 | 0900 | 1,000 [ 0,143 | 0,511 2 0,619 1
A, | 0714 | 1,000 | 0,222 | 0,471 | 0,398 3 0,171

A; | 0914 | 0,800 | 0,250 | 0,053 | 0,228 10 0,025 10
A, | 0829 | 0,600 | 05333 | 0,533 | 0,358 4 0,283 3
A, | 0743 | 05700 | 0,385 | 0,320 | 0,271 6 0,239 4
A | 1,000 | 1,000 | 1,000 | 1,000

A" | 0714 | 0,500 | 0,222 | 0,053

Rankingi uzyskane z wykorzystaniem normalizacji opartej na max typu 2 (N3)
majg postac: A, > A >A >A>A >A >A >A >A >A,dlaT_N3oraz A, >
A>A>A >A,>A >A >A, >A >A,dla TM_N3. Wartosci ocen globalnych
sa zawarte w przedziatach [0,228;0,598] oraz [0,025; 0,619], odpowiednio dla metod
TOPSIS i TOPSIS-M. Trzy warianty decyzyjne A, A,, A,w obu metodach zacho-
waly te same lokaty. Wspolczynnik korelacji rang Spearmana dla rankingéw T_N3
i TM_N3 wynosit 0,782.

Normalizacja liniowa oparta na max-min (N4)

TABELA 1.7. Macierz decyzyjna po normalizacji liniowej opartej na max-min (N4), wspotrzedne
wektoréw: idealnego (A") i antyidealnego (A°), wartosci ocen globalnych oraz rankingi warian-
téw decyzyjnych

C, C, C, C, T Ranking T_N4 | TM, | Ranking TM_N4
. | 0950 | 0,400 | 0,400 | 0,739 | 0,599 3 0,668 3
, | 0450 | 0,200 | 0,143 | 0944 | 0,453 9 0,541 8
. | 0500 [ 1,000 | 0,286 | 1,000 | 0,637 2 0,710 2




C, C, C, C, T Ranking T_N4 | TM, | Ranking TM_N4

A, | 0600 | 0,000 | 0371 | 0,880 | 0,474 8 0,543 7
A, | 1,000 | 0,400 | 0,486 | 0,493 | 0,577 4 0,626 4
A, | 0,750 | 0,800 | 1,000 | 0,662 | 0,777 1 0,724 1
A, | 0,000 | 1,000 | 0,000 | 0937 | 0,492 6 0,544 6
A, | 0,700 | 0,600 | 0,143 | 0,000 | 0,398 10 0,405 10
A, | 0,400 | 0,200 | 0,429 | 0951 | 0,496 5 0,551 5
A, | 07100 | 0400 | 0543 | 0,880 | 0,485 7 0,485 9
A" | 1,000 | 1,000 | 1,000 | 1,000

A" | 0,000 | 0,000 [ 0,000 | 0,000

W przypadku zastosowanej normalizacji liniowej max-min (N4) rankingi sa naste-

pujace: A, > A, >A >A>A>A >A >A,>A,>A, dlaT_NdorazA,>A,>A,
>A,>A>A >A >A,>A  >A,dla TM_N4. Pozycje dla wigkszosci wariantéw
pokrywaja si¢. Zgodnos¢ rankingdw potwierdza bardzo wysoka warto$¢ wspolczyn-
nika korelacji rang Spearmana wynoszaca 0,964. Wartos$ci ocen globalnych mieszcza
sie w przedziatach [0,398;0,777] oraz [0,405; 0,724], odpowiednio dla metod T_N4
i TM_N4.

Normalizacja liniowa oparta na sumie (N5)

TABELA 1.8. Macierz decyzyjna po normalizacji liniowej opartej na sumie (N5), wspotrzedne
wektoréw: idealnego (A") i antyidealnego (A°), wartosci ocen globalnych oraz rankingi warian-

téw decyzyjnych
C, C, C, C, T. Ranking T_N5 | TMi | Ranking TM_NS
A | 0113 | 0,093 | 0,087 | 0,049 [ 0,769 8 0,426 3
A, | 0,097 | 0,080 | 0,067 | 07138 | 0,333 5 0,364 6
A, | 0099 | 07133 | 0,077 | 0,276 | 0,584 1 0,595 1
A, | 0102 | 0,067 | 0,084 | 0,088 | 0,227 7 0,344 8
A, | 0115 | 0,093 | 0,096 | 0,028 | 0,158 9 0,423 4
A, | 0107 | 07120 | 0,269 | 0,039 | 0,479 2 0,536 2
A, | 0082 [ 07133 | 0,060 | 07130 | 0,341 4 0,339 9
A; | 0105 | 0107 | 0,067 | 0,015 | 0,124 10 0,349 7
A, | 0,095 | 0,080 | 0,090 | 0,147 | 0,376 3 0,379 5




C, C, C, C, T Ranking T_.N5 | TMi | Ranking TM_NS
A, | 0085 | 0,093 [ 0,103 | 0,088 | 0,260 6 0,229 10

A" | 0115 | 0133 | 0,269 | 0,276
0,082 | 0,067 | 0,060 | 0,015

Rankingi uzyskane z wykorzystaniem normalizacji liniowej opartej na sumie
(N5) majg postaci: A, > A, > A >A >A,>A >A,>A > A, > A dlaalgorytmu
T N5orazA,>A >A >A,>A >A >A,>A,>A >A, dlaTM_NS5. Pozycje
pokrywaja si¢ jedynie w przypadku wariantéw A, i A.. Wspolczynnik korelacji rang
Spearmana dla rankingéw T_N5 i TM_N5 wynosil 0,358. Wartosci syntetycznych
miernikéw oceny sg zawarte w przedzialach [0,124;0,584] oraz [0,229;0,595], odpo-
wiedniodla T N5iTM_N5.

Normalizacja logarytmiczna (N6)

TABELA 1.9. Macierz decyzyjna po normalizacji logarytmicznej (N6), wspotrzedne wektoréw: ide-
alnego (A") i antyidealnego (A"), wartosci ocen globalnych oraz rankingi wariantow decyzyjnych

C, C, C, C, T Ranking T_N6 | TM, | Ranking TM_N6

A, | 0102 | 0,098 | 0,700 | 0,104 | 0,501 6 0,527 4
A, | 0,00 | 0,090 | 0,097 | 0,094 | 0,243 9 0,314 10
A, | 0,00 0,116 | 0,098 | 0,088 | 0,538 5 0,499 5
A, | 000 | 0081 | 0,099 | 0,098 | 0,223 10 0,325 8
A, | 0102 | 0,098 | 0,01 0,109 | 0,566 4 0,570 2
A, | 0,101 0,110 0,111 0,706 | 0,782 1 0,782 1
A, | 0097 | 0116 | 0,096 | 0,095 | 0,579 3 0,437 6
A; | 0,101 0,04 | 0,097 | 07115 | 0,667 2 0,544 3
A, | 0,099 [ 0,090 | 0100 | 0,094 | 0,251 8 0,315 9
A, | 0098 | 0098 | 07101 | 0,098 | 0,437 7 0,375 7
A" | 0102 | 0116 0,111 0,115

A" | 0,097 | 0,081 [ 0,09 | 0,088

Z tabeli 1.9 mozna odczytac¢ rankingi wariantéw: A, > A, > A > A, >A, > A > A
>A,>A,>A, dlaprocedury T_N6orazA,>A, >A>A >A,>A >A >A>A >
A, dla TM_NG6. Oba rankingi wskazuja wariant A, jako najlepszy. Pozostale warianty
poza dwoma (A, i A,)) nie uzyskujg tych samych pozycji, ale zmiany nie sg duze.
Najwigksza dotyczy wariantu A, ktéry w rankingu T_NG6 osiagnat trzecig lokate,
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aw TM_NG6 - szdstg. Wspodlczynnik korelacji rang Spearmana dla rankingéw T_N6
i TM_N6 wynosit 0,782. Wartosci syntetycznych miernikoéw oceny mieszczg si¢ w prze-
dziatach [0,223;0,782] oraz [0,314; 0,782], odpowiednio dla metod T_N6 i TM_N6.

1.4.2. Stabilno$¢ rankingéw uzyskanych algorytmami TOPSIS
i TOPSIS-M z wykorzystaniem wybranych technik normalizacji

Z danych zawartych w tabelach 1.4-1.9 wynika, ze przyjeta technika normalizacji
wplywa na ocene i w konsekwencji ranking koncowy wariantéw decyzyjnych zaréwno
w przypadku algorytmu TOPSIS z zastosowang odlegloscia euklidesows, jak i z odle-
gloscia Mahalanobisa.

Wartosci syntetycznych miernikéw oceny wariantéw decyzyjnych wyzna-
czone dla szesciu metod normalizacyjnych i odleglosci euklidesowej przedstawiono
na rysunku 1.2. W tym przypadku nie uzyskano identycznych ocen globalnych
dla Zadnej pary technik normalizacyjnych. Na rysunku 1.2 mozna jedynie zaob-
serwowac spojno$¢ wynikéow w przypadku zastosowanych metod N1, N3 oraz N5,
co potwierdzaja wspdlczynniki korelacji Pearsona (r,; = 0,996, r,, = 0,974, r,, = 0,960).
Najwieksze rozbieznosci za$§ obserwuje si¢ przy poréwnaniu wynikéw uzyskanych
za pomocg normalizacji logarytmicznej z wynikami wszystkich pozostatych technik
normalizacyjnych (tabela 1.10).

A10 07 A2

A9 A3

A8 A4

A6
—T_N1 TIN2 —TN3 —T_N4 TIN5 ——T_N6

RYSUNEK 1.2. Warto$ci syntetycznych miernikow oceny wariantéw decyzyjnych A,-A,, wyzna-
czone za pomocg metody TOPSIS z odlegtoscia euklidesowg dla technik normalizacyjnych
N1-N6
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TABELA 1.10. Macierz wspotczynnikéw korelacji Pearsona (r) dla syntetycznych miernikow
oceny wariantéw decyzyjnych uzyskanych metodg TOPSIS ze wzgledu na normalizacje N1-N6

r T_N1 T_N2 T_N3 T_N4 T_N5 T_N6
T_N1 1,000 0,703* 0,974* 0,603 0,996* 0,163
T_N2 0,703* 1,000 0,616 0,729* 0,699* -0,025
T_N3 0,974* 0,616 1,000 0,647* 0,960* 0,334
T_N4 0,603 0,729* 0,647* 1,000 0,551 0,532
T_N5 0,996* 0,699* 0,960* 0,551 1,000 0,087
T_N6 0,163 -0,025 0,334 0,532 0,087 1,000

*p < 0,05

Wartosci syntetycznych miernikéw oceny wariantéw decyzyjnych wyznaczone
dla sze$ciu metod normalizacyjnych i odlegtosci Mahalanobisa przedstawiono
na rysunku 1.3. W przypadku metody TOPSIS-M z normalizacjg liniowa ze wzgledu
na max typu 1 (N2) oraz ze wzgledu na max-min (N4) otrzymujemy identyczne war-
tosci ocen wariantéw (r,, = 1). Dla pozostatych metod normalizacji warto$ci wspol-
czynnikow korelacji mieszczg sie¢ w przedziale [0,393;0,942], (tabela 1.11).

g M
A10 07 A2

A9 A3
A8 Ad
Ab
—TM_N1 TM_N2 ——TM_N3 ——TM_N4 TM_N5 ——TM_N6

RYSUNEK 1.3. Wartosci syntetycznych miernikéw oceny wariantéw decyzyjnych

A, - A, wyznaczone za pomocg metody TOPSIS z odlegloscia Mahalanobisa
dla technik normalizacyjnych N1-N6
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TABELA 1.11. Macierz wspdtczynnikow korelacji Pearsona (r) dla syntetycznych miernikéw oceny
wariantéw decyzyjnych uzyskanych metoda TOPSIS-M ze wzgledu na normalizacje N1-N6

r TM_N1 TM_N2 TM_N3 TM_N4 TM_N5 TM_N6
TM_N1 1,000 0,818* 0,636* 0,818* 0,942% 0,779*
TM_N2 0,818* 1,000 0,602 1,000 0,838* 0,532*
TM_N3 0,636* 0,602 1,000 0,602 0,574 0,392
TM_N4 0,818* 1,000 0,602 1,000 0,838* 0,532
TM_N5 0,942* 0,838* 0,574* 0,838* 1,000 0,600
TM_N6 0,779* 0,532 0,392 0,532 0,600 1,000

*p < 0,05

Pozycje poszczegdlnych wariantéw dla szesciu procedur normalizacyjnych zesta-
wiono na rysunkach 1.4-1.5, a w tabelach 1.12-1.13 zawarto wartosci wspotczynni-
kow korelacji rang Spearmana.

—_
N W s~ o1 OO N o © o

—_

ranking (N2) M ranking (N3)
M ranking (N4) M ranking (N5) M ranking (N6)

RYSUNEK 1.4. Rankingi wariantéw decyzyjnych

Al A2 A3 Ad A5 Ab AT A8 A9 A10

I ranking (N1)

A, - A, wyznaczone za pomocg metody TOPSIS z odlegtosécia euklidesowa

dla technik normalizacyjnych N1-N6
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TABELA 1.12. Macierz wspétczynnikow korelacji Spearmana (s) dla rankingéw uzyskanych metoda
TOPSIS ze wzgledu na normalizacje N1-N6

s Ranking Ranking Ranking Ranking Ranking Ranking

(T_N1) (T_N2) (T_N3) (T_N4) (T_NS) (T_N6)
Ranking (T_N1) 1,000 0,758+ 0,951* 0,527 1,000 0,018
Ranking (T_N2) 0,758* 1,000 0,697* 0,685*% 0,758* 0,006
Ranking (T_N3) 0,951* 0,697* 1,000 0,624* 0,951* 0,200
Ranking (T_N4) 0,527 0,685* 0,624 1,000 0,527 0,370
Ranking (T_N5) 1,000 0,758* 0,951* 0,527 1,000 0,018
Ranking (T_N6) 0,018 0,006 0,200 0,370 0,018 1,000

*p < 0,05

Uzyskane wyniki (rysunek 1.4) wskazuja na wplyw doboru metody normalizacji
na ranking koncowy. Tylko w przypadku dwoch metod - N1 (normalizacja wek-
torowa) i N5 (normalizacja liniowa oparta na sumie) — rankingi uzyskane metoda
TOPSIS s3 identyczne (s, = 1). Kolejny wysoki wspotczynnik korelacji Spearmana
(s; = 8,5 = 0,951) odnotowano przy poréwnaniu rankingéw N1 i N3 oraz N3 i N5, naj-
nizszy zas (s,, = 0,006) przy poréwnaniu rankingéw N2 i N6 (tabela 1.12). Ponadto
wyniki zaprezentowane na rysunku 1.4 wskazuja na duze réznice pozycji wariantow
decyzyjnych w rankingach w zaleznosci od zastosowanej metody normalizacyjnej,
np. wariant Al zajmuje pozycje trzecig dla metody N4, piata dla metody N2, sz6-
sta dla N6, siodmg dla N3 oraz 6sma dla N1 oraz N5. Réznice jednej pozycji w ran-
kingach zaobserwowano dla wariantu A6; czterech pozycji dla wariantow A2, A3,
A4, A7 oraz A10; pieciu pozycji dla wariantéw Al, A5, A9 oraz o$miu dla wariantu
decyzyjnego A8.

Analiza ranking6éw uzyskanych algorytmem TOPSIS-M (rysunek 1.5) ze wzgledu
na metody normalizacji N1-N6 wskazuje na najwiecksza zgodno$¢ rankingdw otrzy-
manych z zastosowaniem: normalizacji N2 (liniowa oparta na max1) z N4 (liniowa
oparta na max-min), N2 (liniowa oparta na max1) z N5 (liniowa oparta na sumie)
oraz N4 (liniowa oparta na max-min) z N5 (liniowa oparta na sumie). We wszyst-
kich tych przypadkach warto$¢ wspétczynnika korelacji Spearmana jest wigksza niz
0,81 (tabela 1.13). Uzyskane wyniki (por. rysunek 1.5) wskazuja na duze réznice pozy-
cji wariantéw decyzyjnych w rankingach w zaleznosci od zastosowanej metody nor-
malizacyjnej. Przykladowo wariant A9 zajmuje pozycje trzecia dla metody N3, piata
dla metod N2, N4 oraz N5, siodmg dla N1, dziewiata dla N6. Réznice jednej pozycji
w rankingach zaobserwowano jedynie dla wariantu A6; trzech dla wariantu A4; czte-
rech dla wariantéw A3, A7; pieciu dla wariantu A2; szesciu pozycji dla wariantéw Al,
A5, A9, A10 oraz siedmiu dla wariantu A8.
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Al A2 A3 Ad A5 Ab AT A8 A9 A10

M ranking (TM_N1) I“ranking (TM_N2) M ranking (TM_N3)
M ranking (TM_N4) miranking (TM_N5) M ranking (TM_N6)

RYSUNEK 1.5. Rankingi wariantdw decyzyjnych
A, - A, wyznaczone za pomocg metody TOPSIS-M z odlegloscia Mahalanobisa
dla technik normalizacyjnych N1-N6

TABELA 1.13. Macierz wspotczynnikow korelacji Spearmana (s) dla rankingéw uzyskanych metoda
TOPSIS-M ze wzgledu na normalizacje N1-N6

s Ranking Ranking Ranking Ranking Ranking Ranking

(TM_N1) | (TM_N2) | (TM_N3) | (TM_N4) | (TM_N5) | (TM_N6)

Ranking (TM_N1) 1,000 0,830%* 0,151 0,830%* 0,818* 0,770%
Ranking (TM_N2) 0,830* 1,000 0,442 1,000 0,842* 0,467
Ranking (TM_N3) 0,151 0,442 1,000 0,442 0,321 -0,176
Ranking (TM_N4) 0,830* 1,000 0,442 1,000 0,842* 0,467
Ranking (TM_N5) 0,818* 0,842* 0,321 0,842* 1,000 0,467
Ranking (TM_N6) 0,770%* 0,467 -0,176 0,467 0,467 1,000

*p<0,05

W tabeli 1.14 zostaly zestawione trzy najlepsze warianty decyzyjne oraz trzy
najgorsze, jakie otrzymano, stosujac algorytm TOPSIS i TOPSIS-M z normaliza-
cjami N1-N6.

Z zestawienia w tabeli 1.14 wynika, ze procedura TOPSIS z formufami normaliza-
cyjnymi N1, N3 i N5 wskazata wariant A, jako najlepszy, za$ z N2, N4 i N6 — wariant
A,. W przypadku drugiego w kolejnosci miejsca, w rankingach otrzymanych z wyko-
rzystaniem metod N1-N5, warianty te zamienily sie¢ miejscami. Jedynie w rankingu
uzyskanym metoda TOPSIS z normalizacja N6 druga pozycje przyjal wariant A,,
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ktory w przypadku pozostatych pieciu metod (T_N1-T_N5) zajat ostatnig lokate.
Algorytm TOPSIS-M z piecioma metodami normalizacyjnymi (N1-N4 i N6) wylo-
nif wariant A jako najlepszy. W czterech rankingach TM_NI1-TM_N4 pozycje druga
zajat wariant A,. W rankingach TM_N2-TM_N4 wariant A, zostal wskazany jako
najgorszy. Najwigksze réznice w poréwnaniu z innymi rankingami mozemy zaob-
serwowac przy zastosowanej normalizacji logarytmicznej (N6).

TABELA 1.14. Zestawienie trzech najlepszych i dwdch najgorszych wariantéw decyzyjnych

TOPSIS TOPSIS-M
Lokata

N1 N2 N3 N4 N5 N6 N1 N2 N3 N4 N5 N6
1 A, | AL A L A A A A A A A A | A
2 A, A, A, A, A, A, A, A, A, A, A, A,
3 A9 A10 A7 A1 A9 A7 AS A1 A9 A1 A1 AB
8 A, A, A, A A, A, A, A, A, A, A,
9 A5 AS A4 AZ AS AZ A4 A1[] A1 A10 A7 A9
10 A8 AB AB AS AB AA A10 A8 AB AS A1[] AZ

Ostatnim etapem analizy byta proba wylonienia metody najbardziej dopasowanej
do zastosowania algorytméw TOPSIS i TOPSIS-M. W wyniku zastosowanej proce-
dury przedstawionej w podrozdziale 2, otrzymano wartosci wspotczynnikéw podo-
bienistwa g, ktdre zostaly zestawione w tabeli 1.15.

TABELA 1.15. Warto$ci wspotczynnikow podobienstwa p,, dla TOPSIS i TOPSIS-M z normali-
zacjami N1-N6

TOPSIS TOPSIS-M
N1 | N2 | N3 | N4 | N5 | N6 N1 | N2 | N3 | N4 | N5 | N6
N1 1 (068]088)05 | 1 (032{069| 1 |076]036]0,76|0,72 0,68 | 0,66
N2 (068| 1 |064|068(068|032|060(076( 1 |05 | 1 |076]0,56]0,73
N3 | 088|064 1 06 |088|044)069]036(056| 1 |056]|044]0,24]043
N4 | 0,56 | 0,68 [ 0,6 1 [056|05|068 (076 1 |05 | 1 |076]0,56]0,73
N5 1 (068)088)05 | 1 (032]058|072|076(044|076| 1 |0,48 (0,63
N6 | 032]032(044]|056|032| 1 |022]|068|056]|024]|056(048| 1 |0,50

Wartosci miary u, wskazujg metody normalizacji N1 i N3 jako najbardziej
rekomendowane przy algorytmie TOPSIS z odlegloscia euklidesowa. Zatem alterna-
tywa dla normalizacji wektorowej stosowanej w klasycznej procedurze TOPSIS moze
by¢ normalizacja liniowa oparta na max typu 2. W rozwazanym przyktadzie naj-
mniej zalecana jest normalizacja logarytmiczna (N6), dla ktérej miara podobienstwa
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wynosi jedynie 0,22. Natomiast w przypadku algorytmu TOPSIS-M najbardziej
rekomendowanymi metodami normalizacji s3 N2 (liniowa oparta na max typu 1)
oraz N4 (liniowa oparta na max-min), natomiast najmniej zalecang jest metoda N3
(liniowa oparta na max typu 2).

Podsumowanie

Normalizacja ocen wariantéw decyzyjnych jest kluczowa czgécig procesu decyzyjnego,
poniewaz dzigki niej warto$ci kryteriéw sa wyrazane na wspdlnej skali i moga by¢
poréwnywane. Waznym etapem jest takze wybdr sposobu pomiaru odleglosci mie-
dzy wariantami decyzyjnymi. Jednak w wigkszosci prac, w ktorych do badania wyko-
rzystuje si¢ algorytm TOPSIS brakuje uzasadnienia wyboru techniki normalizacyjnej
oraz pomiaru odlegtosci, a otrzymane wyniki rankingu traktowane sg jako ostateczne.

Niniejsza praca wpisuje si¢ w dyskusj¢ poswigcong wptywowi wyboru techniki
normalizacyjnej [7, 8, 10, 29] oraz sposobu pomiaru odleglosci [48] na koricowy ran-
king otrzymany metoda TOPSIS. W pracy zostaly uwzglednione te dwa aspekty jed-
noczes$nie. Przeprowadzone badanie potwierdza wplyw szesciu dobrze znanych metod
normalizacji na ranking koncowy uzyskany algorytmem TOPSIS z dwiema miarami
odleglosci — metryka euklidesowa oraz metryka Mahalanobisa.

O skali problemu $§wiadczy fakt, ze w badaniu zaobserwowano réznice, nawet
o$miu w przypadku TOPSIS z odlegtoscig euklidesowq i siedmiu w przypadku TOPSIS
z odleglosciag Mahalanobisa, pozycji w rankingach w sytuacji oceny dziesieciu warian-
tow decyzyjnych. Przykladowo, wariant decyzyjny A8 w rankingu uzyskanym metoda
TOPSIS z odlegtoscig euklidesowq i procedurg normalizacyjng N6 zajal pozycje druga,
a w przypadku pozostalych procedur normalizacyjnych (N1-N5) - pozycje ostatnig
(dziesigtg).

Poréwnanie wynikow na przyktadzie obliczeniowym wskazuje na brak stabilno$ci
rankingéw uzyskanych przy uzyciu réznych technik normalizacyjnych, ale jednoczes-
nie pozwala na sformutowanie pewnych rekomendacji odnoszacych si¢ do najlepszej
procedury normalizacji w przypadku zastosowanych metod TOPSIS oraz TOPSIS-M.
W przypadku metody TOPSIS rekomendowanymi metodami normalizacji okazaly
sie by¢ metoda wektorowa oraz liniowa oparta na max typu 2, a dla TOPSIS-M naj-
lepszymi byly metody: liniowa oparta na max typu 1 oraz liniowa oparta na max-min.
Wykonane obliczenia pokazujg, Ze nie ma metody uniwersalnej. Poréwnujac otrzy-
mane wyniki tej pracy z rezultatami badan innych autoréw mozna jednak zauwa-
zy¢ pewne wspolne wnioski. W pracach [7, 8, 10, 29] dla algorytmu TOPSIS réwniez
rekomendowana byla normalizacja wektorowa, a w [29] normalizacja logarytmiczna
wskazywana byla jako najgorsza.

Warto jednak zwroci¢ uwage, ze w duzej mierze wplyw techniki normalizacyj-
nej na koncowy ranking wariantéw decyzyjnych zalezy od wyjsciowego zestawu
danych (rodzaju danych, liczby i warto$ci kryteriow, liczby wariantéw decyzyjnych),
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jak réwniez stosowanej metody wielokryterialnej. Oznacza to, ze w kazdej konkret-
nej sytuacji badawczej mozna uzyskac inne rekomendacje. Z tego tez powodu bada-
nie wplywu procedur normalizacyjnych z uwzglednieniem réznych zestawéw danych,
jak rowniez innych metod wielokryterialnych powinno by¢ kontynuowane.
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Abstract

The impact of the selection of criteria normalization techniques on the stability of rank-
ings obtained using the TOPSIS algorithm

The multicriteria decision analysis’ methods provide many algorithms, which
can be used to solve ordering problems and to classify considered alternatives.
One of the most often applied methods is TOPSIS algorithm (Technique for Order
Preference by Similarity to Ideal Solution), in which ranking of alternatives is cre-
ated on the basis of their distance from ideal and anti-ideal alternatives solutions.
The variant which is considered as the best is the one which has the smallest dis-
tance from ideal solution and at the same time the biggest from anti-ideal one. This
procedure requires applying data normalization technique, which aims to present
the criteria values on common scale allowing their comparability.

Because of various normalization techniques existing in literature of subject,
it is a challenge to choose the proper one which will fit the structure of decision-
making problem. This problem is especially important as only one method with-
out justification of its choice is often used. The main aim of this chapter will be per-
forming evaluation of the stability of rankings obtained using the TOPSIS method
with various normalization techniques. Additionally, the influence of two methods
of measuring distance (Euclidean distance and Mahalanobis distance) on the global
assessment and the ranking of alternatives will be studied.

Keywords: decision problem, multi-criteria methods, normalization, TOPSIS, rank-
ings stability, Euclidean distance, Mahalanobis distance
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Rozdziat 2

Problem generowania optymalnej trasy
bezzatogowego statku powietrznego
stosowanego do detekcji obiektow
niebezpiecznych w systemach autonomicznej
nawigacji morskiej

Jolanta Koszelew
Wydziat Informatyki, Politechnika Biatostocka

Streszczenie: Rozwazany w pracy problem zostal zdefiniowany i rozwigzany
w ramach projektu badawczo-rozwojowego o akronimie AVAL [1], dotyczacego
systemu autonomicznej nawigacji morskiej wspomaganej przez analiz¢ obrazu
rejestrowanego przez bezzalogowe statki powietrzne (BSP). Dron wykorzystywany
w systemie AVAL, bedacy na wyposazeniu statku morskiego, realizuje autonomiczna
misje zgodnie z wygenerowang trasg. Celem misji BSP jest wykonanie rejestracji
video obiektéw niebezpiecznych. Obraz zarejestrowany w czasie misji umozliwia
detekgje, identyfikacje i geolokalizacje obiektéw niebezpiecznych, ktdre sg trudno
wykrywalne albo w ogéle niewykrywalne przez standardowe urzadzenia nawiga-
cyjne, takie jak radar czy AIS (Automatic Identification System). Problem gener-
owania optymalnej trasy BSP w kontekscie opisanego zastosowania jest oryginalng
odmiang Orienteering Problem (OP) w wersji, ktora nie zostata dotad zdefinio-
wana w literaturze. W ramach pracy przedstawiono definicje problemu oraz wyniki
dziatania algorytmu heurystycznego opracowanego w wyniku projektu. Ze wzgledu
na koniecznos¢ zachowania poufnoséci w zakresie wynikéw projektu B+R, w ramach
ktérego rozwigzanie powstalo, nie jest mozliwe przedstawienie pseudokodu prob-
lemu ani szczegétéw implementacyjnych algorytmu.

Stowa kluczowe: bezzalogowy statek powietrzny, autonomiczna nawigacja mor-
ska, optymalna trasa lotu, Orienteering Problem

Wprowadzenie

Autonomia pojazdéw, w tym wodnych, to jeden z najsilniejszych trendéw rozwoju
innowacyjnych technologii XXI wieku. Od kilku lat, na calym $wiecie, realizowanych
jest wiele projektéw B+R, majacych na celu podniesienie poziomu autonomicznosci
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statkéw morskich [2]. Jednym z najbardziej istotnych elementéw autonomicznych
systemow statkowych jest obserwacja wizyjna, prowadzona aktualnie przez czto-
wieka (nawigatora pelnigcego wachte na statku). W celu zwiekszenia autonomicz-
nosci pojazdéw praca czlowieka bedzie stopniowo zastgpowana obserwacja zdalna,
aby ostatecznie pozosta¢ w pelni autonomiczna. Oczy nawigatora zastgpione maja by¢
m.in. obserwacja w obszarze potencjalnego zagrozenia (definiowanego obecnie jako
wystepujacego w odleglosci okoto 8 Mm na podstawie migdzynarodowych przepi-
s6w prawa drogi morskiej - MPDM [3]) Ponadto, oprdcz obserwacji wizyjnej, reak-
cja nawigatora na zauwazone w polu widzenia niebezpieczenistwa bedzie zastagpiona
w technologii statkéw autonomicznych automatyczng detekcja, klasyfikacja i geo-
lokalizacja wykrytych w obrazie obiektdw, zwlaszcza w sytuacji gdy zdalny dostep
do systemu sterowania statkiem bedzie niepewny lub utracony. Prognozowany har-
monogram wprowadzania poszczegdlnych poziomdéw autonomicznosci statkéw mor-
skich, z ktérego wynikaja najwazniejsze wyzwania badawcze technologii o okresie
nastepnych 15 lat przedstawiono na rysunku 2.1.

ALO AL1 AL?2 AL3 AL 4 AL5 ALG6
© % @ @
reczne sterowanie wspieranie sterowanie pod nadzorem cztowieka, petna
przez operatora decyzji operatora obecnego ktéry monitoruje dziatania systemu autonomia
obecnego na poktadzie ona poktadzie lub na ladzie i moze interweniowaé

wspieranie sterowanie pod nadzorem cztowieka, monitorowana autonomia
decyzji operatora ktéry monitoruje i aprobuje - decyzje podejmuje system
obecnego na poktadzie dziatania systemu

Statki bezzatogowe najprawdopodobniej zaczng od lokalnych aplikacji

zdalnie sterowany statek zatogowy: zdalnie sterowany, zdalnie sterowany, zdalnie sterowany,
zredukowana zatoga ze zdalnym bezzatogowy bezzatogowy autonomiczny
wsparciem i obstugg niektérych funkcji  statek przybrzezny  statek petnomorski statek oceaniczny

RYSUNEK 2.1. Prognozowany harmonogram wprowadzania autonomicznej nawigacji morskiej [4]

Jednym z projektéw zwigzanych z autonomicznym statkiem jest AVAL
(Autonomous Vessel with an Air Look), ktory zaklada wykorzystanie dwoch typoéw
bezzalogowych statkéw powietrznych (BSP) do wykrycia niebezpieczenstw na morzu
(rysunek 2.2). Pierwszy typ to $miglowiec wielowirnikowy na uwiezi (zasilany prze-
wodowo), unoszacy sie stale nad pokladem statku na wysokos$ci do 50 m, ktory stuzy
do ciaglej obserwacji wizyjnej (dzigki zainstalowanym kamerom), detekcji, klasyfikacji
i geolokalizacji obiektéw w odleglosci do 3 Mm od statku. System wizyjny wielowir-
nikowca jest w stanie wykonac¢ detekcje obiektow znajdujacych sie nawet w odlegto-
$ci do 8 Mm, jednak w zakresie powyzej 3 Mm, klasyfikacja i geolokalizacja nie jest
mozliwa, ze wzgledu chociazby na rozdzielczo$¢ obrazu.
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SYSTEM PRZETWARZANIA OBRAZU

Bezzatogowy Statek Powietrzny

do obserwacji szczegbtowej — $migtowiec wielowirnikowy

g1 do obserwacji ciagtej

O O O obiekty rozpoznane w trakcie obserwacji ciagtej
@ obiekt rozpoznany w trakcie obserwacji szczegétowej
® obiekt rozpoznany przez urzadzenia nawigacyjne

RYSUNEK 2.2. Dwa typy BSP stosowane w technologii AVAL

Przedstawiajac obrazowo sytuacje, wielowirnikowiec jest w stanie wykry¢ obiekty
ale nie jest w stanie stwierdzi¢ jaki jest to typu obiektu - czy jest to np. okret mary-
narki wojennej, jacht, wieloryb, dryfujacy kontener czy gora lodowa (rysunek 2.3).
Dlatego niezbedne jest zastosowanie drugiego drona (typu VTOL - ang. Vertical
Take Off and Landing), ktéry wykonuje misj¢ majaca na celu zblizenie si¢ do obiektow
na odleglo$¢ niezbedng do wykonania poprawnej klasyfikacji obiektéw i potwierdze-
nie parametrow wektora ruchu (predkosc i kurs) obiektow wykrytych przez kamery
wielowirnikowca.

SYSTEM PRZETWARZANIA OBRAZU

Jak to dziata?
WIELOR)(,B T GORA LODOWA
odlegio§9: 0,5Mm odlegto$é: 4,5 Mm
predkos¢: 5 w. . ) predkosc: 0 w.
STATEK JACHT
odlegto$é: 2,3 Mm odlegtosé: 1,2 Mm
predkosc: 4 w. predkosé: 3 w.

RYSUNEK 2.3. Klasyfikacja obiektow przez system wizyjny technologii AVAL
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Uzyskane parametry ruchu sklasyfikowanych obiektéw sg podstawa do podjecia
decyzji przez autonomiczny system nawigacji, ktory generuje bezpieczna trajektorie
antykolizyjng dla statku wlasnego, proponujac jednoczesnie trajektorie innym stat-
kowi/statkom. W sytuacji nadmiernego zblizenia system rozpoczyna autonomiczne
negocjacje ze drugim statkiem. Ma to miejsce w przypadku wymagajacym wykona-
nia manewru ostatniej chwili (gdy obydwa statki, ktére znalazly si¢ w sytuacji koli-
zyjnej musza manewrowac). Komponenty technologii przedstawiono na rysunku 2.4.

ROZWIAZANIE
Bezzatogowy Statek Powietrzny Bezzatogowy Statek Powietrzny
typu $migtowiec wielowirnikowy typu VTOL

automatyczna komunikacja pomiedzy
Bezzatogowymi Statkami Morskimi
700 MHz/2,4 GHz .

SR
N o

Bezzatogowy Bezzatogowy
Statek Morski Statek Morski

Ladowe Centrum Przetwarzania Danych

RYSUNEK 2.4. Komponenty technologii AVAL

Niniejsza praca dotyczy problemu optymalizacji trasy BSP typu VTOL, ktéry
wykonuje misje szczegélowg (rysunek 2.2). Bardzo wazne jest aby, po pierwsze, decy-
zja o wykonaniu misji byta podjeta tylko w sytuacji, gdy ryzyko jej niepowodze-
nia (zbyt dlugi czas trwania misji czy niski wspdtczynnik poprawnosci klasyfikacji
i geolokalizacji) byto mozliwie najnizsze i akceptowalne. Po drugie, zbiér obiektow
uwzglednionych w misji zawierat tylko te obiekty, ktére majg wysoki wspoétczynnik
zagrozenia dla statku.

W kolejnych rozdziatach pracy zostaly opisane: problemy pokrewne do rozwaza-
nego (rozdzial 2.1) opisane w literaturze, specyfikacja problemu misji BSP typu VTOL
(rozdzial 2.2), wyniki realizacji algorytmu planowania misji uzyskane na danych
dwoch rzeczywistych sytuacji kolizyjnych (rozdziat 2.3). W podsumowaniu zostaty
przedstawiono dalsze kierunki pracy nad rozwigzaniem przedmiotowego problemu.
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2.1. Przeglad literatury

Projektowanie algorytmoéw niezbednych do wykorzystania w procesie realizacji efek-
tywnej misji autonomicznych bezzalogowych statkéw powietrznych BSP jest od 10 lat
preznie rozwijajacym si¢ zagadnieniem badawczym w dziedzinie problemdéw opty-
malizacji wielokryterialne;j.

1.

Problem routingu BSP interesuje wielu naukowcéw ze wzgledu na wysoka aplika-
cyjnos¢ badan w tym obszarze. Bezzalogowe statki powietrzne sg coraz czesciej
stosowane w sytuacjach zagrazajacych zyciu i srodowisku, w wielu dziedzinach
wojskowych i cywilnych. W ponizszym przegladzie literatury uwzglednione
s3 te warianty problemu, ktére nie zawierajg warunkéw pogodowych lotu, a kon-
centruja si¢ na wyborze optymalnej kolejnosci i puli odwiedzanych w trasie
obiektow. Wzigcie pod uwage warunkéw srodowiskowych w wynikowej trasie
jest bowiem oddzielnym zagadnieniem, wykraczajacym poza zakres niniejszej
monografii.

Najczestszym wariantem problemu jest pojedynczy routing BSP, co oznacza,
iz mamy do dyspozycji tylko jeden bezzalogowy statek do realizacji misji [5],
ktory startuje i laduje po realizacji trasy w tym samym punkcie. Celem standar-
dowego pojedynczego routingu jest odwiedzenie kazdego obiektu z danego zbioru,
co najmniej raz, w celu wykonania zalozonej operacji i powrdt do miejsca startu.
Misja nie jest realizowana z zalozenia, jezeli czas jej trwania przekracza czas mak-
symalny zwigzany zazwyczaj z pojemnoscig baterii. Wowczas algorytm stwierdza,
ze $ciezka misji nie istnieje. Problem w tej wersji jest modelowany przy wykorzy-
staniu MILP (Mixed Integer Linear Programming) i rozwigzywany przez algorytm
aproksymacyjny [6]. Inna wersja problemu zaklada, ze obiekty przewidziane
do odwiedzenia w trasie majg okreslone priorytety a algorytm, w sytuacji, kiedy
odwiedzenie wszystkich obiektéw nie jest mozliwe, przy danych ograniczeniach,
wybiera te, dla ktérych suma priorytetéw odwiedzonych obiektéw bedzie naj-
wigksza. Czesto w tej wersji problemu sa uwzglednione parametry dynamiki
drona, a takze ograniczenia zwigzane z zasiggiem i predkoscig BSP [7].

Inny wariant wielokryterialnej trasy pojedynczego BSP jest rozwazany w [8, 9].
W tej pracy jest zdefiniowana wersja problemu, w ktérej BSP odwiedza wszystkie
cele i wraca do punktu startowego misji, wybierajac trase, ktora jest mozliwie
najmniej narazona na detekcje radaru o okreslonym zasiggu i lokalizacji.
Zagadnienie multi-routingu BSP, ktdre jest definiowane przy zalozeniu dostepnosci
wielu dronéw gotowych do inspekeji obiektow, pojawito sie po raz pierwszy w [10],
wowczas w wersji zagadnienia teoretycznego, gdyz nie istnialy wtedy rzeczywi-
ste konstrukcje tzw. roju dronéw. W wersji multi-routing BSP zbidér wszystkich
obiektéw ma by¢ z zalozenia odwiedzony przez zbior drondw, z ktérych kazdy
ma narzucone ograniczenia takie jak maksymalny czas lotu i zasieg. W [11] poja-
wilo sie dodatkowo kryterium minimalizacji ryzyka nieukonczenia misji przez
ktérykolwiek BSP z roju.
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10.

W [12], multi-routing BSP trasy zostal zdefiniowany jako klasyczny problem

VRP (ang. Vehicle Routing Problem) czyli taki, w ktérym na inspekcje danej puli
obiektéw jest wysytana mozliwie najmniejsza liczba BSP, a suma czasu dtugosci
wszystkich tras jest rOwniez minimalna.

W rozwigzaniach przytoczonych wyzej problemdw zostaly zastosowane algorytmy
dokfadne w przypadku malej liczby obiektéw (do 10) oraz aproksymacyjne (heu-
rystyczne) dla liczby obiektéw powyzej kilkunastu.

W pracy [13] zakladana jest dla multi-routing BSP mozliwos$¢ przerw w trasie

z powodu konieczno$ci zasilenia BSP, a funkcjg celu jest odwiedzenie wszystkich

obiektow jak najnizszym kosztem mierzonym diugoscig trasy nie tylko miedzy
obiektami ale réwniez miedzy obiektami i miejscami zasilania drona. Rozwigzanie

zostalo w tej pracy oparte na metodach VNS (ang. Variable Neighborhood Search)

i VND (ang. Variable Neighborhood Descent).

W [13] zostal przedstawiony Min-Max algorytm mréwkowy, ktéry rozwigzuje

taka wersje problemu BSP routing, w ktdrej funkcja celu jest maksymalizacja

liczby odwiedzonych obiektow

W [14] problem planowania misji BSP zostal pierwszy raz zdefiniowany jako

Orienteering Problem w wersji Team czyli w takiej, w ktdrej dostepnych jest kilka

drondéw. Przedstawionym rozwigzaniem byt algorytm mréwkowy.

Nalezy zaznaczy¢ iz nie znaleziono w literaturze specyfikacji dynamicznej wersji

problemu planowania trasy ani w wersji pojedynczego BSP ani dla multi- BSP.
We wszystkich analizowanych zrédliach literaturowych, opisywang wersja prob-
lemu generowania trasy drona byl zbior statycznych obiektéw bedacych celem

obserwacji dokonanej przez BSP.

2.2. Specyfikacja problemu

Problem generowania optymalnej trasy BSP z celem wykonania rejestracji video
obiektow niebezpiecznych dla statku morskiego to nowa, niezdefiniowana dotad
w literaturze odmiana problemu komiwojazera z profitami i ograniczeniami diu-
gosci trasy, znana z literatury pod nazwa Orienteering Problem (OP), [15]. W kla-
sycznej wersji OP dany jest:

Graf pelny z wagami i z wyréznionym wierzchotkiem startowym. Warto$¢ wag

to czas realizacji elementarnego odcinka trasy miedzy wierzchotkami definiujgcymi
krawedz grafu. Warto$¢ wag (czas realizacji elementarnego odcinka trasy miedzy
wierzchotkami grafu) jest staly. Wszystkie wierzchotki grafu majg przypisane stale
wartos$ci priorytetow dla weztéw grafu. Czas catkowity realizacji wynikowej trasy
nie moze przekroczy¢ zadanego ograniczenia. Wierzcholek startowy jest jednoczes-
nie wierzchotkiem konicowym trasy. Rozwigzaniem OP jest trasa, ktora rozpoczyna
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sie w wybranym wierzchotku startowym, ktdrej taczny czas realizacji nie przekracza
zadanego ograniczenia, a trasa wynikowa zawiera wezly, ktérych suma priorytetow
jest mozliwie najwigksza.

W przedmiotowej wersji problemu, ktéry bedziemy nazywali Dynamic
Orienteering Problem (DOP), weztami grafu sg lokalizacje, do ktérych musi dotrze¢
BSP, aby wykonac¢ efektywna rejestracje video pojedynczego obiektu lub grupy obiek-
tow. Bardzo wazne jest to, ze w odréznieniu od zalozen dla OP, lokalizacje wezlow
grafu nie sg stale w czasie i kazdy wezel grafu (Yacznie z weztem startowym, ktéry
jest jednoczesnie weztem koncowym trasy) ma przypisany wektor ruchu. Zmienno$é
polozenia weztéw grafu wynika z faktu przemieszczania si¢ obserwowanych obiek-
tow na morzu, ktére poddane sg obserwacji video przez BSP. Przemieszcza si¢ row-
niez statek morski, z ktérego BSP wystartowal czyli punkt startowy i koncowy trasy.
Wagami krawedzi petnego grafu lokalizacji jest czas lotu BSP miedzy lokalizacjami.
Ograniczenie dlugosci trasy wynika z maksymalnego zasiegu BSP wynikajacego
z pojemnosci akumulatoréw, ktore stanowig zasilanie drona. Priorytety weztéw
$3 wyznaczane przez system nawigacyjny i zaleza od poziomu ryzyka kolizji z danym
obiektem lub podzbiorem obiektéw. Na rysunku 2.5 zostala zaprezentowana przy-
ktadowa, pogladowa sytuacja rozmieszczenia obiektéw potencjalnie niebezpiecz-
nych dla statku. Zostaly réwniez zaznaczone pozycje wyjsciowe statku i BSP. Zaktada
sie dla uproszczenia, ze kursy i predkosci obiektow obserwowanych, drona i statku
sg state. Zaklada si¢ takze, ze znane sg wektory ruchu obiektéw i priorytety wynika-
jace z ryzyka kolizji statku z tymi obiektami. Obiekty oraz ich wektory ruchu zostaty
wykryte przez system wizyjny zainstalowany na dronie na uwiezi. Wektory ruchu
i lokalizacje obiektow zostaly réwniez przestane do systemu nawigacyjnego. Z kolei,
system nawigacyjny wyznaczyl, na podstawie danych wizyjnych oraz danych ze stan-
dardowych urzadzen nawigacyjnych, takich jak AIS i radar, priorytety obserwacji
obiektow. Priorytety zaleza od ryzyka kolizji z obiektem.

Sytuacja przedstawiona na rysunku 2.5 w praktyce morskiej moze zdarzy¢ si¢ nie-
zwykle rzadko. Dwanascie statkéw, ktdre maja zbiezne kursy na niewielkim obsza-
rze to jednak prawdopodobny uklad, ktéry musi by¢ uwzgledniony w rozwigzaniu.

Wynikiem rozwigzania problemu DOP jest podzbidr obiektéw wybranych
do obserwacji przez BSP typu (gdyby obserwacja wszystkich obiektéw nie byla mozliwa
ze wzgledu na ograniczenia) oraz kolejno$¢ odwiedzania tych obiektow. Wynikowa
trasa ma spelnia¢ kryterium ograniczenia jakim jest czas realizacji trasy i osiagna¢
wynik w postaci najwigkszej sumy priorytetéw obiektéw wybranych do trasy.

Dokladna specyfikacja problemu przedstawia si¢ nastepujaco.

Dane wejsciowe:
e Zbiér Ofo,, 0,, ..., 0,} obiektéw niebezpiecznych dla statku wtasnego W. Kazdy

z obiektéw o0, ma znany wektor ruchu, znang stala predkosc v, i priorytet p,.

e Trajektoria t statku wtasnego W. Trajektoria to ciag wektoréw ruchu statku wias-
nego, na podstawie ktérej mozna wyznaczy¢ lokalizacje W w dowolnej chwili czasu.

Zakladamy, ze predkos¢ W wynosi v, i jest stala w trakcie realizacji trasy BSP.
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Max - maksymalny czas lotu BSP, ktdry jest jednocze$nie maksymalnym czasem
realizacji trasy.
V - predkos¢ lotu BSP.

N e

G(12)

\ E(10)

C(6) F(8)

\

D(4)

RYSUNEK 2.5. Przyktad uktadu statkéw i obiektéw niebezpiecznych dla statku, oznaczonych lite-
ramiod Ado H

Dane wynikowe:

Trasa R BSP, zdefiniowana jako ciagg obiektow ze zbioru O, ktérych suma priory-
tetow jest mozliwie najwieksza. Trase R rozpoczyna punkt startowy, w ktérym
BSP rozpoczyna misje , startujac z ladowiska statku wlasnego i punkt koncowy
W, w ktérym BSP laduje na statku, po zakonczeniu misji. Czas realizacji (czas
lotu BSP) nie moze przekroczy¢ Max.

Zalozenia:
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Odleglos¢ BSP od obiektu, ktdry jest obserwowany jest pomijana i wynosi 0.
Czas rejestracji video jest pomijany i wynosi 0.

Predkos¢ W jest stata.

Wektory ruchu obiektéw ze zbioru O sg niezmienne w czasie.

Czas startu i ladowania BSP jest pomijany i nie zmniejsza ograniczenia Max.
Punkty trasy R maja lokalizacje, ktére wynikaja z wektoréw ruchu obiektéw zbioru
O oraz punktu startowego i konncowego W.



Laczny profit trasy R jest sumg priorytetow obiektow ze zbioru O, dla ktérych
moze by¢ wykonana efektywna rejestracja video wszystkich obiektéw wybra-
nych do trasy R. Efektywna rejestracja video zapewnia mozliwos¢ klasyfikacji
obiektu niebezpiecznego oraz ustalenie jego wektora ruchu z btedem nie wigk-
szym niz 20%.
Priorytety obiektéw niebezpiecznych sg ustalane przez system nawigacyjny i maja
warto$ci odwrotnie proporcjonalne do warto$ci wspétczynnika ryzyka kolizji,
ktéry moze by¢ wyznaczamy dowolng metoda [16] niezalezng od algorytmu roz-

wigzujacego DOP.

RYSUNEK 2.6. Wynikowa trasa R dla danych wejsciowych z Rys. 5. Trajektoria ztozona punkéw
I-VIII daje mozliwos¢ efektywnej rejestracji wizyjnej wszystkich obiektow od A do H, przy czym
punkt Il trasy zapewnia efektywna rejestracje obiektéw E i F a punkt V - obiektéw C i B

Na schemacie 2.1 zostaly zawarte gléwne etapy wykrywania obiektéw niebez-
piecznych przy wykorzystaniu wielowirnikowca i ptatowca. Projekt AVAL jest aktu-
alnie na etapie komercjalizacji wynikéw. Poszczegélne elementy technologii AVAL:
system autonomicznej nawigacji morskiej, system wizyjny oraz konstrukcje dronéow
morskich zostaly przetestowane w warunkach laboratoryjnych, quasirzeczywistych

i rzeczywistych [17].
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START

Zbior obiektéw wykrytych przez system
ciagtej obserwacji wizyjnej wielowirnikowca

|

Zbiér O oraz parametr Max, punkt startowy
i koficowy statku wtasnego W
wyznaczony przez system nawigacyjny

Algorytm rozwigzujacy
problem DOP

Decyzja systemy nawigacyjnego
o wykonaniu wynikowej trasy R
wyznaczonej przez algorytm rozwiazujacy problem DOP

|

Misja ptatowca typy VTOL
wg punktéw trasy R

KONIEC

SCHEMAT 2.1. Etapy procesu wykrywania obiektéw niebezpiecznych dla statkéw morskich przez
system wizyjny zamontowany na BSP wykorzystywanych w projekcie AVAL

Ze wzgledu na koniecznos$¢ ochrony wlasnosci intelektualnej, ktéra w obszarze
algorytmow jest w praktyce niepatentowalna, w niniejszej pracy zostang przedsta-
wione jedynie wyniki testoéw algorytmu rozwiazujacego problem DOP (rozdzial 3).

2.3. Wyniki testdw algorytmu w warunkach rzeczywistych

Testy algorytmu rozwiazujacego problem DOP zostaly przeprowadzone w warun-
kach laboratoryjnych oraz quasi - rzeczywistych, na danych historycznych pocho-
dzacych z rejsu promem Wolin, w czasie ktérego testowana byta komunikacja mie-
dzy statkami autonomicznymi.
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Warunki laboratoryjne testow polegaly na ustaleniu wszystkich danych wejscio-
wych, ktdre maja niezerowe prawdopodobienstwo wystapienia na morzu, w sytuacjach
zagrozenia kolizjg. Na rysunku 2.7 zostal przedstawiony przykladowy uklad wyniku
symulacji 20 statkow, ktory zawiera liczne sytuacje kolizyjne. Zalozono w czasie testu,
ze wszystkie obiekty nalezg do zbioru obiektéw wymagajacych obserwacji O. Zalozono
réwniez, ze statkiem wlasnym jest statek B a priorytety obiektéw zbioru O zostaly
wyznaczone wg algorytmu zaprezentowanego w [18], ktory w pierwszej kolejnosci
uwzglednia warto$¢ CPA a w drugiej TCPA wzgledem statku wlasnego. Natomiast
Max wynosi 8 minut a predkos$¢ BSP — V wynosi 120 km/h.

Na rysunku 2.7 widoczne s3 wynikowe trajektorie antykolizyjne statkéw z uktadu
$wiadczace o tym, ze rozwigzanie wszystkich sytuacji jest mozliwe, o ile wszystkie
obiektu beda na czas wykryte i okreslone co do lokalizacji i wektora predkosci.
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RYSUNEK 2.7. Uktad 20 statkéw w sytuacji kolizyjnej

W tabeli 2.1 zostaly umieszczone dane wejsciowe i wynikowe ukfadu z rysunku 2.7.
Przedstawiona sytuacja jest przykladem bardzo duzego zageszczenia ruchu statkow
morskich np. w ci$nienie. Charakterystyczne s3 mate odleglosci miedzy jednostkami.
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TABELA 2.1. Dane wejsciowe i wynikowe laboratoryjne dla sytuacji z rysunku 2.7

Statek (x,yw:ul(rts?;):gflzgs’é) Priorytet Pozycja w trasie R
A (0,0,000,5) 1 8
B=W (0, 12000, 180, 5) - 1=9
c (3000, 3000, 270, 5) 2 0
D (0,-3000, 000, 10) 3 0
E (6000, 6000, 270, 5) 15 4
F (6000, 6000, 270, 5) 4 0
G (6000, 9000, 270, 5) 17 2
H (6000, 8000, 270, 5) 16 3
| (0,0,9000, 270, 5) 14 0
J (0,8000, 270, 5) 13 0
K (3000, 9000, 270, 5) 5
L (2000, 9000, 270, 5) 0
M (1000, 9000, 270, 5) 7 7
N (1000, 120000, 270, 10) 1 0
0 (3000, 9000, 270, 5) 12 0
P (0,-3000, 000, 10) 9 0
Q (5000, -3000, 315, 5) 20 0
R (7000, -3000, 315, 5) 5 0
S (9000, -3000, 315, 5) 19 6
T (-6000,-3000, 090, 10_ 10 0

Wartos$¢ 0 jako pozycja w trasie R oznacza, ze obiekt nie nalezy do wynikowe;j
trasy, gdyz jego dodanie spowodowatoby przekroczenie limitu czasu realizacji lotu.

RYSUNEK 2.8. Przyktadowe rzeczywiste dane testowe pochodzace z systemu NAVDEC [18, 19].
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W tabeli 2.2 zostaly umieszczone dane wejsciowe i wynikowe ukfadu z rysunku 2.8.
Zalozono, ze statkiem wlasnym W jest Wolin, maksymalny czas misji BSP wynosi
Max = 10 minut a predkos$¢ V=130 km/h. W tym przypadku priorytety wynikaja
wprost z przepisow MPDM oraz warto$ci CPA. Przedstawiona sytuacja jest charak-
terystyczna dla sytuacji kolizyjnych na wodach otwartych: jednostek jest niewiele
i s3 od siebie rozmieszczone stosunkowo daleko. Z jednej strony daje to mozliwo$¢
realizacji misji z malg liczba obserwowanych obiektow, ale z drugiej misja ma duza
dlugosc¢.

TABELA 2.2. Dane wejsciowe i wynikowe algorytmu rozwigzujgcego problem DOP

Wektor ruchu Pozycja
Statek (x(latitude), y(and longitude), Priorytet w trasie
kurs (COG), predkos¢ (kn)) wynikowej R
ZIEMIA CIESZYNSKA (54°58' 68"N, 013°36' 79"E, 252, 11.3) 3 3
SEAGARD (54°58'20"N, 013°32' 42"E, 154, 248, 17.2) 4 2
OAKBAY (54°54'76"N, 013° 21' 09"E, 239, 9.7) 1 0
SUSANNE (54°57' 89"N, 013° 35’ 02"E, 253, 8.2) 5 5
VALTAMED (54°57'33"N, 013° 35’ 64"E, 251, 10.6) 2 4
WOLIN = W (54°53' 11"N, 013° 25’ 14"E, 341, 11.3) - 1=6

We wszystkich testach laboratoryjnych oraz przeprowadzonych na danych pozy-
skanych w warunkach quasi-rzeczywistych wynikowa trasa byla mozliwa do reali-
zacji ze wzgledu na ograniczenia zwigzane z czasem trwania misji oraz czasem rea-
lizacji samego algorytmu, ktéry nie przekroczyt 10 sekund.

Podsumowanie

Najwigkszym wyzwaniem dla przedstawionego algorytmu jest fakt, ze punkt startu
BSP nie jest jednocze$nie punktem konca jego trasy tak jak opisano to w wyzej cyto-
wanej literaturze. Jest to rowniez najwieksze osiagniecie badawcze. Jednoczesnie
nalezy zwrdci¢ uwagg, ze przyjete zalozenie o zachowaniu obecnych kurséw i pred-
kosci, znacznie ulatwia rozwigzanie problemu. Dlatego w ramach kolejnych badan
zostang opracowane algorytmy, ktére uwzgledniag zmieniajace si¢ parametry ruchu
jednostek na akwenie, a w dalszej przyszlosci réwniez predykcje ich ruchu.

Obecne badania maja na celu wykorzystanie faktu iz punkt koncowy trasy (sta-
tek wlasny) zbliza si¢ do innych obiektow niebezpiecznych. Daje to w efekcie rela-
tywne zwigkszenie zasiggu BSP. Teoretycznie jako ostatni obiekt do obserwacji mozna
by wybra¢ statek, ktérego odleglos$¢ miniecia ze statkiem wlasnym wynosi 0 Mm.
Wtedy nijako BSP zostanie ,,przywieziony” do punktu koncowego. Jednakze to roz-
wigzanie nie jest akceptowalne z punktu widzenia unikania kolizji. Nie eliminuje
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to mozliwo$ci wykorzystania zblizania si¢ obiektéw, do optymalizacji trasy. Mozna
przy tym wzig¢ pod uwage przepisy MPDM. Przyjmujac wysoki poziom uogélnienia,
statki obce znajdujace si¢ z prawej burty statku wlasnego, maja pierwszenstwo drogi.
Innymi stowy, statek wlasny powinien im ustapi¢ z drogi, a obcy powinien zacho-
wac parametry ruchu. W sytuacji, gdy z lewej burty statku wlasnego sg inne statki,
to wlasnie one powinny podja¢ manewr w celu unikniecia kolizji. Tak jak wspo-
mniano jest to duze uogoélnienie. Przepisy MPDM sg bardziej skomplikowanie.
W celu ich automatycznej interpretacji, mozna wykorzysta¢ np. system NAVDEC.
Natomiast uogélnienie stuzylo w tym kontekscie do zobrazowania potencjalnych
rozwigzan i algorytmow, ktére mozna by zastosowaé w celu optymalizacji trasy.
Wydaje sie, ze najpierw nalezatoby ,odwiedzi¢” obiekty znajdujace si¢ z lewej burty
statku wlasnego. Potem (zgodnie z przepisami w odleglosci pomiedzy 8, a 3 Mm)
zmienig one parametry ruchu, co moze utrudni¢ dotarcie do nich, czy tez nad-
miernie wydluzy¢ trase. Nalezy pamietac, ze obiekty te nie posiadaja transpondera
AIS, s trudno wykrywalne dla radaru, wiec ich biezace monitorowanie jest bardzo
utrudnione. Po obserwacji obiektow lewej burty, mozna weryfikowa¢ obiekty w pra-
wej burty, ktore dtuzej zachowajg parametry swojego ruchu, gdyz sa zobligowane
do tego przez przepisy MPDM. Jednakze, aby nadmiernie nie nadwyreza¢ cierpli-
wosci jednostek zobowigzanych do zachowania swojego kursu i predkosci, wypa-
daloby podja¢ manewr unikniecia kolizji najpdzniej w odleglosci 3-4 Mm. W ten
sposob, nijako od konca, mozna by planowac trase BSP.

W kolejnych podejsciach zostang réwniez uwzglednione relacje miedzy statkami
obcymi. Moga one rozpoczaé manewry unikniecia kolizji, ktére nie sg zwigzane
ze statkiem wlasnym, co dodatkowo komplikuje planowanie trasy BSP.

Opracowany w ramach projektu badawczego i przedstawiony powyzej algorytm
to pierwszy krok w kierunku pelnego rozwigzania problemu planowania trasy BSP
wspolpracujacego z autonomiczng jednostka nawodng - MASS (Maritime Autonomous
Surface Ship). MASS jest obecnie gléwnym tematem obrad Komitetu Bezpieczenstwa
Morskiego Miedzynarodowej Organizacji Morskiej (Maritime Safety Commitee
(MSC) of International Maritime Organization (IMO)). W $wietle przedstawionej
na rysunku 2.1 perspektywy wprowadzenia zdalnie sterowanych, a ostatecznie auto-
nomicznych jednostek, wlasciwym pytaniem jest nie czy, ale kiedy oko nawigatora
na statku zostanie zastapione okiem kamery? Dlatego tak wazne jest rozwigzanie
problemu planowania trasy, aby w momencie, gdy IMO powie ,,tak” autonomicznym
jednostkom, mie¢ gotowe propozycje produktow.
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Abstract

The problem of UAV optimal route generation used for dangerous objects detection
in autonomous maritime navigation systems

The problem which is considered in the paper was defined and resolved as part
of the AVAL R&D project [1], concerning the autonomous maritime navigation
system supported by the image analyzes recorded by UAV vison system. The UAV
used in the AVAL system will be an equipment of autonomous vessel. The UAV will
perform an autonomous mission to execute video registration of dangerous objects.
The image registered during the mission allows detection, identification and geoloca-
tion of hazardous objects, which are difficult to detect or not incompatible by stand-
ard navigation devices, such as radar or AIS (Automatic Identification System).
The problem the UAV optimal route generation in the context of the described
application is an original orienteering problem (OP) in a version that has not been
defined in the literature yet. As part of the work, the definition of the problem
and the results of the heuristic algorithm developed as a result of the project are
presented. Due to the need to maintain confidentiality in the scope of the results
of the R & D project, in which the solution was created, it is not possible to present
a pseud-code of the solution or detail description.

Keywords: UAV, autonomous maritime navigation, optimal video registration
route, orienteering problem.
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Rozdziat 3
Inzynieria wiedzy w konstruowaniu model
sieci bayesowskich w medycynie

Agnieszka Onisko
Wydziat Informatyki, Politechnika Biatostocka

Streszczenie: Modele sieci bayesowskich znalazty zastosowania zaréwno
w medycznym diagnozowaniu, jak i prognozowaniu. Inzynieria wiedzy w budow-
aniu modeli sieci bayesowskich sprowadza si¢ migdzy innymi do pozyskiwania
wiedzy w danej dziedzinie, transformacji tej wiedzy do acyklicznego grafu ski-
erowanego oraz wyznaczania warunkowych rozkladéw prawdopodobienstwa.
Zrédlem wiedzy moze by¢ opinia eksperta, badz tez dane medyczne. Wazna role
odgrywa w tym procesie inzynier wiedzy, ktéry powinien opanowa¢ techniki
pozyskiwania wiedzy od eksperta, rozumie¢ modelowana dziedzine, posiada¢
umiejetnosci przetwarzania danych medycznych, réwniez w sytuacji, gdy sg one
niekompletne. Pomimo, Ze istnieja metody automatycznego wyznaczania struktury
i parametréw numerycznych modeli sieci bayesowskich, w przypadku medycyny
trudno jest zbudowa¢ model bez pomocy eksperta oraz inzyniera wiedzy, ktéry
ma wglad w modelowang dziedzine. Wiekszoé¢ inzynieréw wiedzy uwaza, ze sieci
bayesowskie nie s czule na dokladno$¢ ich parametréw numerycznych i znacznie
wazniejsza jest ich struktura graficzna. W niniejszym rozdziale przedstawiono
wyniki eksperymentdéw, w ktérych badane byly: (1) wptyw struktury oraz (2) wplyw
dokladnosci parametréw numerycznych na jako$¢ diagnostyczna modeli sieci bayes-
owskich. Opisano réwniez techniki i metody, z ktérych warto korzystaé w trakcie
konstruowania modeli sieci bayesowskich, szczegolnie w kontekscie ich parametréw
numerycznych.

Slowa kluczowe: sieci bayesowskie, inzynieria wiedzy, parametry numeryczne,
czulo$¢

Wprowadzenie

Sieci bayesowskie [1] w ciagu ostatnich trzech dekad staly si¢ popularnym narzedziem
do modelowania trudnych probleméw w warunkach niepewnosci. Modele sieci bay-
esowskich znalazly zastosowania zaréwno w diagnozowaniu, jak i prognozowaniu
medycznym. Sie¢ bayesowska sklada sie z (1) czgdci jakosciowej, ktora jest acyklicznym
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grafem skierowanym modelujacym zmienne losowe i zaleznosci probabilistyczne
miedzy nimi oraz z (2) cze¢sci ilo§ciowej reprezentowanej przez warunkowe rozklady
prawdopodobienstwa.

Inzynieria wiedzy w budowaniu modeli sieci bayesowskich sprowadza si¢ migdzy
innymi do pozyskiwania wiedzy w danej dziedzinie, transformacji tej wiedzy do acy-
klicznego grafu skierowanego oraz wyznaczania warunkowych rozktadéw prawdo-
podobienstwa. Wazna role odgrywa w tym procesie inzynier wiedzy, ktéry powi-
nien opanowac¢ techniki pozyskiwania istotnych informacji od eksperta, rozumiec
modelowang dziedzine, posiada¢ umiejetnosci przetwarzania danych medycznych,
réwniez w sytuacji, gdy sa one niekompletne. Pomimo, ze istnieja metody automa-
tycznego wyznaczania struktury i parametréw numerycznych modeli sieci bayesow-
skich, w przypadku medycyny trudno jest zbudowa¢ model bez pomocy eksperta
oraz inZyniera wiedzy.

Wigkszos¢ inzynieréw wiedzy uwaza, ze sieci bayesowskie nie sg czule na doklad-
nos¢ ich parametréw numerycznych i znacznie wazniejsza jest ich struktura graficzna.
W niniejszym rozdziale przedstawiono wyniki eksperymentéw, w ktérych badane
byly: (1) wpltyw struktury oraz (2) wptyw doktadnos$ci parametréw numerycznych
na jako$¢ diagnostyczng modeli sieci bayesowskich.

Punktem wyjscia w eksperymentach byly modele diagnostyczne sieci bayesow-
skich wyznaczone na podstawie rzeczywistych danych medycznych. W pierwszej
serii eksperymentow stopniowo (a) usuwano i (b) odwracano tuki modelu. Z kolei
w eksperymentach badajacych wplyw doktadnosci parametréw numerycznych stop-
niowo wprowadzano rézne rodzaje szumu (symetryczny, symulujacy zbyt pewnego
siebie i niepewnego siebie eksperta). Nastepnie badano wptyw modyfikacji struk-
tury oraz dokladnosci parametrow numerycznych na jako$¢ diagnostyczng modeli
sieci bayesowskich.

3.1. Badanie czutosci struktury modeli sieci bayesowskich

Czes$¢ jakosciows sieci bayesowskiej stanowi struktura modelu, czyli acykliczny graf
skierowany, ktéry moze by¢ wyznaczany w oparciu o wiedze eksperta lub dostepne
dane. W serii eksperymentoéw, ktére przeprowadzono, badano czuto$¢ struktury
modeli sieci bayesowskich [2, 3]. W badaniach tych sprawdzono, jaki wptyw ma mody-
fikacja struktury graficznej sieci bayesowskich na jako$¢ diagnostyczng modeli
probabilistycznych.

W eksperymentach siegnieto po 6 medycznych modeli diagnostycznych, ktére
stworzono opierajgc si¢ na danych z Irvine Machine Learning Repository [4]. Strukture
graficzng tych modeli poddano systematycznej modyfikacji. W pierwszym z ekspery-
mentow systematycznie usuwano krawedzie modelu, z kolei w drugim eksperymencie
systematycznie odwracano kolejne krawedzie modelu. Po kazdej modyfikacji struktury
grafu sprawdzano jakos$¢ diagnostyczna modelu. Jakos$¢ diagnostyczng zdefiniowano
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jako procent poprawnych odpowiedzi modelu sieci bayesowskiej, tzn. odpowiedz
modelu byta uznawana za poprawng w sytuacji, jesli najbardziej prawdopodobna
diagnoza (jednostka chorobowa z najwyzsza wartoscig prawdopodobienstwa a poste-
riori wyznaczong przez model) byla zgodna z diagnoza zweryfikowana w zbiorze
danych. Do wyznaczenia jako$ci diagnostycznej zastosowano walidacje krzyzowa
typu leave-one-out.

Miara mocy krawedzi w modelu sieci bayesowskiej

W eksperymentach skorzystano z miary mocy krawedzi zaproponowanej przez
Koitera [5]. Miara ta wyznaczana jest na podstawie réznicy pomiedzy brzegowym
prawdopodobienstwem a posteriori wezla, ktory jest dzieckiem a brzegowym praw-
dopodobienstwem réznych stanéw wezta-rodzica. Wyznaczajac odlegtos¢ miedzy
tymi rozktadami skorzystano z odlegltosci euklidesowej oraz odleglosci Hellingera.

Usuwanie krawedzi modelu sieci bayesowskiej

W eksperymencie tym systematycznie byla modyfikowana struktura graficzna modelu
przez usuwanie krawedzi grafu. Eksperyment rozpoczgto od wyznaczenia jakosci diag-
nostycznej modelu oryginalnego, a nastepnie usunigto kolejno 10%, 20%, 30%,..., 90%
oraz 100% krawedzi. Za kazdym razem sprawdzano jakos$¢ diagnostyczng modelu.
Eksperyment ten powtorzono trzy razy zmieniajac za kazdym razem porzadek usuwa-
nia na: (1) rosnacy wzgledem miary mocy krawedzi, tj. zaczynano modyfikacje od kra-
wedzi z najstabszg moca; (2) malejacy wzgledem miary mocy krawedzi, tj. zaczynano
modyfikacje od krawedzi z najwyzsza moca; oraz (3) losowy.
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RYSUNEK 3.1. Jako$é diagnostyczna modelu Lymphography w funkcji procentu usunietych kra-
wedzi

Wyniki eksperymentéw pokazaly, ze systematyczne usuwanie krawedzi grafu pro-
wadzi do pogorszenia jakosci diagnostycznej modelu sieci bayesowskiej. Usuwanie
krawedzi wedlug porzadku malejacego wzgledem miary mocy krawedzi powoduje
szybszy spadek jakos$ci diagnostycznej niz usuwanie wedtug porzadku rosnacego
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wzgledem miary mocy krawedzi. Nalezy zwrdci¢ uwage na fakt, ze nawet po usunigciu
wszystkich krawedzi, jakos¢ diagnostyczna modeli nie ulegla drastycznemu pogor-
szeniu. Ma to zwigzek z faktem, ze jako$¢ diagnostyczna jest determinowana poprzez
powszechno$¢ choroby, ktéra jest najbardziej prawdopodobna. Czyli w sytuacji,
gdy jedna z choréb ma powszechno$¢ 80%, doktadnos$¢ takiego modelu po usunie-
ciu wszystkich krawedzi bedzie réwna 80%.

Wynik eksperymentu usuwania krawedzi dla modelu Lymphography, stworzonego
w oparciu o dane dostepne na stronie repozytorium UCI przedstawia rysunek 3.1 [6].

Odwracanie krawedzi modelu sieci bayesowskiej

W eksperymencie tym systematycznie byla modyfikowana struktura graficzna modelu
przez odwracanie krawedzi grafu. Podobnie, jak w przypadku usuwania krawedzi,
eksperyment rozpoczeto od wyznaczenia jakosci diagnostycznej modelu oryginal-
nego, a nastepnie odwrécono kolejno 10%, 20%, 30%,..., 90% oraz 100% krawedzi.
Ze wzgledu na fakt, ze sie¢ bayesowska jest acyklicznym grafem skierowanym, w nie-
ktdrych sytuacjach nie bylo mozliwe odwrocenie krawedzi. Wéwczas dana krawedz
oczekiwala na sytuacje, w ktdrej to odwrdcenie jej bedzie mozliwe. Eksperyment
ten powtdrzono trzy razy, zmieniajac za kazdym razem porzadek usuwania kra-
wedzi modelu, tj. porzadek: (1) rosnacy wzgledem miary mocy kolejnych krawedzi;
(2) malejacy wzgledem miary mocy kolejnych krawedzi oraz (3) losowy.

Wyniki tych eksperymentéw pokazaly, ze zmiany w strukturze sieci bayesow-
skiej, szczegolnie w przypadku odwracania kierunku krawedzi, nie majg duzego
wplywu na jako$¢ diagnostyczng modelu. Wynik eksperymentu odwracania krawe-
dzi dla modelu Lymphography przedstawia rysunek 3.2.
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RYSUNEK 3.2. Jako$¢ diagnostyczna modelu Lymphography w funkcji procentu odwréconych
krawedzi
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3.2. Badanie czutosci parametrow numerycznych
modeli sieci bayesowskich

Czes¢ ilosciowq sieci bayesowskiej stanowia warunkowe rozklady prawdopodobien-
stwa, ktore moga by¢ wyznaczane albo na bazie wiedzy eksperta albo na podstawie
dostepnych danych. Wyznaczane wartoséci parametréw numerycznych sieci bayesow-
skiej nie sg zazwyczaj warto$ciami doktadnymi. Badanie czutosci parametréw nume-
rycznych sieci bayesowskiej jest istotnym elementem inzynierii wiedzy w konstruo-
waniu tych modeli; szczegélnie w sytuacji, gdy inzynier wiedzy tworzy modele sieci
bayesowskich oparte na wiedzy ekspertow lub gdy parametry numeryczne modeli
s3 estymowane z nielicznych lub niekompletnych zbioréw danych.

W ramach badan przeprowadzono szereg eksperymentow, ktore sprawdzaty czu-
to$¢ parametréw numerycznych modeli sieci bayesowskich. Eksperymenty te sprowa-
dzaly sie do modyfikacji oryginalnych parametréw modelu sieci bayesowskiej poprzez
wprowadzanie szumu, a nastgpnie do badania wptywu tej modyfikacji na jako$¢ diag-
nostyczng modelu [7, 8, 9]. Druga grupa eksperymentéw polegata na badaniu wptywu
zaokraglania parametréw numerycznych modelu sieci bayesowskiej na jej jakos¢ diag-
nostyczng [9, 10]. We wszystkich eksperymentach jakos¢ diagnostyczna byta wyzna-
czana na podstawie walidacji krzyzowej typu leave-one-out.

Szum symetryczny w parametrach numerycznych sieci bayesowskich

Badanie czulosci parametréw numerycznych sieci bayesowskich rozpoczeto od zre-
plikowania eksperymentu Pradhana i in. [11]. Wyniki eksperymentéw przeprowadzo-
nych przez Pradhana i in. pokazaly, ze sieci bayesowskie nie s3 czule na szum wpro-
wadzany do ich parametréw numerycznych. Eksperyment ten byl przeprowadzony
dla sieci CPCS?, a jakos¢ diagnostyczna modelu oparta byla na mierze reprezentu-
jacej $rednie prawdopodobienstwo a posteriori poprawnej diagnozy. Eksperyment
Pradhana i in. powtérzylam dla sieci bayesowskiej Hepar II [12] opierajac jednakze
badania o dwie miary jako$ci diagnostycznej: (1) miare Pradhana, tj. Srednie praw-
dopodobienstwo a posteriori poprawnej diagnozy oraz (2) miare bazujaca na praw-
dopodobienstwie a posteriori konkretnego pacjenta [7].

W eksperymencie, podobnie jak u Pradhana, szum byl modelowany na podsta-
wie rozkladu normalnego z wartosciami standardowego odchylenia o € <0,0, 3,0>.
Do kazdego prawdopodobienstwa wprowadzany byl szum o okreslonej wartosci o,
a nastepnie badana byla jakos¢ diagnostyczna modelu. Eksperyment powtérzyltam
30 razy, za kazdym razem z inng wartoscig o z krokiem réwnym 0,1. Zaskakujacym
wynikiem byt fakt, ze jako$¢ diagnostyczna modelu, zdefiniowana przez Pradhana,
wzrastala wraz ze wzrostem poziomu szumu wprowadzanego do modelu. Fakt ten
mozna zinterpretowac tym, ze szum zwiekszyt powszechnos¢ kazdej z 11 modelowa-
nych choréb, co spowodowalo zwiekszenie $redniego prawdopodobienstwa a posteriori

> Skrét CPCS oznacza Computer-based Patient Case Study [13]
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poprawnej diagnozy. Jednoczes$nie wyniki eksperymentu pokazaly, Ze stosujac inng
miare jakosci diagnostycznej, opartej na prawdopodobienstwie a posteriori konkret-
nego pacjenta, obserwuje si¢ wpltyw szumu parametréw numerycznych na pogorsze-
nie jakosci modelu. W przypadku modelu Hepar II mozna zaobserwowa¢ systema-
tyczne pogarszanie si¢ jakosci diagnostycznej od wartosci o = 0,2. Eksperyment ten
zostal powtérzony dla trzech dodatkowych modeli sieci bayesowskich, ktére stwo-
rzono opierajac si¢ na danych z Irvine Machine Learning Repository [9]. Wyniki
byly spojne z tym, co zostato zaobserwowane dla modelu Hepar II, tj. jakos¢ diag-
nostyczna modelu systematycznie malata wraz z poziomem szumu wprowadzanego
do parametréw numerycznych.

Przeprowadzono réwniez modyfikacje tego eksperymentu, wprowadzajac szum
tylko do wybranych grup zmiennych [7]. Eksperyment ten przeprowadzono opiera-
jac si¢ na modelu Hepar II. Wyrdzniono cztery grupy zmiennych: testy laboratoryjne,
badania przedmiotowe i podmiotowe, zmienne pochodzgce z wywiadu z pacjentem,
oraz zmienne reprezentujace jednostki chorobowe. W kolejnych krokach ekspery-
mentu szum byt wprowadzany tylko do wybranej grupy zmiennych, a nastepnie byla
badana jako$¢ diagnostyczna modelu. Szum byl modelowany na podstawie rozkladu
normalnego z warto$ciami o € <0,0, 3,0> z krokiem o = 1,0. Wyniki tego ekspery-
mentu pokazaly, ze szum wprowadzany do zmiennych reprezentujacych testy labora-
toryjne oraz jednostki chorobowe ma wiekszy wpltyw na pogorszenie jakosci diagno-
stycznej niz szum wprowadzany do zmiennych modelujacych badania przedmiotowe
i podmiotowe oraz zmienne pochodzace z wywiadu z pacjentem.

Szum modelujacy zachowanie eksperta

w parametrach numerycznych sieci bayesowskich

Kolejna seria eksperymentdow, ktore mialy na celu badanie czuto$ci parametréw nume-
rycznych dotyczyla wprowadzania szumu, ktéry modeluje zachowanie eksperta okre-
slajacego parametry numeryczne sieci bayesowskiej, tj. ekspert zbyt pewny siebie
lub ekspert niepewny swoich estymacji [9]. Eksperyment ten zostal przeprowadzony
dla modelu Hepar II oraz dla trzech modeli sieci bayesowskich, ktore stworzono opie-
rajac si¢ na danych z Irvine Machine Learning Repository.

Podobnie jak w przypadku eksperymentu Pradhana i in., szum byl modelowany
na podstawie rozktadu normalnego ze standardowym odchyleniem o € <0,0, 3,0>.
Z kolei sama modyfikacja parametréw numerycznych wygladala inaczej, tzn. naj-
mniejsze prawdopodobienstwo w danym rozkladzie byto dodatkowo zmniejszane,
a najwieksze prawdopodobienstwo w rozkladzie byto dodatkowo zwigkszane o war-
to$¢, o ktéra zmniejszone byto najmniejsze prawdopodobienstwo. Taka transfor-
macja miata na celu modelowanie eksperta, ktory jest zbyt pewny swoich estymacji.
Po wprowadzeniu szumu o okreslonym poziomie, badana byla jako$¢ diagnostyczna
modelu. Eksperyment byt powtoérzony 30 razy, za kazdym razem z inng wartoscia
standardowego odchylenia 0. Podobnie wygladal eksperyment, w ktérym modelo-
wane bylo zachowanie eksperta, ktory jest niepewny swoich estymacji, z tym ze naj-
wieksze prawdopodobienstwo w rozkladzie bylo zmniejszane, z kolei najmniejsze
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prawdopodobienstwo w tym samym rozkladzie bylo zwigkszane o warto$¢, o ktéra
zmniejszone bylo najwigksze prawdopodobienstwo. Po wprowadzeniu szumu o okre-
slonym poziomie, badana byta jakos$¢ diagnostyczna modelu. Eksperyment byl powtd-
rzony 30 razy, za kazdym razem z inng wartos$cig standardowego odchylenia o z kro-
kiem réwnym 0,1.

Wyniki tych eksperymentéw pokazaly, ze jakos¢ diagnostyczna modelu jest naj-
bardziej czuta na szum modelujacy eksperta, ktdry jest niepewny swoich estymacji.
Z kolei szum modelujacy eksperta, ktory jest zbyt pewny swoich estymacji ma mniej-
szy wplyw na pogorszenie jakosci diagnostycznej modelu sieci bayesowskiej niz szum
modelujacy eksperta niepewnego swoich estymaciji, czy tez szum symetryczny, ktory
modelowany byl w eksperymencie Pradhana.

Wryniki tych eksperymentéw sg istotng wskazowka dla inzynieréw wiedzy, ktorzy
konstruuja modele sieci bayesowskich szczegélnie w sytuacji, gdy korzystajg z wie-
dzy ekspertéw lub gdy parametry numeryczne modeli s3 estymowane z niekomplet-
nych zbioréw danych.

Wynik eksperymentu wprowadzania szumu do parametréw numerycznych
modelu Lymphography przedstawia rysunek 3.3. Przedstawiono na nim trzy wykresy,
ktére odpowiednio reprezentujg szum eksperta przekonanego o swojej wiedzy, szum
symetryczny oraz szum eksperta niepewnego swojej wiedzy. Jakos¢ diagnostyczna
modelu Lymphography jest przedstawiona w funkcji standardowego odchylenia (z kro-
kiem o = 1,0), ktdre reprezentuje poziom wprowadzanego szumu.
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RYSUNEK 3.3. Jako$¢ diagnostyczna modelu Lymphography w funkcji poziomu szumu

Precyzja parametréw numerycznych modeli sieci bayesowskich

Kolejna seria eksperymentdw, ktore mialy na celu badanie czuto$ci parametréw nume-
rycznych dotyczyla badania wptywu precyzji parametréw numerycznych modeli sieci
bayesowskich na ich jako$¢ diagnostyczna [9, 10]. W badaniach tych systematycz-
nie byly zaokraglane parametry numeryczne sieci bayesowskiej do wartosci o coraz
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mniejszej precyzji. Eksperymenty te przeprowadzono dla 7 medycznych modeli
diagnostycznych: modelu Hepar II oraz 6 modeli sieci bayesowskich, ktore stwo-
rzono opierajac si¢ na danych z Irvine Machine Learning Repository.

Zaokraglanie wartosci prawdopodobienstw w danym rozkladzie moze prowadzi¢
do tego, ze ich suma wartosci po zaokragleniu nie jest réwna 1,0, a wiec zaokraglona
warto$¢ wymagala dalszego przetworzenia. Problem ten byt przedmiotem badan
od ponad 200 lat — pierwsze jego analizy byly przeprowadzane w okresie powstawania
konstytucji amerykanskiej gdzie motywacjg bylo opracowanie regul sprawiedliwego
podziatu poszczegolnych sit politycznych. Balinski & Young [14] oméwili i poréwnali
liczne algorytmy zaokraglania. W swoich eksperymentach zastosowalam algorytm
stacjonarnego zaokraglania opracowany przez Heinricha i in. [15]. Jeden z parame-
tréow (n) algorytmu stacjonarnego zaokraglania okresla liczbe przedziatéw, w ktérych
moze si¢ znalez¢ zaokraglane prawdopodobienstwo. Na przyklad, jesli n = 5, wow-
czas zaokraglane prawdopodobienstwo moze przyjac nastepujace wartosci: 0,0, 0,2,
0,4, 0,6, 0,8, oraz 1,0. Jesli z kolei n = 1, wowczas zaokraglane prawdopodobienistwo
moze przyjaé tylko dwie wartosci: 0,0 lub 1,0. W eksperymentach zaokraglania zba-
dano nastepujace wartodci parametru n=100, 10, 5, 4, 2, oraz 1. Kazde prawdopodo-
bienstwo w modelu bylo zaokraglane do okreslonej doktadnosci, a nastepnie badana
byla jako$¢ diagnostyczna modelu. Eksperyment byl powtdrzony 7 razy, tj. dla 7 roz-
nych wartosci parametru n, czyli za kazdym razem model sieci bayesowskiej zawie-
ral parametry o innej precyzji.

Wiyniki przeprowadzonych eksperymentéw pokazaty, ze jako$¢ diagnostyczna
modelu sieci bayesowskiej pogarsza si¢ wykladniczo wraz ze zmniejszaniem pre-
cyzji parametrow numerycznych. Jednakze nalezy zauwazy¢, ze pogorszenie jako-
$ci diagnostycznej wynikato gtéwnie z zaokraglania wartosci prawdopodobienstwa
do 0,0. Warto$¢ 0,0 jest specjalng wartoscia, szczegdlnie w odniesieniu do twierdzenia
Bayesa. Jesli okreslone zdarzenie ma prawdopodobienstwo réwne 0,0, prawdopodo-
bienistwo a posteriori tego zdarzenia réwniez bedzie réwne 0,0. Dlatego tez zmodyfi-
kowano ten eksperyment, eliminujac z rozkltadéw prawdopodobienstwa wartosci 0,0,
tzn., za kazdym razem gdy warto$¢ miala by¢ zaokraglana do 0,0, byta zastgpowana
wartoscig €, jednoczesnie od prawdopodobienstwa z najwyzsza wartoscig w danym
rozkladzie byla odejmowana warto$¢ €. Parametr €, w moich badaniach, przyjmo-
wal nastepujace wartosci: 0,0001, 0,001, oraz 0,01. Po zastgpieniu prawdopodobienstw
réwnych 0,0 wartoscig parametru €, pogorszenie jakosci diagnostycznej modelu sieci
bayesowskiej wynikajace z zaokraglania parametréw byto minimalne. Wartos¢ para-
metru & nie miata znaczacego wplywu, tzn., kazda z trzech przebadanych wartosci
0,0001, 0,001, oraz 0,01 dawata podobne wyniki.

Wyniki tych eksperymentéw wskazuja, ze jako$¢ diagnostyczna modeli sieci
bayesowskich nie jest czula na zaokraglanie parametréw numerycznych, moze jed-
nakze nastgpic¢ znaczace pogorszenie jakosci diagnostycznej modelu w sytuacji, jesli
warto$ci prawdopodobienstw zostang zaokraglone do zera. Jest to istotna wska-
zéwka dla inzyniera wiedzy, ktory powinien unika¢ wartosci 0,0 okreslajac rozklady
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prawdopodobienstwa w modelach sieci bayesowskich. Jest to tez z pewnoscig cecha
modeli w dziedzinie medycyny, gdzie rzadko wykluczane jest okreslone zdarzenie,
a wiec rzadko wystepuje prawdopodobienstwo réwne 0,0.
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RYSUNEK 3.4. Jako$¢ diagnostyczna modelu Lymphography w funkcji zmiennej n

Wyniki eksperymentu zaokraglania parametréw numerycznych modelu
Lymphography w funkcji zmiennej n przedstawia rysunek 3.4.

Podsumowanie

Wyniki przeprowadzonych eksperymentéw pokazaly, ze zmiany w strukturze sieci
bayesowskiej, szczegdlnie w przypadku odwracania kierunku krawedzi, nie maja
duzego wplywu na jakos$¢ diagnostyczng modelu. Okazalo sie, ze usuwanie tuku
ma silniejszy wplyw na dokladno$¢ diagnostyczng modelu niz jego odwrocenie.
Dodatkowo, odwrdcenie tuku ma silniejszy wplyw na jako$¢ diagnostyczng w mode-
lach typu naiwny Bayes i TAN® niz w modelach przyczynowo-skutkowych [3].

Wyniki przeprowadzonych eksperymentéw sugeruja, ze chociaz jakos¢ diagno-
styczna modeli sieci bayesowskich jest czuta na doktadnos¢ swoich parametréw nume-
rycznych, male ilosci szumu nie wplywajg znacznie na obnizenie jakosci. Co wigcej,
wydaje sig, ze zbytnia pewnos¢ siebie eksperta, ktory okresla parametry numeryczne
modelu jest bezpieczniejszg strategig niz brak pewnosci siebie.

Wyniki przeprowadzonych eksperymentéw wskazuja na to, ze jako$¢ diagno-
styczna modeli sieci bayesowskich nie jest czula na zaokraglanie parametréw nume-
rycznych. Znaczace pogorszenie jakosci diagnostycznej modelu moze nastapi¢ w sytu-
acji, jesli warto$ci prawdopodobienstw zostang zaokraglone do zera. Jest to istotna
wskazéwka dla inzyniera wiedzy, ktéry powinien unika¢ wartosci 0,0 okreslajac

®  TAN: Tree Augmented Naive Bayes
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rozklady prawdopodobienstwa w modelach sieci bayesowskich. Jest to tez z pewnoscia
cecha modeli w dziedzinie medycyny, gdzie rzadko wystepuje prawdopodobienstwo
rowne 0,0.

Wyniki przedstawionych eksperymentéw sg istotng wskazdwka dla inzynieréw
wiedzy, ktorzy konstruuja modele sieci bayesowskich szczegdlnie w sytuacji, gdy korzy-
staja z wiedzy ekspertéw lub gdy parametry numeryczne modeli s3 estymowane z nie-
kompletnych zbioréw danych.
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Abstract

Knowledge engineering for modeling with Bayesian networks

Bayesian network models have been applied to both medical diagnosis and prognosis.
Knowledge engineering for building Bayesian network models consists of domain
knowledge acquisition, transforming this knowledge into an acyclic directed graph

and determining conditional probability distributions. This process often requires

combining data from different sources. The source of the data can be expert knowl-
edge or objective data. Knowledge engineer plays an important role in this process

and has to master the techniques of obtaining knowledge from an expert, under-
stand the modeled field, have the ability to process medical data, also when they
are incomplete. Although there are methods for automatic learning Bayesian net-
works from data, it is difficult to build a model without the assistance of an expert

and knowledge engineer especially in the field of medicine. Most knowledge engi-
neers believe that Bayesian networks are not sensitive to the diagnostic accuracy
of their numerical parameters and that their graphical structure is much more

important. In this chapter, I present the results of experiments in which the follow-
ing were investigated: (1) the impact of the graphical structure and (2) the impact

of the quality of numerical parameters on the diagnostic accuracy of Bayesian net-
work models. The following chapter describes the techniques and methods to use

when building Bayesian network models especially in the context of their numer-
ical parameters.

Keywords: Bayesian networks, knowledge engineering, numerical parameters,
sensitivity
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Rozdziat 4

Rozwigzania modelu opisujgcego
rozwoj podpopulacji nietoperzy -
analiza przy uzyciu interaktywnego
arkusza programu Maple

Anna Poskrobko”
Wydziat Informatyki, Politechnika Biatostocka

Streszczenie: W artykule przedstawiono analize zachowania rozwigzan matematyc-
znego modelu opisujacego rozwdj populacji nietoperzy. Opisano szczegétowo
zalozenia modelu oraz przyrodnicze motywacje jego konstrukecji. Miedzy
innymi uwzgledniono specyficzng strategie wyszukiwania kryjowek, ogranic-
zony zasieg detekcji nietoperzy w trudnym, pelnym przeszkdd, srodowisku
oraz umiejetnos¢ przekazywania informacji w grupie. Zachowanie populacji nietop-
erzy oraz ich strategia wyszukiwan kryjowek zostalta opisana w pracy po obserwacji
zachowan dwoéch gatunkéw nietoperzy zamieszkujacych Puszcze Bialowieska.
Prezentowany model oparty jest na ukltadzie réwnan rézniczkowych zwyczajnych.
W pracy przedstawiamy wybrane symulacje rozwigzan w oparciu o interaktywny
arkusz programu Maple. Taki interaktywny arkusz pozwala analizowa¢ zachow-
anie rozwigzan numerycznych przy dynamicznej zmianie wielu parametréw mod-
elu. W pracy opisano szczegétowo konstrukeje oraz dziatanie takiego arkusza,
w ktérym uzyto programowalnych, wbudowanych komponentéw programu Maple.

Stowa kluczowe: arkusz interaktywny Maple, nietoperze, model matematyczny

Wprowadzenie

Prezentowany w pracy model odzwierciedla zachowanie oraz strategi¢ wyszukiwania
kryjowek dwoch gatunkéw nietoperzy zamieszkujacych Puszcze Bialowieska: borowca
wielkiego (Nyctalus noctula) oraz borowca lesnego lub inaczej borowiaczka (Nyctalus
leisleri). Informacje zawarte w pracy, dotyczace strategii wyszukiwania kryjowek
zaczerpnigte sa gtownie z artykutu [4].

7 Praca zostala zrealizowana w ramach projektu WZ/WI-ITT/1/2020 finansowanego przed Minister-
stwo Nauki i Szkolnictwa Wyzszego.
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Wigkszos$¢ nietoperzy nie potrafi samodzielnie budowa¢ schronien. Ssaki
te w zwigzku z tym zasiedlajg obszary obfitujace w miejsca zerowania oraz réznego
rodzaju kryjoéwki (naturalne lub stworzone przez cztowieka). Oba wspomniane gatunki
zasiedlaja zazwyczaj dziuple drzew. Nietoperze, niezaleznie od wieku, przez cale
swoje zycie poszukuja kryjéwek. Jedna kolonia nietoperzy moze w ciaggu roku uzyt-
kowa¢ nawet kilkanascie kryjowek, zmieniajac je co jakis czas, transportujac przy tym
swoje mlode. Niektore gatunki nietoperzy tworzg tez kolonie rozrodcze, ktére prze-
noszg si¢ na nowe miejsca co kilka dni. Pozwala to unika¢ pasozytéw, rozwijajacych
sie w dziuplach, a takze zmniejszy¢ ryzyko drapieznictwa. Duze kolonie (sktadajace
sie z osobnikéw obu plci) ssaki te tworza zimg. Przy czym, niektére gatunki nieto-
perzy dokonuja migracji takze o tej porze roku, przerywajac stan hibernacji. Dzieje
sie tak w czasie dtugotrwatych ocieplen. Nietoperze poszukuja woéwczas chlodniej-
szych kryjowek, gdzie nizsza temperatura pozwala zredukowa¢ wszystkie funkcje
zyciowe i ograniczy¢ zuzycie tkanki tluszczowej. Zatem nieustanna migracja jest
cechg charakterystycznag zycia wszystkich gatunkéw nietoperzy. Wydaje sie zatem
stuszne, budujac model opisujacy zachowanie nietoperzy, skupi¢ si¢ gléwnie na tym
aspekcie ich zycia. Pomimo, Ze nietoperze tuz po gryzoniach sg najliczniejszym pod
wzgledem liczby gatunkoéw, rzedem ssakow, to jak podkreslaja wszyscy badacze, zwy-
czaje nietoperzy przede wszystkim ze wzgledu na skryty tryb zycia, sg jednak jeszcze
stosunkowo stabo zbadane. Najlepiej opisane jest zjawisko migracji. Chociaz i tutaj
dane dotyczace samej strategii wyszukiwania przez nietoperze pojedynczych dziupli
pochodzg z badan laboratoryjnych i eksperymentéw ze sztucznymi kryjéwkami [3, 4,
5, 6]. Zgodnie z tymi badaniami nietoperze wybieraja jedynie miejsca, ktére daja
szans¢ na dalszy rozwdj. Ponadto, ssaki te posiadajg umiejetno$¢ przenoszenia zdo-
bytych informacji wéréd osobnikéw kolonii [1], a takze wykazujg si¢ pamiecig doty-
czacg rozkladu siedlisk w terenie (ktéra nie stabnie pomimo hibernacji i pozwala wré-
ci¢ do raz wykrytej kryjowki) [8], a maksymalny zasieg wykrywania nowych dziupli
to 90 m. Te wszystkie informacje pochodzace z obserwacji rzeczywistych populacji
nietoperzy wykorzystano tworzac model oraz wykonujac symulacje komputerowe.
Zgodnie ze strategia wyszukiwania poszczegdlnych siedlisk przez pojedyncze osob-
niki [4], (rysunek 4.1) nietoperz: 1) wybiera teren w poblizu kryjowki, ktéry penetruje
w poszukiwaniu nowego siedliska, 2) znajduje potencjalne drzewo wykorzystujac
echolokacje, wizje¢ oraz uzyskang wczesniej wiedze nt. przestrzennego rozmiesz-
czenia drzew, 3) wyszukuje zaglebienia w wybranym drzewie, 4) sprawdza wnetrze
zaglebienia, 5)-6) ocenia jego jakos¢, 7) przenosi informacje do kolonii o obecnosci
odpowiedniej dziupli, 8) na podstawie tych informacji kolonia lub jej cze$¢ decyduje
sie na przenosiny lub nie, 9) wykryta dziupla wchodzi do zbioru znanych kryjéwek,
ktére moga by¢ uzyte ponownie w przysztosci (pamiec).

Nasz model opisuje uklad zamkniety (ze skoniczong liczbg mozliwych siedlisk).
W przyrodzie oczywiscie taki model nie wystepuje, w rzeczywistych systemach
zawsze znajda sie¢ mozliwosci dalszej dyspersji populacji. Wedlug opisywanego teo-
retycznego ukladu zamknigtego, gdy liczba wszystkich osobnikéw zaczyna zbliza¢
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sie do poziomu sumy pojemnosci wszystkich kryjowek uklad przestaje dobrze opi-
sywac stan rzeczywisty spotykany w przyrodzie. Nadwyzka osobnikow przestaje
by¢ uwzgledniona w modelu.

Wybor obszaru poszukiwan

(mapa kognitywna)
2 | Wybor drzewa |<—
|Poszukiwanie dziupli w drzewiel
3
4 dziuple w drzewie? NIE
5 Ogledziny dziupli
6 . \NIEODPOWIEDNIA
Ocena dziupli
7 ODPOWIEDNIA
Przekazanie informacji
8
Decyzja
na poziomie NIE
kolonii
9
Drzewo w puli
dogodnych kryjéwek

RYSUNEK 4.1. Strategia wyszukiwania kryjowek przez nietoperze i pozyskiwanie informacji
0 wystepowaniu i rozmieszczeniu dziupli w lesie

7rRODLO: [4]

Model matematyczny przedstawiony w pracy opisuje rozwoj kolonii nietoperzy
i jej podzial na podpopulacje. Przy konstrukcji modelu uwzgledniono uwagi bio-
logiczne opisane wyzej, czyli szczego6lng strategie wyszukiwania kryjowek, ograni-
czony zasieg detekcji oraz dyspersyjny charakter rozwoju kolonii. Model oparty jest
na uktadzie réwnan rézniczkowych zwyczajnych. Wigkszos¢ informacji biologicznych
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zaczerpnigto z pracy [4], ktéra poza czescig zawierajaca opisy biologiczne opisuje
takze symulacje komputerowg w jezyku programowania C++. Symulacja ta obrazuje
strategie wyszukiwania dziupli przez pojedynczego osobnika w terenach o réznych
topografiach. Natomiast praca [7] prezentuje podejscie teoretyczne i uzywa narzedzi
matematycznych (réwnan réznicowych) do opisu zachowania i orbit ruchu pojedyn-
czych osobnikéw wyszukujacych dziuple. Wedtug naszej wiedzy nie ma innych prac,
ktoére opisywalyby przy uzyciu narzedzi matematycznych zachowanie calej kolonii
nietoperzy i jej dyspersyjno-dyfuzyjny charakter.

Model przedstawiony w kolejnym rozdziale zostal szczegdétowo opisany w arty-
kule [1]. W niniejszej pracy skupiono si¢ raczej na analizie numerycznych rozwigzan
modelu i ocenie ich adekwatnosci w odniesieniu do opisanej wyzej strategii wyszuki-
wania kryjéwek i dyspersyjno-dyfuzyjnego charakteru rozwoju pojedynczej kolonii.
Analizy rozwigzan dokonano przy uzyciu interaktywnego arkusza programu Maple
16. Duza czes$¢ pracy stanowi opis konstrukeji samego arkusza jego uzycia. Arkusz
dostepny jest online i pozwala na weryfikacje zaprezentowanych tutaj wynikow.

4.1. Model matematyczny

Model matematyczny opisujacy rozwdj populacji nietoperzy i ich zachowanie oparty
jest na ukfadzie n rownan rézniczkowych, gdzie n e N jest liczbg kryjowek w rozpa-
trywanym terenie.

1)
,ii‘p (&) (k=K (3, (), (t)],](xic(if)) @1
‘ @ R

dlai=1,2, .., n. Ponizej zdefiniowano zmienne, funkcje i parametry oraz podano
interpretacje poszczegolnych czesci modelu.

Zmienna x, i = 1, 2, ..., n opisuje wielkos¢ populacji nietoperzy w i-tej kryjowce.

W modelu uzyto nast¢pujacych wspolczynnikéw i funkeji:

ek, wspolczynnik narodzin, wspélny dla calej populacji nietoperzy;

® ¢, optymalna pojemnos¢ kryjéwki (dziupli). Okreslenie ,,optymalna pojem-
nos$¢” oznacza nie tylko wielko$¢ kryjowki, ale takze opisuje inne jej zalety, takie
jak dogodny mikroklimat czy tez wlasciwe polozenie zapewniajace ochrone przed
drapieznikami lub niekorzystnymi warunkami pogodowymi, itp.;

ok :[0,00)> (—ko,k0 ),i=1,2,...,n funkcja wzrostu zalezna od wielkosci popula-
cji w i-tej kryjoéwce. Funkcja opisuje przyrost i ubytek populaciji, sktada si¢ nan,
rozmnazanie, $miertelno$¢ oraz migracja. Zakladamy, ze funkcja k;, jest ciagta
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na przedziale (ci —-1,¢,+ 17), gdzie 7 jest dowolnie male, réwna k, dla argumen-
tow z przedziatu (O, ¢, —1)oraz réwna - k, dla argumentéw z przedziatu (ci +7 ,<><>);

o &, odleglos¢ pomiedzy i-tg a j-ta kryjowka;

e g maksymalny zasieg detekcji nietoperzy przy poszukiwaniu kryjowek do zasied-
lenia;

e ¢ :(0,0)—(0,1) funkcja odlegtosci pomiedzy dwiema dowolnymi kryjéwkami.
Zakladamy, ze ¢ jest malejaca na przedziale (0, a) oraz réwna 0 poza nim;

e Jfunkcja odzwierciedla punkt 8) strategii opisanej w rozdziale 1, czyli ewentualng
decyzje o migracji czesci osobnikéw oraz kontynuacje dalszych poszukiwan
pozostalej czgsci kolonii pozostajacej w starym siedlisku. Zakladamy, ze funkcja
] jest rozniczkowalna na swojej dziedzinie oraz réwna 1 dla argumentéw z prze-
dziatu (O,I—G), gdzie o jest dowolnie male oraz réwna 0 dla argumentéw
z przedziatu (1, oo).

Czesci modelu oznaczone numerami od (1) do (3) opisuja poszczegdlne etapy
rozwoju kolonii nietoperzy oraz jej dyspersje na podpopulacje zamieszkujace osobne
kryjowki.

1. W poczatkowej fazie rozwoju kolonia nietoperzy zamieszkujaca i-tg kryjowke
korzysta jedynie z jej zasobdw, czyli wykorzystuje jej optymalng pojemnosé
oraz korzysta ze zrodel pozywienia znajdujacych sie w otoczeniu i-tej kryjowki.

2. Gdy pojemnos¢ i-tej kryjowki zaczyna by¢ niewystarczajaca dochodzi do migracji
czgsci osobnikéw. Rozpoczyna si¢ dyspersja kolonii do kryjowek znajdujacych
si¢ w obrebie maksymalnej detekcji. Oznacza to, ze cz¢$¢ kolonii przenosi si¢
do nowych kryjéwek potozonych w odleglosci nie wiekszej niz a od zamieszki-
wanej i-tej kryjowki.

3. Tacze$¢ modelu opisuje ,atrakcyjnos¢” i-tej kryjowki, ktora spada wraz ze wzro-
stem liczebno$ci populacji ja zamieszkujacej. Uzycie funkcji J opisuje ewentualng
decyzje o migracji czg¢sci osobnikéw kolonii i kontynuacji dalszych poszukiwan
nowych, dogodnych kryjéwek przez osobniki pozostajace w starym i-tym siedlisku.

W pracy [1] udowodniono, ze poszczegdlne rozwiazania x,, i = 1, 2, ..., n modelu
(2.1) stabilizujg si¢ na poziomie bliskim wartosci ¢, czyli optymalnej pojemnosci i-tej
dziupli.

4.2. Interaktywny arkusz Maple

Przedstawimy tutaj dokladng konstrukcje interaktywnego arkusza Maple 16, ktéry
pozwala analizowa¢ numeryczne rozwigzania modelu (2.1). Maple to program kom-
puterowy typu CAS stuzacy do wykonywania obliczen symbolicznych. Jezyk progra-
mowania Maple jest jezykiem interpretowanym o dynamicznych typach danych.
Obstugiwane s3 w nim obliczenia symboliczne i numeryczne oraz wizualizacja.
Program pozwala takze tworzy¢ niestandardowe interfejsy uzytkownika, w tym
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interaktywne arkusze, ktdre pozwalajg na analizowanie kilku procesow lub watkow
jednocze$nie. Arkusz interaktywny zlozony jest z programowalnych, wbudowanych
komponentéw (Embedded Components) programu Maple. Komponenty to proste ele-
menty interfejsu graficznego, ktére mozna osadzi¢ w dokumencie, a nastepnie pola-
czy¢ ze sobg odpowiednig programowalng akcjg. Tworzac arkusz pozwalajacy na dyna-
miczng obserwacje zmian zachowan rozwigzan numerycznych modelu (2.1)
przy dynamicznej zmianie parametrow uzylismy komponentdw trzech typow: Etykieta
(Label), Suwak (Slider) oraz Wykres (Plot). Kazdy z komponentdw zostal zaprogramo-
wany w jednolity sposob, opisany w ramce Listing 1. Pierwsza cze$¢ arkusza (rysu-
nek 4.2) to tabela ,,Wspdtrzedne kryjowek”. Postugujac sie suwakami uzytkownik moze
okresli¢ potozenie kryjowek w terenie. W aplikacji rozwazamy cztery kryjowki A, B, C
oraz D, ktdre traktowane sg jako cztery punkty polozone w wycinku plaszczyzny kar-
tezjaniskiej R? o wymiarach 200 x 200. W czesci ,,Odleglos¢ migdzy kryjéwkami” auto-
matycznie wyliczane sg odlegtosci miedzy nimi. Co pozwala ustali¢ czy sa one w pro-
mieniu maksymalnej detekcji nietoperzy czy tez ich oddalenie utrudnia do nich dostep,
a co za tym idzie ich zasiedlenie. Odlegtos¢ miedzy kryjowkami wyliczana jest
przy uzyciu standardowego wzoru na odlegto$¢ dwoch punktéw na plaszczyznie kar-
tezjaniskiej R”. Przy zmianie wspéirzednych kryjéwek pojawia si¢ dynamiczna wizu-
alizacja rozmieszczenia kryjowek w terenie (wykres ,,Uktad kryjowek w terenie”).
Uzywajac suwakow w czesci ,, Warunki poczgtkowe” uzytkownik moze okresli¢ poczat-
kowy (w chwili ¢ = 0) stopien zasiedlenia poszczegélnych dziupli drzew. Wielkosci
x,(0), x,(0), x,(0) oraz x,(0) odpowiadaja w podanej kolejnosci poczatkowemu zasied-
leniu kryjéwek drzew A, B, C oraz D. Podobnie sterowac tez mozna optymalng pojem-
noscia poszczegolnych kryjowek zmieniajac wspétczynniki ¢, c,, ¢, oraz c,, ktore
w podanej kolejnosci odpowiadajg kryjéwkom A, B, C oraz D. Mozliwe jest takze
reczne ustawienie wspolczynnika maksymalnego zasiegu detekcji nietoperzy. Arkusz
pozwala na wybor wspdétczynnika w zakresie od 5 do 90 metréw, w zaleznosci czy roz-
wazamy odpowiednio teren trudny, pelen przeszkdd czy tez przeciwnie, jest to obszar
wolny od obiektow, ktore moglyby zakldcaé wyszukiwanie kryjowek. Sterowac tez
mozemy w niewielkim zakresie wspétczynnikiem narodzin wybierajac wartos¢ z prze-
dziatu (0, 1). Nietoperze odznaczaja si¢ niskim poziomem rozrodu, wydajac na swiat
zwykle tylko jedno mlode stad niewielki zakres wartosci tego wspoélczynnika.
Pozostale czesci arkusza to miedzy innymi wykresy poszczegélnych funkeji — skia-
dowych modelu, czyli funkcji ¢, Joraz k,dla i = 1, 2, 3, 4. Kluczowe dla analizy nume-
rycznej modelu s3 wykresy jego rozwigzan umieszczone w centralnej czesci arkusza.
Rysunek 4.2 prezentuje wyglad calego arkusza interaktywnego. Kazde uzycie dowol-
nego Suwaka powoduje dynamiczne zmiany wartosci wyswietlane w odpowiadaja-
cych Etykietach oraz zmiany na poszczegolnych Wykresach.

Programujac poszczegdlne komponenty arkusza uzyliémy nastepujacych funkeji

x
go(x)— 1-=— dla x<a

- a >
0 dla x>a
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7
1 dla x<-—
8

](x): —+=sin(-8mx+—m) dla —<x<l1

0 dla x>1
oraz
k, dla x<¢ -7
k
ki(x)z —O(ci—x) dla ¢, -7 <x<c+7,
T
—k dla X2¢ +T

0
gdzie i =1, 2, 3, 4. Arkusz pozwala na sterowanie wartoscig wspolczynnika 7 w zakresie
od 0 do 5. Tak dobrane funkcje spelniaja opisane wczesniej zalozenia. W szczegdl-
nosci funkcja ¢ jest malejaca w przedziale (0, a), a funkcja J spetnia zalozenie o réz-
niczkowalnosci na calej swojej dziedzinie. Dodatkowo przyjeta liniowos¢ funkcji ¢
na przedziale (0, a) obrazuje proporcjonalny spadek zainteresowania nietoperzy kry-
jowkami potozonymi coraz dalej od ich pierwotnego siedliska. Podobnie przyjeta
§cista monotonicznoé¢ funkcji J na przedziale (1—o ,1) dlao = % obrazuje stopniowy
spadek ,atrakcyjnosci” kryjowki wraz ze wzrostem liczebnosci populacji
ja zamieszkujacej.

Firma MapleSoft rozwijajaca i dystrybuujaca program Maple udostepnia serwer
MapleCloud, na ktérym uzytkownicy moga zamieszcza¢ swoje arkusze oraz udo-
stepniac je calej spolecznosci lub wybranym osobom. Aktywne korzystanie z udo-
stepnionych arkuszy nie wymaga od uzytkownika posiadania programu Maple.
Interaktywny arkusz opisany w pracy znajduje sie pod adresem: https://maple.cloud/
app/5328086670770176/Rozwiazania+modelu+opisujacego+rozwoj+podpopulacji+
nietoperzy. Nazwa dokumentu: Rozwigzania modelu opisujgcego rozwéj podpopula-
cji nietoperzy. Data publikacji: 10.01.2021.

Niestety, cze$¢ arkuszy interaktywnych udostepnianych online nie dziala
do konca prawidtowo lub wizualnie odbiega od pierwotnej wersji. Wynika to z pew-
nych niedociagnie¢ po stronie producenta. Tak jest tez w przypadku opisywanego
arkusza. Jego wyglad (krdj i wielko$¢ czcionki, kolorystyka itp.) odbiega nieco od tego
co zamieszczono na rysunku 4.2. Udostepniony arkusz mozna tez pobra¢ na swdj
komputer i korzysta¢ z niego bezposrednio w aplikacji Maple bez opisanych wyzej
problemoéw.
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LISTING 4.6. Kod programujacy kazdy komponent interaktywnego dokumentu
ZRODLO: opracowanie wtasne

use DocumentTools, plots, plottools in

#Coordinates*of*tree*cavities
Do(xA = %Slider1);
Do(%Label1(caption) = sprintf(“%.0f", xA));

Do(yA = %Slider2);
Do(%Label2(caption) = sprintf(“%.0f", yA));

Do(xB = %Slider3);
Do(%Label3(caption) = sprintf(“%.0f", xB));

Do(yB = %Slider4);
Do(%Label4(caption) = sprintf(“%.0f", yB));

Do(xC = %Slider5);
Do(%Label5(caption) = sprintf(“%.0f", xC));

Do(yC = %Slider6);
Do(%Label6(caption) = sprintf(“%.0f", yC));

Do(xD = %Slider7);
Do(%Label7(caption) = sprintf(“%.0f", xD));

Do(yD = %Slider8);
Do(%Label8(caption) = sprintf(“%.0f", yD));

#Initial*conditions
Do(x10 = %Slider9);
Do(%Label9(caption) = sprintf(“%.0f", x10));

Do(x20 = %Slider10);
Do(%Label10(caption) = sprintf(“%.0f", x20));

Do(x30 = %Slider11);
Do(%Label11(caption) = sprintf(“%.0f", x30));
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Do(x40 = %Slider12);
Do(%Label12(caption) = sprintf(“%.0f", x40));

#Distances*between*the*tree*cavities
Do(d12=sqrt((%Slider1-%Slider3)*2+(%Slider2-%Slider4)*2));
Do(%Label17(caption) = sprintf(“%.2f", d12));

Do(d13=sqrt((%Slider1-%Slider5)*2+(%Slider2-%Slider6)2));
Do(%Label18(caption) = sprintf(“%.2f", d13));

Do(d23=sqrt((%Slider3-%Slider5)*2+(%Slider4-%Slider6)*2));
Do(%Label19(caption) = sprintf(“%.2f", d23));

Do(d14=sqrt((%Slider1-%Slider7)*2+(%Slider2-%Slider8)*2));
Do(%Label20(caption) = sprintf(“%.2f", d14));

Do(d24=sqrt((%Slider3-%Slider7)*2+(%Slider4-%Slider8)*2));
Do(%Label21(caption) = sprintf(“%.2f", d24));

Do(d34=sqrt((%Slider5-%Slider7)*2+(%Slider6-%Slider8)*2));
Do(%Label22(caption) = sprintf(“%.2f", d34));

#Location*of*the*tree*cavities
Do(A=textplot([%Slider1-2,%Slider2-2, ‘typeset'(“A “)], ‘align'='below’, color=red)):

Do(B=textplot([%Slider3-2,%Slider4-2, ‘typeset’(“B “)], ‘align'="below’, color=blue)):
Do(C=textplot([%Slider5-2,%Slider6-2, ‘typeset’(“C “)], ‘align’="below’, color=green)):
Do(F=textplot([%Slider7-2,%Slider8-2, ‘typeset'("D )], ‘align’="below")):
Do(%Plot1=plots[display]([A,circle([%Slider1,%Slider2], 1,color=red),B,circle([%Slider3,%Sli

der4], 1,color=blue),C,circle([%Slider5,%Slider6], 1,color=green),F,circle([%Slider7,%Slider8],
1,color=black)], view = [0 .. 200, 0 .. 200], thickness = 5));
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#0ptimal*capacities*of*the*tree*cavities
Do(c1 = %Slider23);
Do(%Label23(caption) = sprintf(“%.0f", c1));

Do(c2 = %Slider24);
Do(%Label24(caption) = sprintf(“%.0f", ¢2));

Do(c3 = %Slider25);
Do(%Label25(caption) = sprintf(“%.0f", c3));

Do(c4 = %Slider26);

Do(%Label26(caption) = sprintf(“%.0f", c4));
#Maximum*range*of*the*detection

Do(a = %Slider31);

Do(%Label31(caption) = sprintf(“%.0f", a));

#Birth*coefficient
Do(k0 = %Slider32);
Do(%Label32(caption) = sprintf(“%.1f", k0));

#Coefficient*tau
Do(tau = %Slider33);
Do(%Label33(caption) = sprintf(“%.1f", tau));

#Graph*of*the*function*k_1

Do(k1 = proc (x) options operator, arrow; piecewise(x <= 0, 0, x <= ¢1-tau, k0, x <= c1+tau,
-k0*x/tau+k0*c1/tau, c1+tau < x, -k0) end proc);

Do(%Plot4 = plot(k1(x), x = 0 .. 100));

#Graph*of*the*function*k_2

Do(k2 = proc (x) options operator, arrow; piecewise(x <= 0, 0, x <= c2-tau, k0, x <= c2+tau,
-k0*x/tau+k0*c2/tau, c2+tau < x, -k0) end proc);

Do(%Plot5 = plot(k2(x), x = 0 .. 100));

#Graph*of*the*function*k_3

Do(k3 = proc (x) options operator, arrow; piecewise(x <= 0, 0, x <= ¢3-tau, k0, x <= c3+tau,
-k0*x/tau+k0*c3/tau, c3+tau < x, -k0) end proc);

Do(%Plot6 = plot(k3(x), x = 0 .. 100));
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#Graph*of*the*function*k_4

Do(k4 = proc (x) options operator, arrow; piecewise(x <= 0, 0, x <= c4-tau, k0, x <= c4+tau,
-k0*x/tau+k0*c4/tau, c4+tau < x, -k0) end proc);

Do(%Plot7 = plot(k4(x), x = 0 .. 100));

#Graph*of*the*function*phi
Do(phi = proc (x) options operator, arrow; piecewise(x < 0, 0, x <= a, -x/a+1, a < x, 0) end proc);
Do(%Plot8 = plot(phi(x), x =0 .. 100));

#Graph*of*the*function*J

Do(J = proc (x) options operator, arrow; piecewise(x < 7/8, 1, 7/8 <= x and x < 1, 1/2+(1/2)*sin(-
-8*Pi*x+(15/2)*Pi), 7/8 <= x, 0) end proc);

Do(%Plot9 = plot(J(x), x =0 .. 1.5));

#System*first*part

Do(row1 = (diff(x1(t), 1) = k1(x1(t))*x1(t)+(phi(d12)*(k0-k2(x2(1)))*x2(t)+phi(d13)*(kO0-
-k3(x3(t)))*x3(t)+phi(d14)*(k0-k4 (x4 (1)) *x4 (1)) *J(x1(t)/

c)));

Do(row? = (diff(x2(t), t) = k2(x2(t))*x2(t)+(phi(d12)*(k0-k1(x1(t)))*x1(t)+phi(d23)*(k0-k3(x3(t)))*
x3(t)+phi(d24)*(k0-k4(x4(t)))*x4(t))*J(x2(t)/c2)));

Do(row3 = (diff(x3(t), t) = k3(x3(t))*x3(t)+(phi(d13)*(k0-k1(x1(t)))*x1(t)+phi(d23)*(k0-k2(x2(t)))*
x2(t)+phi(d34)*(k0-k4(x4(t)))*x4(t))*J(x3(t)/c3)));

Do(row4 = (diff(x4(t), t) = kd(x4(t))*x4(t)+(phi(d14)*(k0-k1(x1(t)))*x1(t)+phi(d24)*(k0-k2(x2(t)))*
x2(t)+phi(d34)*(k0-k3(x3(t)))*x3(t))*J (x4(t)/c4)));

Do(sys = dsolve({row1, row2, row3, row4, x1(0) = x10, x2(0) = x20, x3(0) = x30, x4(0) = x40},
{x1(t), x2(t), x3(t), x4(t)}, type = numeric, output = listprocedure));

Do(%Plot2 = odeplot(sys, [[t, x1(t), color = red], [t, x2(t), color = blue], [t, x3(t), color = green],
[t, x4(t), color = black]], 0 .. 80,legend=[,A","B","C","D"]));

end use;
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4.3. Analiza wybranych przypadkéw
przy uzyciu arkusza interaktywnego Maple

W tym rozdziale rozwazy sie pie¢ przypadkoéw przy réznym ukladzie kryjowek
w terenie, r6znym poczatkowym ich zasiedleniu, zakladanych pojemnosciach opty-
malnych oraz przy réznej maksymalnej detekcji opisujacej posrednio odmienny,
pod wzgledem liczby przeszkdd, rozwazany teren.

Przypadek 1
Rozwaza si¢ cztery kryjowki o wspoirzednych A = (84, 112), B = (148, 164),
C = (68, 56), D = (116, 122) (rysunek 4.3).
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RYSUNEK 4.3. Uktad kryjéwek w terenie. Przypadek 1

ZRODLO: opracowanie wlasne

W chwili ¢ = 0 zasiedlona jest jedynie kryjowka B, gdzie x,(0) = 9 oraz x,(0) =
x,(0) = x,(0) = 0. Optymalna pojemnos¢ zasiedlonej dziupli jest réwna ¢, = 24.
Odlegtosci zamieszkalej kryjéowki B od pozostalych dziupli drzew sa nastepu-
jace & ,, =82,46, &, =134,4, & =528, (ustawienia arkusza interaktywnego
na rysunku 4.2). Przy zasiegu detekcji ustawionym na poziomie a = 72 jedynie
dziupla D pozostaje w zasiegu detekcji kolonii. Jak wida¢ na rysunku 4.4, w poczat-
kowej fazie rozwoju kolonia nietoperzy zamieszkujaca kryjowke B korzysta jedy-
nie z jej zasobow. W chwili, gdy liczebno$¢ populacji zaczyna by¢ bliska optymal-
nej pojemnosci dziupli rozpoczyna si¢ migracja, najpierw do kryjowki D jedynej
dostepnej w obrebie detekcji, po wyczerpaniu i jej zasoboéw nastepuje dyspersja kolo-
nii do kolejnych kryjowek A i C.
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RYSUNEK 4.4. Wykresy rozwigzan modelu. Przypadek 1

ZRODLO: opracowanie wiasne

Przypadek 2
Rozwaza si¢ cztery kryjowki o wspélrzednych A = (100, 100), B = (150, 100),
C = (100, 150), D = (50, 100) (rysunek 4.5).
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RYSUNEK 4.5. Uktad kryjéwek w terenie. Przypadek 2
ZRODLO: opracowanie wiasne

W chwili poczatkowej zasiedlona jest jedynie kryjowka A, gdzie x,(0) = 10. Pozostale
trzy kryjowki B, C i D polozone sa w jednakowych odlegtosciach od zamieszkalej
dziupli A. Rysunek 4.6 prezentuje wykresy rozwiazan przy zasiegu detekeji a = 89,
czyli w przypadku obszaru wolnego od obiektow zakldcajacych wyszukiwanie kry-
jowek. Jak wida¢ po wyczerpaniu zasobéw zamieszkalej kryjowki nastepuje migracja
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ijednoczesna dyspersja do wszystkich pozostatych dostepnych kryjowek réwnood-
dalonych od dziupli A. Arkusz interaktywny w opisywanym przypadku prezentuje

rysunek 4.13.
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RYSUNEK 4.6. Wykresy rozwigzan modelu. Przypadek 2 dla a = 89

ZRODLO: opracowanie wtasne
Gdy przy tym samym ukladzie kryjéwek rozwazy si¢ jednak teren trudny, pelen

przeszkdd (a = 51) utrudniajacych poszukiwania nastepuje powolniejsza migracja,
rozciggnieta w czasie (rysunki 4.7 oraz 4.14).
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RYSUNEK 4.7. Wykresy rozwigzar modelu. Przypadek 2 dla a = 51

ZRODLO: opracowanie wiasne
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Przypadek 3

Rozpatruje si¢ ten sam uklad kryjowek w terenie jak w Przypadku 2. I podobnie
jak wyzej zasiedlona jest jedynie kryjowka A. Tym razem jednak poczatkowa liczeb-
no$¢ kolonii nietoperzy zamieszkujaca kryjowke A przekracza optymalng pojem-
nos¢ dziupli. Mamy x,(0) = 10 przy ¢, = 4 (rysunek 4.15). Nastepuje natychmiastowa
migracja do wszystkich dostepnych wolnych kryjowek lub tez wymieranie populacji
do poziomu bliskiego optymalnej pojemnosci kryjowki — rysunek 4.8.
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RYSUNEK 4.8. Wykresy rozwigzan modelu. Przypadek 3

ZRODLO: opracowanie wtasne

Przypadek 4
Zmienia si¢ polozenie kryjowki D wzgledem jej pierwotnego umiejscowienia opisa-
nego w Przypadku 3 (rysunek 4.9).
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RYSUNEK 4.9. Uktad kryjowek w terenie. Przypadek 4
ZRODLO: opracowanie wiasne
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Tym razem D = (12, 100) oraz & ,, = 88. Pozostale ustawienia arkusza pozostaja bez
zmian, czyli x,(0) = 10, przy ¢, = 4, x,(0) = x,(0) = x,(0) = 0, a = 90. Wszystkie kry-
jowki sg w zasiegu detekcji kolonii nietoperzy zamieszkujacych kryjowke A. Jednak
migracja w pierwszej kolejnosci nastepuje do kryjowek najblizej potozonych B i C,
a dopiero potem do kryjowki D (rysunki 10 i 16).
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RYSUNEK 4.10. Wykresy rozwigzarn modelu. Przypadek 4

ZRODLO: opracowanie wiasne

Przypadek 5
Rozpatruje sie trzy zasiedlone i przepetnione kryjowki A, Bi C, gdzie x,(0) = x,(0) =
x,(0) = 10 przy ¢, = 5, ¢, = 6, ¢, = 9 w ukladzie jak na rysunku 4.11.
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RYSUNEK 4.11. Uktad kryjowek w terenie. Przypadek 5
7RODLO: opracowanie wtasne
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RYSUNEK 4.12. Wykresy rozwigzan modelu. Przypadek 5

ZRODLO: opracowanie wiasne

Jedyna wolna kryjowka gotowa do zamieszkania jest dziupla D (x,(0) = 0) znajdu-
jaca sie w obrebie detekcji osobnikéw zamieszkujacych dziuple A. Przyjelismy a = 89
oraz & ,, =88, &5, = 101,21, &, = 182,96 (rysunek 4.17). W tym przypadku naste-
puje natychmiastowy spadek liczebnos$ci podpopulacji w przepetnionych kryjow-
kach A, Bi Cz powodu $miertelnosci lub migracji do pustej kryjéwki D. Analizujac
wykresy rozwigzan prezentowanych na rysunku 4.12 trudno wnioskowac¢ o migracji
z najblizej polozonej dziupli A. Natomiast prezentowane wczesniejsze cztery przy-
padki wskazuja na poprawng konstrukcje modelu, ktéry symuluje strategie wyszuki-
wania kryjowek adekwatnie do dobranej topografii terenu, czyli adekwatnie do usta-
lonego poziomu maksymalnej detekeji.

Podsumowanie

Konstrukcja modelu dobrze sprawdza si¢ w opisanych wyzej przypadkach. Prawidlowo
symuluje zwyczaje nietoperzy zwigzane z komunikacjg i przekazywaniem informa-
cji miedzy osobnikami jednej kolonii oraz wyszukiwaniem i zasiedlaniem natural-
nych kryjowek w terenie. Prezentowany w pracy arkusz interaktywny pozwala czy-
telnikowi samodzielnie zweryfikowac zaprezentowane w pracy wyniki oraz by¢ moze
odkry¢ pewne niedociggniecia i niedoskonalosci w konstrukeji modelu teoretycznego.
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Abstract

Solutions of the model describing the development of bats’ sub-populations — analy-
sis using interactive document of the Maple program

In the work, we analyze the behavior of the solutions to the mathematical model

describing bats’ population development. We present in detail the assumptions

of the model and the natural motivations behind its construction. We take into

account, among other, the specific searching roosts strategy, limited detection range

in a difficult environment full of obstacles and the ability to transmit information

in a group. The behavior of the bats population and their searching roosts strategy
described in the paper is based on the observation of the behavior of two bats’ spe-
cies inhabiting the Bialowieza Forest. The presented model is based on the system

of ordinary differential equations. In the work, we present some simulations based

on the interactive Maple document. Such document allows to analyze the behavior
of numerical solutions under dynamically changing model parameters. We describe

in detail the construction and operation the document, which uses the program-
mable Maple Embedded Components.

Keywords: interactive Maple document, bats, mathematical model
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