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Wstep

Teoria zbioréw przyblizonych, zainicjowana w lata 80. XX wieku przez polskiego
uczonego profesora Zdzistawa Pawlaka, wciaz cieszy si¢ duzym zainteresowaniem
wsréd naukowcdéw, pracujacych nad przetwarzaniem danych niepewnych. Jest ona
stosowana i rozwijana w obszarach takich, jak m.in. sztuczna inteligencja, eksplo-
racja danych, uczenie maszynowe, rozpoznawanie wzorcéw, systemy wspomagania
decyzji, systemy wieloagentowe, systemy zarzadzania ryzykiem, analiza konfliktéw
czy nauki kognitywne. Skuteczno$¢ rozwiazywania realnych probleméw przy wyko-
rzystaniu podejscia zbior6w przyblizonych jest udokumentowana publikacjami w ta-
kich dziedzinach, jak m.in. medycyna, farmakologia, bankowos¢, analiza rynkowa,
media spoteczne.

Przyczyn sukcesu zbiorow przyblizonych mozna upatrywaé w tym, ze odzwier-
ciedlaja one w pewnym stopniu spos6b analizy zjawisk bliski ludzkiemu spostrze-
ganiu rzeczywistosci. Ostra logika dwuwartoSciowa jest tu zastapiona podejsciem,
ktére dopuszcza wystgpowanie sytuacji niepewnych, niedajacych si¢ jednoznacznie
sklasyfikowaé. Odstepuje si¢ od binarnej oceny, przykladowo dany klient banku jest
albo nie jest wiarygodnym kredytobiorca, na rzecz oceny przyblizonej, przyktadowo
dany klient banku jest na pewno, jest prawdopodobnie, nie jest na pewno albo nie
Jjest prawdopodobnie wiarygodnym kredytobiorca.

Dzigki teorii zbioréw przyblizonych dziedzina eksploracji danych, ktérej czgstym
przedmiotem badan sa bazy danych, opisujace przypadki niepewne, zostata wypo-
sazona w dodatkowe narzgdzia do radzenia sobie z danymi nieprecyzyjnymi, nie-
kompletnymi czy zaszumionymi. Dzigki nim mozna skutecznie przeprowadzié¢ na
danych niepewnych operacje takie, jak selekcja cech, dyskretyzacja zbioréw warto-
$ci atrybutéw, uzupetnianie danych niekompletnych, réwnowazenie klas niezbalan-
sowanych, generowanie przyblizonych opiséw czy samo klasyfikowanie danych.

W niniejszej monografii zamieszczono prace, w ktérych zaprezentowano skutecz-
no$¢ wybranych narzgdzi zbioréw przyblizonych, zastosowanych na etapie transfor-
macji oraz samej eksploracji danych.

Rozdziat Macieja Kopczyriskiego SPRZETOWO WSPOMAGANE WYZNA-
CZANIE RDZENIA W STRUKTURACH FPGA jest poSwigcona badaniom nad
sprzgtowym przyS$pieszeniem wyznaczania zbioru atrybutéw niezbywalnych — okre-
Slanego mianem rdzenia — w procesie redukcji zbioréw danych. Badany sposéb ob-
liczania rdzenia bazuje na podejSciu z zakresu teorii zbioréw przyblizonych, gdzie
niezbywalne atrybuty sa odnajdywane w macierzy, ktéra dla kazdej pary obiektéw
z bazy danych pokazuje zbiér odrézniajacych je atrybutéw. Autor przedstawia wy-
brane metody obliczania rdzenia, bazujace na ukladach programowalnych FPGA,



ktére sa zweryfikowane na dwdch referencyjnych zbiorach danych. Wyniki ekspe-
rymentOw pokazuja, ze zastosowane rozwiazania sprzgtowe znacznie przyspieszaja
przetwarzanie danych na potrzeby wyznaczania rdzenia.

W rozdziale EFEKTYWNE METODY WYZNACZANIA REDUKTOW OPAR-
TE NA UKELADACH FPGA Mateusz Chormanski prezentuje metody, ktére w rela-
tywnie szybkim czasie sa w stanie dokonac istotnej selekcji cech zbioru danych. Wy-
znaczaja one minimalne redukty, definiowane w teorii zbioréw przyblizonych jako
najmniejsze zbiory atrybutéw sposréd wszystkich, ktére sktadaja si¢ jedynie z atry-
butéw wystarczajacych do prawidtowego opisu danych. W celu uzyskania znacznego
przys$pieszenia obliczen, metody wyznaczania minimalnych reduktéw oparte na stra-
tegii przeszukiwania wszerz przestrzeni wszystkich potencjalnych reduktéw zostaty
zaadaptowane sprzgtowo przy wykorzystaniu uktadéw z rodziny FPGA. Autor po-
kazuje zar6wno uzyskane przys$pieszenia wzglgdem implementacji programowej na
komputerze klasy PC, jak réwniez réznice w czasach wykonywania obliczen w za-
leznosci od zastosowania jednego z dwoch popularnych uktadéw FPGA.

W rozdziale WPEYW DYSKRETYZACJI DANYCH NA SKUTECZNOSC DZIA-
EANIA ALGORYTMOW SELEKCIJI NEGATYWNEJ, autorstwa Izabeli Kartowicz-
Stolarskiej, dokonano przegladu i poréwnania wybranych klasyfikatoréw, bazuja-
cych na jednym z podejs$¢ sztucznych systeméw immunologicznych, jakim jest se-
lekcja negatywna. Zweryfikowano takze skutecznos¢ tych algorytméw w przypadku,
gdy oryginalne dane opisane za pomoca atrybutéw liczbowych sa poddane dyskre-
tyzacji dedykowanej zadaniu klasyfikacji. Migdzy innymi zostat zbadany wptyw na
wynik klasyfikacji metody dyskretyzacji zdefiniowanej w teorii zbioréw przyblizo-
nych. Wyniki badafi pokazuja, ze zastosowanie negatywnej selekcji w potaczeniu
z dyskretyzacja danych moze skutecznie zwigkszy¢ jakos¢ klasyfikacji.

Dariusz Jankowski w rozdziale WPLYW TECHNIK WSTEPNEGO PRZYGO-
TOWANIA DANYCH NA SKUTECZNOSC KLASYFIKACJI OBIEKTOW BAZY
DERMATOLOGY ZA POMOCA ALGORYTMU LEM?2 bada problem klasyfikacji
danych medycznych przy uzyciu algorytmu indukcji regut decyzyjnych, zdefinio-
wanego w teorii zbioréw przyblizonych. Autor weryfikuje skutecznosé klasyfikacji
za pomocg algorytmu LEM?2, gdy oryginalne dane sa podane wstgpnej transformacji
przy wykorzystaniu narzgdzi selekcji cech i dyskretyzacji zbioru wartosci atrybutéw.
Przeprowadzone eksperymenty umozliwity okreslenie scenariuszy wstgpnego przy-
gotowania danych, przy ktérych algorytm LEM2 jest w stanie zwigkszyC trafno$¢
predykcji w poréwnaniu z tg otrzymang na danych oryginalnych.

Bialystok, grudzien 2020 Piotr Horiko



Rozdzial 1

SPRZETOWO WSPOMAGANE WYZNACZANIE RDZENIA
W STRUKTURACH FPGA

Maciej Kopczynski]

Streszczenie W rozdziale zaprezentowano kilka wybranych sprzetowych metod ob-
liczania rdzenia bazujacych na uktadach programowalnych FPGA wspieranych jed-
nostkami obliczeniowymi CPU typu softcore. Stworzone zostaty moduty sprzgtowe,
ktére naleza do uktadéw kombinacyjnych i sekwencyjnych. Zaproponowane archi-
tektury zostaty przetestowane w rzeczywistym uktadzie FPGA na dwoéch réznych
zbiorach danych o réznych licznosciach. Zostaly réwniez wykonane badania po-
réwnawcze w tozsamej implementacji programowej uruchamianej na komputerze
PC. Otrzymane wyniki w sposéb jednoznaczny wskazuja na znaczace zmniejszenie
czasu realizacji obliczent dla modutéw sprzgtowych w poréwnaniu z funkcjonalnie
taka samg implementacja programowa. W rozdziale tym przytoczone sa niezbgdne
definicje z zakresu zbioréw przyblizonych, pokazane sa gléwne zatozenia architek-
tury poszczegdlnych rozwiazan sprzgtowych wraz z przyktadem ich dziatania, jak
réwniez jest opisana charakterystyka zbiorow danych przed, jak i po przeksztalce-
niach niezbgdnych do realizacji obliczefi przez moduty wykonawcze w strukturach
FPGA.

Stowa kluczowe: zbiory przyblizone, rdzefi, FPGA, implementacja sprzgtowa

Wprowadzenie

Jednym z najwigkszych probleméw zwigzanych z tworzeniem systeméw wspomaga-
nia decyzji jest czas przetwarzania danych wejSciowych, ze szczegdlnym uwzgled-
nieniem duzych zbioréw danych (ang. Big data). Big data to termin odnoszacy si¢
do duzych, r6znorodnych i zmiennych zbioréw danych, ktérych przetwarzanie i ana-
liza sa trudne, ale jednoczes$nie cenne, poniewaz moga prowadzi¢ do zdobywania
nowej wiedzy. W praktycznych zastosowaniach pojecie duzego zbioru danych jest
wzgledne i oznacza sytuacje, w ktérej zbidr nie moze by¢ przetworzony przy uzy-
ciu prostych i powszechnie dostepnych metod (Marz 1 Warren, |2015). W zaleznoSci

*  Wydziat Informatyki, Politechnika Bialostocka, Wiejska 45A, 15-351 Bialystok,
m.kopczynski @pb.edu.pl
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od celu wybranej metody i ztozonoSci algorytmu moze to oznaczaé rozmiar danych
liczony w megabajtach, gigabajtach lub terabajtach.

Jednym z przyktadéw tak ogromnych zbioréw danych sa dane odczytywane
z czujnikéw, np. z linii produkcyjnej. W kazdej czgsci takiej linii znajduje si¢ bar-
dzo wiele takich czujnikéw, ktére caty czas dostarczaja dane, co tworzy ogromny
strumien danych, ktére musza zostaé przetworzone, np. w celu predykcji przysztych
awarii, a tym samym unikania przestojow linii z mozliwie duzym wyprzedzeniem.

Powstato wiele metod przetwarzania takich zbioréw danych i wydobywania z nich
wiedzy, jak réwniez minimalizowania iloSci danych, ktére musza by¢ przetwarzane.
Jedna z nich jest teoria zbioréw przyblizonych (ang. Rough sets), pozwalajaca mig-
dzy innymi na stosunkowo atwe ograniczenie liczby atrybutéw (kolumn) w wejscio-
wych zbiorach danych. Gtéwne zatozenia dotyczace metod zbioréw przyblizonych
opisane sa przez Pawlak 1 Skowron| (2007). Pod katem ograniczania liczby atrybu-
tow, w metodach zbioréw przyblizonych zdefiniowane sa dwa wazne pojecia: redukt
(ang. Reduct) oraz rdzen (ang. Core). Redukty to zbiory atrybutéw, ktére zawie-
raja kluczowe informacje niezbgdne do prawidtowe;j klasyfikacji danych. Rdzenie to
zbiory atrybutéw, ktérych nie mozna w zadnych okolicznosciach usunaé z poczat-
kowego zbioru danych. Innymi stowy, atrybuty istniejace w rdzeniu musza réwniez
istnie¢ we wszystkich reduktach.

Teoria zbioréw przyblizonych, opracowana w latach osiemdziesiatych XX wieku
przez prof. Z. Pawlaka, jest uzytecznym narzgdziem do analizy danych. Dlatego
w naukowych i komercyjnych narzedziach przetwarzania danych zaimplemento-
wano wiele algorytméw zbioréw przyblizonych. Jednak wraz ze wzrostem rozmiaru
danych pojawia si¢ problem z wydajnoscia i rosnacym czasem ich przetwarzania.

Jednym z rozwigzan jest opracowanie algorytméw o mniejszej ztozonosci oblicze-
niowej. Kolejnym jest przetwarzanie rownolegle duzych zbioréw danych. Algorytmy
do obliczania rdzenia i reduktéw oparte na modelu programowania rozproszonego
MapReduce mozna znaleZ¢ w pracy |[Czotombitko 1 Stepaniuk! (2015)).

Innym podejSciem do przetwarzania duzych zbioréw danych sa sprzetowe im-
plementacje istniejacych algorytméw. Tego typu podejScie mozna zrealizowaé za
pomoca uktadéw FPGA (ang. Field Programmable Gate Arrays). Jest to grupa cy-
frowych uktadéw scalonych, ktérych funkcjonalno$¢ moze by¢ zmieniona w kazdym
momencie i jest oparta gtéwnie na definiowanych przez inzyniera funkcjach boolow-
skich. Dlatego tez moga by¢ one uzywane do wspomagania obliczen w zakresie zbio-
row przyblizonych, ze szczegdlnym uwzglednieniem réwnoleglego przetwarzania
danych. Nalezy jednak zaznaczy¢, ze wykorzystanie uktadow FPGA w zakresie im-
plementacji algorytméw programowych stwarza trudnos$¢ w aspekcie dostosowania
tych algorytméw do charakteru przetwarzanych danych oraz ich analizy w celu iden-
tyfikacji tych elementéw, ktére moga by¢ realizowane réwnolegle w strukturach pro-
gramowalnych. Innymi stowy, implementacja sprzgtowa algorytmu programowego
nie zapewnia elastycznos$ci tozsamej z funkcjonalnym odpowiednikiem rozwiazania
zrealizowanego w jezyku zar6wno wysokiego, jak i niskiego poziomu.



Obecnie istnieje kilka implementacji sprzgtowych wybranych metod zbioréw
przyblizonych. Idea przyktadowego procesora generujacego reguly decyzyjne z ta-
blic decyzyjnych zostata opisana w pracy Pawlak| (2004). Lewis, Perkowski 1 Jo-
zwiak| (1999) przedstawili architekture teoretycznego procesora bazujacego na sie-
ciach komérkowych opisanych przez [Muraszkiewicz 1 Rybinski| (1993)). |Kanasugi
1 Yokoyama), (2001) opracowali koncepcje urzadzenia sprzetowego zdolnego do mi-
nimalizacji duzych funkcji logicznych utworzonych na podstawie macierzy rozrdz-
nialnodci. Bardziej szczegétowe podsumowanie istniejacych sprzgtowych implemen-
tacji metod zbioru przyblizonego mozna znaleZz¢ w opracowaniu [Kopczynski i Ste-
paniuk (2013)) i w pracy [Tiwari i Kothari| (2014). Wyniki poprzednich badar autora
dotyczg idei procesora dla metod zbioréw przyblizonych (Stepaniuk, Kopczynski
1 Grzes| 2013)), obliczania reduktu wspomaganego sprzgtowo (Kopczynski, Grzes
1 Stepaniuk], 2014a)), obliczania rdzenia przy uzyciu rozwigzania opartego na FPGA
(Kopczynski, Grzes 1 Stepaniuk,, 2014b)), jednostki sprzgtowej do przetwarzania du-
zych zbioréw danych (Kopczynski, Grzes 1 Stepaniuk, [2015) czy tez dwuetapowego
algorytmu znajdowania reduktow (Grzes i Kopczynski, |[2019).

W podrozdziale[I.T|przedstawiono najwazniejsze definicje zwiazane z operacjami
obliczania rdzenia, jak réwniez oméwiono wykorzystywane algorytmy. Ponadto,
w podrozdziale zawarto przyklad dziatania algorytmu oraz opisano dane wykorzy-
stywane w badaniach eksperymentalnych. W podrozdziale[I.2]skupiono si¢ na opisie
architektury sprzgtowej opracowanych modutéw wspomagajacych obliczanie rdze-
nia, jak rowniez zawarto przyktad dziatania takiego modutu zaprezentowany na po-
ziomie danych binarnych. W podrozdziale [1.3] opisano rzeczywiste Srodowisko te-
stowe oraz przedstawiono wyniki badani eksperymentalnych. W Podsumowaniu za-
prezentowano najwazniejsze wnioski oraz okreslono przyszie mozliwosci optymali-
zacji modutéw sprzetowych w kontekscie badan naukowych.

1.1 Podstawowe definicje
1.1.1 Rdzeri w ujeciu zbiorow przybliZonych

Niech DT = (U,AU{d}) bedzie tablica decyzyjna, gdzie U jest zbiorem obiek-
tow, A jest zbiorem atrybutéw warunkowych, a d jest atrybutem decyzyjnym. W ta-
blicy decyzyjnej niektdre atrybuty warunkowe ze zbioru A moga by¢ usunigte (in-
nymi stowy: sa zbgdne), jednak ich usunigcie nie moze pogorszy¢ jakosci klasy-
fikacji. Zbiér C C A wszystkich niezbednych atrybutéw warunkowych nazywany
jest rdzeniem. Zaden z jego elementéw nie moze zostaé usuniety bez wplywu na
moc klasyfikacji wszystkich atrybutéw warunkowych. Aby obliczy¢ rdzen, mozna
uzy¢ macierzy rozréznialnosci [DM(x,y)|cyeu, gdzie DM(x,y) = {a € A : a(x) #
a(y) and d(x) # d(y)}.



Rdzen to zbiér wszystkich jednoelementowych komdrek macierzy rozréznialno-
Sci, §j. CORE = Uy yeu cardinality(DM(x,y))—1 PM (x,Y). Znacznie bardziej szczegStowy
opis definicji rdzenia mozna znaleZzé w artykule (Pawlak i Skowron, 2007)) lub
w ksiazce (Stepaniukl 2008)).

1.1.2 Podstawowy algorytm obliczania rdzenia

Jeden z najpopularniejszych algorytméw obliczania rdzenia wykorzystujacy macierz
rozréznialnodci jest przedstawiony w postaci pseudokodu w tym podrozdziale. Naj-
wigkszym jednak ograniczeniem tego algorytmu dla duzych zbioréw danych jest po-
trzeba przechowywania macierzy rozréznialno$ci DM jako dwuwymiarowe;j tablicy
o rozmiarze |U|x|U|. Poszczeglne wersje sprzgtowe algorytméw obliczania rdze-
nia wykorzystuja elementy algorytmu podstawowego, jednakze algorytmy te zostaty
w znacznym stopniu zmodyfikowane i dostosowane do rozwigzania sprzgtowego.

Algorytm 1.1 Algorytm obliczania rdzenia oparty na definicji

INPUT: macierz rozroznialno$ci DM
OUTPUT: rdzen C

1. C+0

2: forx e U do

3: foryc U do

4: if [DM(x,y)| =1 then
5: C + CUDM(x,y
6: end if

7 end for

8: end for

Dane wejsciowe do algorytmu opartego na definicji stanowi macierz rozréznial-
nosci DM, a wyjScie to rdzefi C. Rdzen jest inicjalizowany jako pusty zbiér w linii
1. Dwie petle w liniach 2 i 3 iteruja po wszystkich obiektach (oznaczonych jako U)
w macierzy dostrzegalnos$ci. Instrukcja warunkowa w linii 4 sprawdza, czy komoérka
macierzy zawiera tylko jeden atrybut. Jesli tak, to ten atrybut jest dodawany do rdze-
nia C.
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1.1.3 Sprzetowy algorytm obliczania rdzenia dla duZych zbiorow
danych

Gléwna koncepcja algorytmu CORE-HIDM (CORE Hardware Indirect Discerni-
bility Matrix) jest oparta na wtasciwosci singletonu, czyli komérki z macierzy roz-
réznialnodci sktadajacej si¢ tylko z jedynego atrybutu, co jest bezposrednio zwia-
zane z definicja przytoczona na poczatku tego podrozdziatu. Jak zostato wczesniej
wspomniane, rozwigzania bazujacego na definicji nie mozna uruchomi¢ na sprzgcie
dla wigkszych zbioréw danych z powodu ograniczenn zasobéw uktadu FPGA. Nie
jest mozliwe przechowywanie duzego zestawu danych w module sprzgtowym. Dla-
tego tez zaproponowany zostat algorytm dedykowany do implementacji sprzgtowe;j -
CORE-HIDM. Jest on réwniez baza do opracowania kilku jego wariantéw dedyko-
wanych dla réznych optymalizacji w zakresie przetwarzania rownolegltego. Jednym
z takich wariantéw sprzgtowych zaprezentowanych w tym rozdziale jest implemen-
tacja opisana jako CORE-PHIDM (CORE Parallel Hardware Indirect Discernibility
Matrix). Szczegdty dotyczace tego rozwigzania podane zostanga w kolejnych podroz-
dziatach poswigconych oméwieniu architektury modutéw wykonawczych. Gtéwna
idea algorytmu CORE-HIDM jest podzielenie catego zbioru danych na réwne czgsci
przechowywane w dwoch niezaleznych jednostkach pamigci RAM uktadu FPGA.
Czesci te sa nastgpnie przetwarzane przez jednostke obliczeniowg (algorytm CORE-
HIDM).

Dane wejsciowe do algorytmu CORE-HIDM stanowi tablica decyzyjna DT,
a wyjScie rdzen C. W pierwszym kroku rdzen C jest inicjalizowany jako pusty zbidr.
Dwie petle w liniach 2 i 4 sa odpowiedzialne za wybér fragmentu wejsciowej tablicy
decyzyjnej. Tabela decyzyjna DT jest podzielona na m czgsci, z ktérych kazda ma
rozmiar n obiektéw. Linie 3 i 5 odpowiadaja za zatadowanie wybranych fragmentéw
zbioru danych do pamigci RAM zaimplementowanych w uktadzie FPGA. Dwie pgtle
w liniach 6 1 7 pobieraja do poréwnania kolejne obiekty z fragmentu tablicy decy-
zyjnej. Linia 8 poréwnuje warto$¢ atrybutu decyzyjnego dwoch obiektow x i y. Jesli
obiekty naleza do réznych klas decyzyjnych, to wykonywana jest pozostata czes¢
algorytmu. Zmienna count odpowiedzialna za przechowywanie liczby réznic war-
todci atrybutéw warunkowych pomigdzy obiektami x i y jest ustawiana na warto$¢
0 w linii 9. Petla w linii 10 iteruje po zbiorze atrybutéw warunkowych A. Wartosci
atrybutu warunkowego a sg poréwnywane migdzy obiektami x i y w linii 11. W przy-
padku réznicy wartosci, zmienna count jest zwigkszana, a atrybut a jest zapisywany
w zmiennej candidate. Po zakonczeniu petli, atrybut w zmiennej candidate jest do-
dawany do rdzenia C, jesli zmienna count jest réwna 1 i atrybut a nie znajduje si¢
w rdzeniu (wiersze od 16 do 18).
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Algorytm 1.2 Algorytm CORE-HIDM

INPUT: tablica decyzyjna DT = (U,AU{d}), dwie liczby naturalne n,m > 0
OUTPUT: rdzen C

1: C+0

2: for cnt; + Otom—1do

3: RAM1 + {X eU < Xentyon to x(cnt1+l)~n—l}

4: for cnt, < cnty tom—1 do
5: RAM? < {x € U : Xentyn t0 X(cpy1yn—1}
6: for x € RAM1 do
7: for y € RAM?2 do
8: if d(x) # d(y) then
9: count < 0
10: forac Ado
11: if a(x) # a(y) then
12: count < count + 1
13: candidate <+ a
14: end if
15: end for
16: if count = 1 and candidate ¢ C then
17: C <+ CU{candidate}
18: end if
19: end if
20: end for
21: end for
22: end for
23: end for

1.1.4 Przyktad obliczania rdzenia na bazie definicji

W tabeli [[.T] przedstawiono przyktadowa tablice decyzyjna sktadajaca si¢ z 4 atry-
butéw warunkowych i jednego atrybutu decyzyjnego. Zbiér danych opisuje decyzje
zwiazane z aktywnoscia fizyczna (ang. activity) na podstawie 4 opisowych cech po-
gody: warunki (ang. outlook), temperatura (ang. temp), wilgotnos¢ (ang. humidity)
1 wiatr (ang. windy).

Przed obliczeniem rdzenia nalezy najpierw stworzy¢ macierz rozrdéznialnosci.
Uzywajac definicji przedstawionych w podrozdziale zostata obliczona ma-
cierz rozréznialnosci DM dla tablicy decyzyjnej pokazanej w tabeli [I.T} Macierz jest
symetryczna wzgledem swojej przekatnej, wigc obliczany jest tylko dolny tréjkat.
Dodatkowo, aby ograniczy¢ rozmiar tabeli, obliczono macierz rozréznialnosci DM
tylko dla 6 pierwszych obiektéw ze zbioru danych. Macierz wynikowa pokazana jest
w tabeli
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Tabela 1.1: Przyktadowy zbiér danych sktadajacy si¢ z 4 atrybutéw warunkowych i 1 atrybutu
decyzyjnego

ID outlook temp humidity windy activity

1 sunnny high high no no
2 sunnny high high yes no
3 cloudy high high no yes
4 sunnny low  high no yes
5 sunnny high normal no yes
6 sunnny high normal yes no
7 cloudy high normal yes yes
8 sunnny low  high no no
9 sunnny high normal no yes
10 sunnny low normal no yes

11 sunnny low normal yes yes
12 cloudy low  high yes yes

Zgodnie z algorytmem obliczania rdzenia opisanym w podrozdziale po-
nizej przedstawiono przyktad wyznaczania rdzenia na podstawie macierzy roz-
réznialnosci DM pokazanej w tabeli Na poczatku rdzefi C jest pusty. Dwie
gtéwne petle wykonuja pierwszg iteracj¢ przechodzac przez wszystkie komérki ma-
cierzy rozréznialnosci. Dla kazdej z nich sprawdzany jest warunek dodania atry-
butu do rdzenia. Pierwszy taki przypadek wystepuje dla komérki na przecigciu
obiektéw 1 i 3. Komoérka ta zawiera tylko jeden atrybut {o}. Ten atrybut nie ist-
nieje w rdzeniu, wigc jest do niego dodawany, czyli rdzefi C = {o}. Po wykonaniu
pozostatych krokéw algorytmu, kofcowy rdzen to C = {o,t,h,w}, co odpowiada
C = {outlook,temp, humidity, windy}.

Tabela 1.2: Macierz rozréznialno$ci dla pierwszych 6 obiektéw ze zbioru przyktadowego

ID 1 2 3 4 56
1 0

2 0 0

3 {o} {o,w} 0

4 {r} {r,w} 0 0

5 {0} (hw! 0 0 0

6 0 0 {ohw}{t,hw}{w}0
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1.1.5 Dane do badarn eksperymentalnych

Przeprowadzone eksperymenty wykorzystywaly dwa zbiory danych: Poker Hand
(autorstwa Roberta Cattrala i Franza Oppachera) oraz zbiér danych o dzieciach z cu-
krzyca insulinozalezng typu 1 (autorstwa Jarostawa Stepaniuka).

Pierwszy zestaw danych pozyskano z repozytorium UCI Machine Learning (Lich-
man), [2013)). Kazdy z 1 000 000 rekordéw jest przykladem zestawu skladajacego si¢
z pigciu kart do gry dobranych ze standardowej talii 52 kart. Kazda karta jest opisana
za pomocg dwdch atrybutéw (kolor i ranga), co daje tacznie 10 atrybutéw warunko-
wych. Atrybut decyzyjny opisuje “uktad pokerowy”.

Cukrzyca insulinozalezna jest przewlekla choroba charakteryzujaca si¢ niezdolno-
Scig do wytwarzania wystarczajacej ilosci insuliny do wydajnego przetwarzania we-
glowodanéw, ttuszczu i biatek. Leczenie wymaga wstrzyknig¢ insuliny. Dwanascie
atrybutéw warunkowych obejmujacych wyniki badan fizycznych i laboratoryjnych
oraz jeden atrybut decyzyjny (mikroalbuminuria) opisuje baz¢ danych wykorzysty-
wanga w eksperymentach. Zbiér danych sktada si¢ ze 107 przypadkéw. Baza danych
jest zawarta jest w artykule Stepaniuk| (2000).

Baza Poker Hand zostata wykorzystana do stworzenia mniejszych zbioréw da-
nych przez wybranie okreSlonej liczby wierszy oryginalnego zbioru danych z zacho-
waniem rozktadu klas decyzyjnych. Baza danych dotyczaca cukrzycy zostata wyko-
rzystana do wygenerowania wigkszych zbioréw przez powielenie wierszy z orygi-
nalnego zbioru danych.

Utworzone zbiory danych musiaty zosta¢ przeksztatcone do wersji binarnej. War-
todci liczbowe zostaly zdyskretyzowane, a warto$¢ kazdego atrybutu zakodowana
przy uzyciu czterech bitow dla obu zbioréw danych. Kazdy obiekt zostat opisany na
44 bitach w przypadku zbioru Poker Hand i 52 bitach w przypadku bazy cukrzy-
kéw. Opisy obiektow musialy zostaé rozszerzone do 64-bitowych stéw, wypetniajac
nieuzywane atrybuty binarnym “0” celem uproszczenia architektury przetwarzania
danych po stronie uktadu FPGA.

1.2 Implementacje sprzetowe

1.2.1 Obliczanie rdzenia jako uktad kombinacyjny - “OR-cascade”

Pierwszym przedstawionym ukladem implementacji sprzgtowej algorytmu oblicza-
nia rdzenia jest uklad kombinacyjny bazujacy bezposrednio na definicji i metodzie
obliczania rdzenia przedstawionej w podrozdziale[I.1.2]
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Architekture pierwszego rozwigzania pokazano na rysunku Wejsciem do tego
bloku jest pelna tablica decyzyjna. Modut obliczeniowy sktada si¢ z trzech blokéw
funkcjonalnych:

1. Comparators CB - blok komparatoréw, ktére obliczaja wpisy macierzy rozroz-
nialnosci. Kazdy komparator ma dwa wejscia, ktére sa podtaczone do dwéch
obiektéw tablicy decyzyjne;j.

2. OR-gates Cascade - blok bramek OR potaczonych kaskadowo. Kazda bramka
wyznacza logiczna operacje OR na dwoch wartosciach: jednej z poprzedniej
bramki w kaskadzie i drugiej z komparatora. Wynik przesytany jest do nastgpne;j
bramki OR i ostatecznie do rejestru CORE, ktéry przechowuje wynik obliczefi.
Wybrana bramka OR moze zostaé¢ zablokowana przez wyjscie z Singleton De-
tector.

3. Singleton Detector - blok sprawdzajacy, czy wpis w macierzy rozréznialnosci
jest singletonem, tj. sktada si¢ tylko z jednej logicznej “1”. Wyjscia tego bloku
sa potaczone z kaskada bramek OR.

Singleton
M| Detector

X1

X2

| OR-gates
Cascade

XN

Decision Table (DT)

I
I
! I
I
I
)
| |
I | |
! /SN S R
,,,,,,, I
Comparators

Rysunek 1.1: Diagram blokowy modutu obliczania rdzenia “OR-cascade” w wariancie
kombinacyjnym

Komérki macierzy rozréznialnosci sa obliczane przez komparatory bardzo szybko,
gtéwnie ze wzgledu na prostote architektury kazdego komparatora z bloku CB, jak
réwniez kombinacyjny charakter uktadu wykonawczego. Nastgpnie wszystkie wej-
Scia trafiaja do kaskady bramek OR. Czas niezbedny do obliczenia wyniku zalezy
od wielkosci tablicy decyzyjnej. Ostatnia bramka w kaskadzie przechowuje wynik
obliczenn w rejestrze CORE.
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1.2.2 Obliczanie rdzenia jako uktad sekwencyjny - “Mixed”

Gtéwnym ograniczeniem rozwiazania opartego na uktadzie kombinacyjnym jest
matly rozmiar tablicy decyzyjnej, ktéra moze by¢ przetwarzana. Im wigkszy roz-
miar danych, tym wigcej zasobéw uktadu FPGA jest wykorzystywane. Efektywnie,
tego rodzaju rozwigzanie moze przetwarzaé zbiory o licznosciach setek obiektow.
Ze wzgledu na ograniczenie zasobow struktury FPGA, zaproponowany zostal wa-
riant modutu sprzgtowego obliczania rdzenia oparty o uktad sekwencyjny, ktéry jest
znacznie bardziej optymalny pod wzgledem zuzycia zasobéw. Architekturg tego roz-
wigzania pokazano na rysunku[I.2]

Object selection | ¢ontrol

Logic

Singleton
Detector

OR-gates
Cascade

,,,,,,,,,,

result

Rysunek 1.2: Diagram blokowy modutu obliczania rdzenia “Mixed” w wariancie sekwencyjnym

Gléwne réznice w stosunku do poprzedniego rozwiazania to:

1. Liczba komparatoréw CB jest réwna liczbie obiektéw w tablicy decyzyjnej, a nie
liczbie elementéw w macierzy rozréznialnosci.

2. Liczba bramek OR w kaskadzie jest rowna liczbie obiektéw w tablicy decyzyj-
nej, a nie liczbie elementéw w macierzy rozréznialnosci.

3. Multiplekser MUX w kazdym cyklu zegara taktujacego wybiera kolejny obiekt
z tablicy decyzyjnej i umieszcza go w komparatorach.
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4. Blok Control Blok zlicza obiekty w tablicy decyzyjnej i zatrzaskuje wartoSci
w rejestrze tymczasowym TEMP.

Ten wariant sprzgtowy jest znacznie mniejszy pod wzgledem wykorzystania za-
sobéw niz poprzedni, ale wymaga wigcej czasu na obliczenie koiicowego wyniku.
Liczba cykli potrzebnych do zakorniczenia obliczen jest rowna liczbie obiektéw w ta-
beli decyzyjne;j.

1.2.3 Obliczanie rdzenia dla duzych zbioréw danych -
“CORE-HIDM”

Pomimo zmniejszenia liczby wykorzystywanych zasobéw uktadu FPGA, uktad “Mi-
xed” nie moze zostaé w prosty sposéb zwielokrotniony, co pozwolitoby na przetwa-
rzanie wigkszej liczby obiektéw. Gtéwnym problemem sa ograniczenia w wielko-
$ci blokéw pamigciowych w strukturze FPGA. Z tego wzgledu opracowana zostata
implementacja sprzgtowa wspomagana procesorem typu softcore oraz zewngtrzng
pamigciag RAM. Og6lng architekture tego rozwiazania pokazano na rysunku|1.3

DDR2

RAM —¢

RAM

Core
Evaluating
Block

Secure Digital NIOS Il
Flash Memory

Card embedded core

OUTPUTS

Stratix Il FPGA

Rysunek 1.3: Ogdlny diagram blokowy modutu obliczania rdzenia dla duzych zbioréw danych

Procesor typu softcore NIOS II odpowiada za nastgpujace operacje:

1. Kontroluje proces dzielenia na czgSco duzej wejSciowej tablicy decyzyjne;j.

2. Nadzoruje podstawowe bloki funkcjonalne modutéw sprzgtowego obliczania
rdzenia.

Przetadowuje dane pomigdzy wewnetrzng i zewngtrzng pamigcia RAM.
Przetwarza wyniki zwrécone przez sprzgtowe moduly obliczania rdzenia.

5. Wykonuje podstawowe operacje na zbiorach zapisanych w rejestrach.

w

Wybrany procesor to NIOS II. Jest to jednostka typu softcore dostarczona przez
firme Altera dla jej uktadéw typu FPGA. Jest to w petni funkcjonalny, 32-bitowy
procesor typu RISC ze wsparciem dla rozwigzan zwigkszajacych moc obliczeniowa
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(np. potoki wielostopniowe, dynamiczne przewidywanie rozgatezien, oddzielne pa-
miegci podreczne dla instrukcji i dla danych, jednostki MMU, MPU i inne). Pamig¢
DDR?2 przechowuje duza tablice decyzyjna. Karta SD to tymczasowe rozwigzanie
do przenoszenia danych z komputera PC do rozwiazania opartego na FPGA. Dane
z karty SD sa w catos$ci kopiowane do pamigci DDR2 na poczatku procesu oblicze-
niowego. Kazda kolejna czg$¢ danych gotowych do przetworzenia jest przechowy-
wana we wbudowanych pamigciach uktadu FPGA (MLAB, M9k i M144k). Bloki
MLAB to synchroniczne, dwuportowe pamigci z konfigurowalng organizacja 32x20
Iub 64x10. Dwuportowe pamigci moga by¢ odczytywane i zapisywane jednoczesnie,
co przyspiesza wykonywane operacje. Bloki M9k i M 144k sa réwniez synchronicz-
nymi, dwuportowymi blokami pamigci z wieloma mozliwymi konfigurowalnymi or-
ganizacjami. Cecha charakterystyczna tych blokéw jest mozliwoS¢ przygotowania
pamigci zdolnej do przechowywania niemal kazdego rodzaju obiektéw (opisanych
jako stowa bitowe).

Szczegdlowa architektura modutu sprzgtowego obliczania rdzenia “CORE-HIDM”
pokazana jest na rysunku [I.4]

Object selection Control
MUX Logic

Singleton
Detector

OR-gates
Cascade

XN —

Parts of DecisionTable @~ ~------

I
|Latching
Itemporary
result

Rysunek 1.4: Szczegétowy diagram blokowy modutu obliczania rdzenia “CORE-HIDM”

Nalezy zaznaczy¢, ze gtéwne zatozenia modutu sprzgtowego “CORE-HIDM” sa
rozwinigciem uktadu “Mixed”, przez co wczesniej oméwione elementy sktadowe
wystepujace w obydwu rozwiazaniach nie beda ponownie omawiane. Wejscia mo-
dutu to:

* RAM1 i RAM2 - pamigci przechowujace fragmenty tablicy decyzyjnej,
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* Attribute Mask Register (AMR) - rejestr przechowujacy warto$¢ odpowiada-
jaca atrybutom warunkowymdo przetworzenia,

* clock - sygnat zegarowy uktadu,

* reset - sygnal resetujacy do ustawienia poczatkowych wartosci rejestrow we-
wnetrznych w module sprzgtowym.

Wyjscia bloku CORE-HIDM to warto$¢ obliczonego rdzenia w rejestrze CORE
i sygnat ready informujacy o zakonczeniu obliczei wykonanych przez blok.

Celem przetwarzania duzych zbioréw danych do rozwiazania dodano dwa bloki
szybkich statycznych pamigci RAM, ktére zostaty utworzone jako instancje dedy-
kowanych blokéw FPGA (MLAB, M9k i M144k). Obie pamigci danych uzywane
w module (RAM1 i RAM2) przechowuja fragmenty wejsciowej tablicy decyzyj-
nej. Na poczatku algorytmu zawieraja t¢ sama czgs$C tabeli decyzyjnej. Gdy obiekty
z pamigci RAM2 zostang poréwnane ze wszystkimi obiektami z pamigci RAMI, to
pami¢é RAM?2 jest przeladowywana nastgpna czescia tablicy decyzyjnej, az do mo-
mentu, gdy w tablicy decyzyjnej nie bedzie zadnych nieporéwnywanych elementow.
Nastepnie do pamigci RAM1 i RAM2 tadowany jest drugi fragment zbioru danych
i caty proces jest kontynuowany do momentu przetworzenia calego zbioru wejscio-
wego.

1.2.4 Obliczanie rdzenia dla duZych zbiorow danych z
przetwarzaniem rownolegtym - “CORE-PHIDM”

Kolejnym rozwinigciem rozwiazania wspomagajacego w sposob sprzgtowy obli-
czanie rdzenia i dedykowanym dla duzych zbioréw danych jest uktad “CORE-
PHIDM”. W tym przypadku zwielokrotniony zostat blok sprzgtowy obliczania rdze-
nia, ktéry przestawiony zostat na rysunku [I.4] Kluczowe jednak byto wprowadzenie
zmian zwigzanych z organizacja pamigci na dane oraz synchronizacja pracy poszcze-
gblnych moduléw sprzetowych. Architektura modutu obliczania rdzenia "CORE-
PHIDM” pokazana jest na rysunku [I.5]
System sktada si¢ z nastgpujacych blokéw:

1. RAM_,,, - fragment tablicy decyzyjnej, ktéra jest porownywana z czg¢Sciami ta-
blicy decyzyjnej przechowywanymi w powielonych blokach SubCORE.

2. SubCORE - blok, ktéry dokonuje poréwnania dwéch czgsci tablicy decyzyjnej
i oblicza fragment rdzenia. Jego dziatanie jest tozsame do bloku CORE-HIDM.

Pamig¢ RAM,,,,, jest wypelniana fragmentami tablicy decyzyjnej. Kazdy blok
SubCORE zawiera réwniez kolejne fragmenty tablicy decyzyjnej. SubCORE obli-
cza czgSciowq warto$¢ rdzenia, ktéra ostatecznie jest taczona w wynikowy rdzefi C.
Powielenie blokéw SubCORE umozliwia zréwnoleglenie prowadzonych obliczen.
Cato$¢ procesu obliczeniowego jest nadzorowana przez procesor NIOS II.
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Rysunek 1.5: Diagram blokowy modutu obliczania rdzenia “CORE-PHIDM”

1.2.5 Przyktad dziatania dla modutu "CORE-HIDM”

Przyktad dziatania wyjas$nia sposéb przetwarzania danych przez uktad CORE-HIDM
bedacy gtéwna sprzgtowa jednostka obliczeniowa dla generowania rdzenia. Dla
przejrzystosci pokazano tylko najwazniejsze operacje zwiazane z przeptywem da-
nych. Jednostka sprzgtowa wymaga przeksztatcenia zbioru danych do wers;ji binar-
nej. Tablica decyzyjna z tabeli [I.1] po transformacji binarnej jest zaprezentowana
w tabeli[l.3l

Wartosci na wejSciach modutu CORE-HIDM to:

* RAM; = 00111 01111 10110 10101 1001101011 11010 00101 10011 10001
11001 11100,
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Tabela 1.3: Przyktadowy zbinaryzowany zbidr danych sktadajacy si¢ z 4 atrybutéw warunkowych
i 1 atrybutu decyzyjnego

ID outlook temp humidity windy activity

1 1 1 1 0 0
2 1 1 1 1 0
3 0 1 1 0 1
4 1 0 1 0 1
5 1 1 0 0 1
6 1 1 0 1 0
7 0 1 0 1 1
8 1 0 1 0 0
9 1 1 0 0 1
10 1 0 0 0 1
11 1 0 0 1 1
12 0 0 1 1 1

* RAM, = 00111 01111 10110 10101 1001101011 11010 00101 10011 10001
11001 11100,

co odpowiada danym w przyktadowe;j tablicy decyzyjnej po binaryzacji. Najbardziej
znaczacy bit (MSB) opisuje atrybut decyzyjny activity, za§ najmniej znaczacy bit
(LSB) odpowiada za atrybut warunkowy outlook.

Muliplexer MUX w pierwszym cyklu zegara wybiera z pami¢ci RAM; obiekt
IDy, ktéry reprezentowany jest przez stowo 00111. Obiekt ten jest pordwnywany
ze wszystkimi pozostatymi obiektami w pamigci RAM, przez komparatory CB. Ob-
liczona warto$¢ odpowiada pierwszej kolumnie macierzy rozréznialnosci. Stowo bi-
narne utworzone przez komparatory to 0000 0000 0001 0010 0100 0000 1101 0000
01000110 1110 1011. Kazda z 4-bitowych podsekwencji jest przekazywana do bra-
mek OR. Jednocze$nie cale stowo utworzone przez komparatory jest kierowane do
bloku SD, ktéry wykrywa 4-bitowe podciagi zawierajace tylko jedna logiczna “1”.
Wynik utworzony przez SD to 001110001000. Kazdy bit utworzonej wartosci steruje
pojedyncza bramka OR w kaskadzie. MSB jest podtaczony do pierwszej bramki OR.
Wartosci wejsé i wyjs¢ kazdej z bramek to:

* IN1CB = 0000; IN]pREV = 0000; IN]SD = O; OUT] = 0000,
* INQCB = 0000; INQPREV = 0000; INZSD = O; OUTz = 0000,
° IN3CB = 0001; IN3PREV = 0000; INggD = ]; 0UT3 = 000],
o IN4CB = 0010; IN4PREV = 0001; IN4SD = 1; 0UT4 =001 1,
* INSCB = 0100, INSPREV = 0011, INSSD =1; 0UT5 =011 1,
* INGCB = 0000; IN6PREV =01 11; INGSD = O; 0UT6 =011 1,
b IN7CB = 1101; IN7PREV = 0111; IN7SD = O; 0UT7 = 0111,
b INgCB = 0000; INSPREV = 0111; INgSD = O; OUTg = 0111,
b IN9CB = 0100; INgPREV = 0111; INgsD = 1; OUTg = 0111,
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® IN]()CB = 0110; INIOPREV = 0111; INIOSD = 0; 0UT10 = 0111,
® IN11CB = 1110; INIIPREV = 0111; INIISD = 0; 0UT11 = 0111,
® INIZCB = 1011; INIQPREV = 0111; INIZSD = 0; 0UT12 =0111.

Wejscie INcp odpowiada wartosci obliczonej przez dany komparator z bloku CB.
Wejscie INpgrgy jest potaczone z wyjsciem OUT poprzedniej bramki OR. Wyjscie
ostatniej bramki jest przekazywane do rejestru poSredniego TEMP.

W kolejnych cyklach zegarowych modut CORE-HIDM przetwarza pozostate
obiekty w RAM; poréwnujac je z pozostata czeScig zbioru danych w RAM;. Osta-
tecznie utworzony rdzefi to C = 1111, co odpowiada rdzeniowi C = {outlook,temp,
humidity,windy}.

1.3 Wyniki eksperymentalne

1.3.1 Srodowisko testowe

Dla wszystkich opisanych w tym rozdziale rozwiazan sprzgtowych zostaly opraco-
wane tozsame funkcjonalnie implementacje programowe w jezyku C. Wyniki do-
tyczace czasu dzialania wersji programowej uzyskano przy uzyciu komputera PC
wyposazonego w 8 GB pamigci RAM i 4-rdzeniowy procesor Intel Core 17 3632QM
o maksymalnej czgstotliwo$ci taktowania 3,2 GHz w trybie Turbo w systemie ope-
racyjnym Windows 10. Kod Zrédlowy aplikacji zostat skompilowany przy uzyciu
kompilatora GNU GCC w wersji 9.2.

Do projektowania, kompilacji, syntezy i weryfikacji symulacyjnej implementacji
sprzgtowych w jezyku VHDL wykorzystano Srodowisko Quartus II 13.1. Zsynte-
tyzowane bloki sprzgtowe zostaty uruchomione na ptycie deweloperskiej TeraSIC
DE- 3 wyposazonej w uktad FPGA typu Stratix III EP3SL150F1152C2N. W ukta-
dzie tym dostepnych jest 113 600 blokéw LE (ang. Logical Elements). Zrédlem ze-
gara uktadu FPGA dzialajacego z czestotliwoscia 50 MHz byt oscylator kwarcowy
na ptycie rozwojowe;j.

Procesor typu softcore NIOS 11, jak réwniez wigkszos$¢ elementéw systemu wbu-
dowanego, zostaly utworzone za pomoca narzedzia Qsys 13.1. Oprogramowanie dla
NIOS II zostato zaimplementowane w jezyku C przy uzyciu NIOS II Software Build
Tools for Eclipse IDE.

Pomiary czasowe dla krétkich odcinkéw czasu uzyskano za pomoca oscyloskopu
LeCroy waveSurfer 104MXs-B (pasmo 1 GHz, prébkowanie 10 GS/s). Do pomiaréw
dtuzszych czaséw dziatania uzywano sprzgtowych jednostek pomiaru czasu tworzo-
nych wewnatrz uktadu FPGA.

Nalezy zauwazy¢, ze zegar komputera PC jest
dto zegara ptyty deweloperskie;j.

cl kpc
clkppga

= 64 razy szybszy niz Zré6-
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Wszystkie obliczenia zostaly przeprowadzone przy uzyciu zestawéw danych opi-
sanych w podrozdziale Dane zostaty wstgpnie przetworzone na komputerze

PC pod katem transformacji binarnej i ewentualnej dyskretyzacji.

1.3.2 Wyniki dla matych zbiorow danych

W ponizszym podrozdziale przedstawiono wyniki czasowe oraz zajeto$¢ zasoboéw
FPGA dla uktadéw w wariancie “OR-cascade” oraz “Mixed”. Ze wzgledu na ogra-
niczenia zasob6éw uktadu FPGA, rozwigzania te nie mogly przetworzy¢ zbioréw da-
nych wigkszych niz 110 obiektéw, dlatego tez ograniczone sa do jednego zbioru

danych, czyli bazy cukrzykéw.

Tabela przedstawia wyniki czasowe otrzymane dla implementacji sprzgtowej

w wersji “OR-cascade” (i) oraz tozsamej implementacji programowej (fs).

Tabela 1.4: Poréwnanie czasu obliczania rdzenia (modut “OR-cascade”)

Obiekty Program - 5 Sprzet - ty

Is

H
— [s] [us] —
15 112.28 0.0084 13366
30 420.22 0.0104 40405
45 983.42 0.0216 45528
60 1736.67 0.0310 56021
90 4 074.80 0.0584 69773
107 5990.00 0.0683 87701

Tabela [1.5] przedstawia wyniki czasowe otrzymane dla implementacji sprzetowe;j

w wersji “Mixed” (f) oraz tozsamej implementacji programowej (£s).

Tabela 1.5: Poréwnanie czasu obliczania rdzenia (modut “Mixed”)

Obiekty Program - t5 Sprzet - ty P

Is

— [us] [us]

15 112.28 0.57 196
30 420.22 1.17 359
45 983.42 1.77 555
60 1736.67 2.40 723
90 4 074.80 358 1138
107 5 990.00 426 1406
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Tabela przedstawia wykorzystanie zasobéw uktadu FPGA wyrazone jako
liczba zajetych blokéw LE uzyskana w procesie syntezy.

Tabela 1.6: Zajetos$¢ struktury uktadu FPGA wyrazona w LE

Obiekty “Or-cascade” “Mixed”

15 1374 1252
30 5675 1979
45 12 666 3418
60 22 863 3541
90 52339 5335
107 74916 7171

Przedstawione wyniki dla uktadéw w wariancie “OR-cascade” oraz ‘“Mixed”
wskazuja na duzy wzrost szybkoSci przetwarzania danych. Czas wykonania dla
modutu sprzgtowego w poréwnaniu z implementacja programowa jest co najmniej
o 1 rzad wielkoSci krétszy dla jednostki sprzgtowej w wariancie sekwencyjnym “Mi-
xed”, co pokazano w tabeli w kolumnach ;—Ii Nalezy podkresli¢, ze przyspiesze-
nie ro$nie wraz ze wzrostem rozmiaru przetwarzanych danych. Dla kombinacyjnych
wersji jednostek sprzgtowych czasy te sa o 2 do 3 rzgdow wielkos$ci krotsze, jednak
Zuzywaja one znacznie wigcej zasobow niz rozwiazania sekwencyjne. W przypadku
praktycznych rozwiazan preferowane sa jednostki sekwencyjne, gléwnie ze wzglgdu
na fakt, ze zajmuja stosunkowo niewielkie zasoby uktadu FPGA. Nalezy podkreslic,
ze nawet implementacja sekwencyjna z 64-krotnie wolniejszym zegarem taktujacym
uktad FPGA jest znacznie szybsza, niz jej programowy odpowiednik uruchamiany
na komputerze PC.

1.3.3 Wyniki dla duzych zbiorow danych

W ponizszym podrozdziale przedstawiono wyniki czasowe oraz zajgto$¢ zasobow
FPGA dla uktadéw w wariancie “CORE-HIDM” i “CORE-PHIDM”. Ze wzgledu
na ich sekwencyjny charakter oraz wykorzystanie zewngtrznych zasob6w pamigcio-
wych, rozwiazania te moga przetwarzac zbiory danych liczace miliony obiektéw.

Tabela przedstawia czas obliczenia rdzenia dla rozwigzania sprzgtowego (fg)
1 programowego (ts) dla wariantu “CORE-HIDM”, ktéry réwniez jest zgodny z mo-
dutem “CORE-PHIDM” w przypadku pojedynczej instancji bloku SubCORE. Ba-
dania przeprowadzone zostaty dla dwéch zbioréw danych o réznych licznosciach.
Wykorzystane skréty w liczbie obiektéw to: k = 103, M = 10°.
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Tabela 1.7: Por6wnanie czasu obliczania rdzenia (modut “CORE-HIDM” oraz “CORE-PHIDM”
z 1 instancja SubCORE)

Obiekty Sprzet - ty Program - rg %

I

— [s] [s] —

Zbi6r Poker Hand
1k 0.003 0.033 10.875
2.5k 0.013 0.143 11.119
5k 0.055 0.603 10.951
10k 0.207 2.410 11.623
25k 1.225 14.721 12.015

50k 4.710 58.726  12.469
100k 21.737 237942  10.946
250k  130.947 1515.449 11.573
500k 506.225 6092916 12.036
IM  1850.523 24313.094 13.138

Zbiér cukrzykow
1k 0.003 0.018 5911
2.5k 0.013 0.078 6.044
Sk 0.055 0.328 5.953
10k 0.207 1.31 6.318
25k 1.225 8.002 6.531

50k 4.710 34.216 7.265
100k 21.737 135.309  6.225
250k 130.947 861.781  6.581
500k 506.225  3464.821 6.844
IM  1850.523 13825976 7.471

Tabele[I.8|oraz[I.9|przedstawiaja czas obliczenia rdzenia dla rozwiazania sprzeto-
wego (ty) 1 programowego (¢5) dla wariantu “CORE-PHIDM” odpowiednio w przy-
padku podwdjnej oraz poczwdérnej instancji bloku SubCORE.

Wykorzystanie zasobéw FPGA jest state dla danej konfiguracji modutu sprzgto-
wego i jest niezalezne od rozmiaru danych wejSciowych, poniewaz zbiory danych sa
podzielone na réwne fragmenty, ktére sa przetwarzane przez modut w danej konfi-
guracji. Wykorzystanie zasobéw uktadu FPGA w zalezno$ci od modutu:

* 21 562 LE dla “CORE-HIDM” oraz “CORE-PHIDM” z 1 instancja modutu
SubCORE,

* 33234 LE dla “CORE-PHIDM?” z 2 instancjami modutu SubCORE,

* 45 668 LE dla “CORE-PHIDM?” z 4 instancjami modutu SubCORE.

Powyzsze liczby obejmuja réwniez zasoby zuzywane przez procesor NIOS II.
Przedstawione wyniki czasowe wskazuja na duzy wzrost szybkosci przetwarza-
nia danych dla wszystkich prezentowanych rozwiazafi. Czas obliczenia rdzenia dla
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Tabela 1.8: Por6wnanie czasu obliczania rdzenia (modut “CORE-PHIDM” z 2 instancjami SubCORE)

Obiekty Sprzet - r; Program - 15 S

H
— [s] [s] —
Zbiér Poker Hand

1k 0.002 0.033 17.770
2.5k 0.008 0.143 18.169
5k 0.0340 0.603 17.894
10k 0.127 2.410 18.991
25k 0.750 14.721 19.632

50k 2.882 58.726  20.375
100k 13.303 237942 17.886
250k 80.139 1515.449 18.910
500k 309.807 6092916 19.667
IM 1132511 24313.094 21.468

Zbiér cukrzykéw
1k 0.002 0.018 9.659
2.5k 0.008 0.078 9.876
S5k 0.034 0.328 9.727
10k 0.127 1.31 10.323
25k 0.750 8.002 10.672

50k 2.882 34216 11.871
100k 13.303 135.309 10.171
250k 80.139 861.781 10.754
500k 309.807 3464.821 11.184
IM 1132511 13825976 12.208

modutu sprzetowego w poréwnaniu z funkcjonalnie odpowiadajaca implementacja
programowa wynosi od 5 (1 instancja modutu SubCORE) do 37 (4 instancje modutu
SubCORE) razy szybciej. Jesli uwzgledni si¢ réznicg czgstotliwosci zegara migdzy
komputerem PC a uktadem FPGA, wyniki te sa jeszcze lepsze i Sredni wspdtczynnik
przyspieszenia wynosi od 378 (1 instancja) do 2 376 (4 instancje). Wspétczynnik
przySpieszenia jest praktycznie staly dla danej konfiguracji modutu SubCORE 1i jest
podobny dla wszystkich rozmiaréw przetwarzanych zbioréw danych.

Czasy przetwarzania wariantu sprzetowego dla danego algorytmu w odniesieniu
do obu zbioréw danych sa takie same, poniewaz szerokoS¢ bitowa pojedynczego
obiektu ze zbioru danych nie ma znaczenia dla czasu obliczen przy zatozeniu, ze
stowo bitowe miesci si¢ okreslonych granicach pamigci. Przetwarzanie porcji danych
zajmuje taki sam czas, poniewaz modutl sprzgtowy zawsze wykonuje ten sam rodzaj
operacji. Dotyczy to wszystkich konfiguracji przedstawionych w tym podrozdziale
modutéw sprzgtowego obliczania rdzenia.
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Tabela 1.9: Por6wnanie czasu obliczania rdzenia (modut “CORE-PHIDM” z 4 instancjami SubCORE)

Obiekty Sprzet - r; Program - 15 S

IH

— [s] [s] —

Zbiér Poker Hand
1k 0.001 0.033 30.741
2.5k 0.005 0.143 31.432
5k 0.019 0.603 30.957
10k 0.073 2.410 32.855
25k 0.433 14.721 33.963

50k 1.666 58.726  35.249
100k 7.690 237.942  30.944
250k 46.323 1515449 32715
500k 179.079 6092916 34.024
M 654.631 24 313.094 37.140

Zbiér cukrzykéw
1k 0.001 0.018 16.710
2.5k 0.005 0.078 17.086
Sk 0.019 0.328 16.828
10k 0.073 1.31 17.859
25k 0.433 8.002 18.462

50k 1.666 34216  20.537
100k 7.690 135.309  17.596
250k 46.323 861.781 18.604
500k 179.079  3464.821 19.348
M 654.631 13 825.976 21.120

Nalezy zauwazy¢, ze Sredni wspélczynnik przyspieszenia zwiazany z liczbg in-
stancji modutu SubCORE dla “CORE-PHIDM?” nie jest liniowy i wynosi:

* 1.634 w przypadku 2 instancji modutu SubCORE,
» 2.827 w przypadku 4 instancji modutu SubCORE.

Zmniejszajacy si¢ wspotczynnik przy$pieszenia jest zwiazany z narzutem oblicze-
niowym procesora NIOS II niezbgdnym do przenoszenia danych binarnych z gtéw-
nej pamigci RAM do pamigci RAM,, kazdego z modutow SubCORE.

Podsumowanie

Implementacje sprzgtowe algorytmdéw obliczania rdzenia daja duze przySpieszenie
w poréwnaniu z rozwigzaniami programowymi. Tego rodzaju podejScie moze by¢
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jednym z kluczowych kierunkéw tworzenia skalowalnych systeméw decyzyjnych
w rozwigzaniach wymagajacych dziatania w czasie rzeczywistym.

Sprzetowe jednostki obliczajace rdzenie nie zostaty zoptymalizowane pod katem
wydajnosci. Czas przetwarzania mozna znacznie skréci¢ zwigkszajac czestotliwose
zegara taktujacego uktadu FPGA 1 dodatkowo reagujac na dwa zbocza sygnatu ze-
garowego. Przedstawione rozwiazania sprzgtowe, w szczegdlnosci w wariancie se-
kwencyjnym, sa tatwo skalowalne. Powielenie blokéw obliczeniowych znacznie po-
prawito szybkos¢ przetwarzania. Nalezy zauwazy¢, ze 4 instancje modutéw w ostat-
nim przedstawionym wariancie architektury zajmuja tylko okoto 50% Sredniej wiel-
kosci uktadu FPGA. Wspétczesnie dostgpne najwigksze na rynku uktady posiadaja
ponad 10-krotnie wigksza liczbe blokéw LE.

Dalsze badania bgda koncentrowacd si¢ na weryfikacji r6znych rozmiaréw modu-
16w obliczeniowych oraz ich optymalizacji pod katem wydajnos$ci. Prace badawcze
beda sig réwniez skupialy na optymalizacji transferu danych migdzy tablica decy-
zyjna, a jednostkami obliczeniowymi. W chwili obecnej, czas niezb¢dny na trans-
fer danych jest pomijany w wynikach empirycznych (kopiowanie danych z karty
SD do pamigci RAM), jednak w przypadkach rzeczywistych nie mozna go pomi-
nac. Istnieja jednak interfejsy transmisji danych oferujace przeptywnosci na pozio-
mie dziesigtek Gb/s (np. standard JESD204B zapewniajacy transmisje na poziomie
12,5 Gb/s, czy tez USB 3.2 Gen 2x2 pozwalajacy na transfer danych z predkoscia
20 Gb/s), ktoére sa znacznie szybsze, niz czas niezbedny do analizy danych przez
opisane w tym rozdziale algorytmy sprzgtowe.

W kolejnych badaniach nalezy réwniez wziaé pod uwage rodzaj przetwarzanych
danych. Przedstawione obecnie rozwiazania sa odpowiednie dla spéjnych zbioréw
danych. Zaprojektowane moduty nie obstuguja poprawnie zbioréw danych z braku-
jacymi warto§ciami.
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Rozdziatl 2

EFEKTYWNE METODY WYZNACZANIA REDUKTOW
OPARTE NA UKLADACH FPGA

Mateusz Choromanski

Streszczenie Redukcja atrybutéw jest istotnym zagadnieniem w dziedzinie eksplo-
racji danych, ktérego istotno$¢ wzrasta wraz z powigkszajacymi si¢ danymi, ktére
muszg by¢ poddane analizie. Wyznaczanie minimalnych reduktéw, czyli minimal-
nego zestawu atrybutéw, znacznie przyspiesza analize danych, jednak wraz z ich
wzrostem: ilo§ciowym i objgtoSciowym, pojawila si¢ takze potrzeba maksymalnego
przyspieszenia wyliczania wspomnianych reduktéw. Zagadnienie akceleracji obli-
czen stuzacych zredukowaniu liczby istotnych atrybutéw stato sig obiektem licznych
badan i eksperymentéw, ze wzgledu na ogromna liczbg obliczen oraz innych ope-
racji, ktérym poddawane sa dane. W ich wyniku powstawaty coraz to wydajniejsze
algorytmy. Oprécz opracowywania nowych rozwiazan, podejmowane sa proby uzy-
skania dodatkowych przys$pieszen z uzyciem przetwarzania wielowatkowego i ob-
liczeri réwnoleglych. Znaczne przys$pieszenia sa uzyskiwane takze dzigki wyko-
rzystaniu nowoczesnych rozwiazan sprzgtowych. Do najpowszechniejszych naleza
wspoélczesne cyfrowe uklady programowalne z rodziny FPGA. Niniejszy rozdziat
jest przegladem najefektywniejszych metod przyspieszajacych wyliczanie minimal-
nego zestawu atrybutéw koniecznych do prawidlowej analizy danych. Zostalty w nim
przedstawione autorskie podejicia sprz¢towe wykorzystujace programowalny uktad
cyfrowy FPGA.

Stowa Kkluczowe: zbiory przyblizone, redukcja atrybutéw, implementacja sprze-
towa, uktady FPGA
Wprowadzenie

Redukcja atrybutéw (Pawlaki, 1991)) jest bardziej istotnym zadaniem wstgpnego prze-
twarzania danych niz kiedykolwiek wcze$niej w historii. W erze Big Data redukcja
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zbioru danych, nawet o jedna ceche/atrybut, moze znaczaco wplynaé na rozmiar da-
nych, a co za tym idzie na czas potrzebny do ich przetworzenia. Pomimo faktu, ze
redukcja jak najwigkszej liczby atrybutéw duzego zbioru danych moze by¢ sama
w sobie kosztowna, korzysci ptynace z dalszego przetwarzania znacznie mniejszego
zbioru mogg by¢ nieporéwnywalnie wigksze.

Zadanie redukcji atrybutéw byto szeroko badane z teoretycznego i praktycznego
punktu widzenia (np. (Chen, Zhao, Zhang, Yang i Zhang| (2012)); Degang, Chang-
zhong 1 Qinghual (2007); X. Hu 1 Cerconel| (1995)); Kryszkiewicz| (1998, 2001);
Skowron 1 Rauszer| (1992)); |Stepaniuk] (2008)); R. Swiniarski| (2001)); R. W. Swi-
niarski 1 Skowron| (2003); |[Thi 1 Giang| (2013); [X. Zhang, Me1, Chen 1 L1 (2013))
w teorii zbior6w przyblizonych (Pawlak, |[1991; Pawlak i Skowron, 2007), gdzie jest
postrzegane jako narzgdzie matematyczne do radzenia sobie z niespdjnymi danymi.
Pomimo istnienia bogatej literatury, redukcja atrybutéw jest nadal rozwojowym te-
matem; nieustannie odkrywane sa nowe obszary jej zastosowania oraz nowe metody
jej doskonalenia (np. [Czolombitko 1 Stepaniuk! (2016); [Dong, Sun 1 Yang| (2016);
Y. Jiang 1 Yu| (2016)); Jing, Yunliang i Yong| (2017); [Li1 Yang| (2016); |[Liu, Hua
1 Chen|(2017); Teng 1 in.[(2016)).

Ponizsze podrozdziaty zawieraja przeglad podej$¢ znajdowania reduktéw opar-
tych na rozwiazaniach sprzgtowych.

Programowe podejscia do wyznaczania reduktow

W teorii zbioréw przyblizonych opracowano r6znorodne algorytmy stuzace do znaj-
dowania reduktow systemu informacyjnego lub tablicy decyzyjnej. Mozna je po-
dzieli¢ na nastgpujace ogélne grupy: podejscie oparte na macierzy rozréznialnosci
(np. Degang 1 in.| (2007)); X. Hu 1 Cercone| (1995)); Kryszkiewicz| (1998]); Skowron
1 Rauszer|(1992);|C. Wang, He, Chen 1 Hu|(2014);|Ye 1 Chen|(2002);(W.-X. Zhang,
Mi 1 Wul (2003)), podejscie oparte na obszarze pozytywnym (np. (Grzymala-Busse
(1991);|Q. Hu, Yu, Liu1 Wu|(2008); Jia, Liao, Tang 1 Shang (2013)); Pawlakl (1991);
Qian, Liang, Pedrycz 1 Dang|(2010); Xie, Shen, Liui Xu|(2013)); Yao1 Zhao|(2008)))
oraz podejscie oparte na entropii informacyjnej (np. [Q. Hu, Yu, Xie 1 Liu| (2006);
Liang, Mi, Weii Wang|(2013); Liang i Xu| (2002)); Slgzak(ZOOZ);Wei, Liang, Qian,
Wang 1 Dang| (2010); [Wei, Liang, Wang 1 Qian|(2013)).

Algorytmy pierwszej grupy wykorzystuja strukture pomocnicza, zwang macierza
rozréznialnoSci, ktéra jest konstruowana na podstawie tabeli danych. Kazda komérka
macierzy pokazuje atrybuty, ktére sa rézne dla danej pary obiektéw. Kazdy mini-
malny podzbidr atrybutéw zawierajacy co najmniej jeden atrybut z kazdej komorki
jest reduktem.
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Druga grupa algorytméw dziata na pozytywnym obszarze tablicy decyzyjnej. Ob-
szar ten zawiera obiekty spéjne dla danego podzbioru atrybutéw. Minimalnym pod-
zbiorem atrybutéw, ktéry zachowuje spdjnos¢ danych jest redukt.

Ostatnia grupa algorytméw ocenia podzbidr atrybutéw za pomoca miary entro-
pii informacyjnej. Entropia informacyjna pokazuje stopiefi rozréznialnosci danego
podzbioru atrybutéw. Ta o najwyzszej jakosci w ramach danego kryterium jest wy-
bierana jako redukt.

Wazng galezia redukcji atrybutéw jest znajdowanie minimalnych reduktéw. Zna-
lezienie takiego reduktu pozwala na skonstruowanie najmniejszej reprezentacji da-
nych (pod wzgledem liczby atrybutéw), zachowujac pierwotny poziom rozpozna-
walnoSci obiektow. Znalezienie minimalnego reduktu jest jednak bardziej ztozonym
zadaniem niz znalezienie jakiegokolwiek reduktu, a mianowicie zostato pokazane,
ze jest to problem NP-trudny (Skowron1 Rauszer, |[1992).

Jednym z ogdlnych podej$¢ jest ograniczenie problemu znalezienia wszystkich
reduktéw do tych, ktérych wielkos¢ jest najmniejsza. Rozwiazanie jest raczej proste,
poniewaz moze polegaé na filtrowaniu wszystkich reduktéw lub kontrolowaniu pro-
cesu ich wytwarzania, tak aby przynajmniej niektére z nich, ktére zostaty wczesniej
rozpoznane jako nieminimalne nie byly generowane. Wada tego podejscia jest jego
ztozono$¢, ktora jest zbiezna z podejSciem znajdowania wszystkich reduktow.

Inne, bardziej ogélne podejscie opiera si¢ na dobrze znanej strategii wyszukiwania
wszerz. Pusty zestaw atrybutow, alternatywnie zbiér sktadajacy si¢ z podstawowych
atrybutéw (rdzen reduktdw), jest za kazdym razem iteracyjnie zwigkszany o jeden
atrybut. Jesli dany podzbidr nie jest reduktem, to poprzednio dodany atrybut jest usu-
wany, a do podzbioru dodawany jest inny, dotychczas nieuzywany. Takie podejscie
gwarantuje sprawdzenie tylko podzbioréw o liczno$ci nie wyzszej niz liczba mini-
malnych reduktéw. Jednak rozwigzanie moze by¢ czasochtonne, jesli liczba wszyst-
kich atrybutéw opisujacych dane jest stosunkowo duza.

Modyfikacja powyzszego podejsScia polega na obliczeniu czgstotliwoSci wyste-
powania kazdego z atrybutéw, ktdra okresla kolejnosé, w jakiej atrybuty maja by¢
dodawane do podzbioru. Mianowicie, atrybut najczesciej wystgpujacy w macierzy
rozréznialnoSci jest uznawany za pierwszy.

Mozna réwniez znaleZ¢ bardziej konkretne podejscia do znalezienia jednego lub
wszystkich minimalnych reduktéw.

Algorytm genetyczny zostal zaadaptowany w pracy [Wroblewski| (1995) w celu
znalezienia minimalnego reduktu. Kazdy podzbidr zestawu atrybutéw jest indywi-
dualny i reprezentowany przez ciag bitéw, gdzie ,,1” (,,0”) oznacza, ze atrybut wy-
stepuje (nie wystgpuje) w podzbiorze. Funkcja dopasowania jest definiowana na pod-
stawie liczno$ci podzbioru i liczby wierszy w macierzy rozréznialnosci, ktére sg ob-
jete podzbiorem atrybutéw. Najlepszy osobnik z ostatniego pokolenia jest zwracany
jako minimalny redukt. Podejscie to moze by¢ szybkie tylko wtedy, gdy kryterium
zatrzymania jest tatwe do osiagnigcia (np. mata liczba pokolen) i nie gwarantuje, ze
znaleziony redukt bedzie zawsze minimalny.
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Podobne, ale prostsze rozwiazanie do tego z [Wroblewski| (1995) zostalo umiesz-
czona w|X. Wang, Yang, Pengi Teng|(2005). Autorzy postawili problem znalezienia
minimalnych reduktéw w ramach optymalizacji roju czastek. Dzigki temu nie sa po-
trzebne zlozone operatory, takie jak krzyzowanie czy mutacje, a potrzebne sg tylko
prymitywne i proste operatory matematyczne. Zostalo eksperymentalnie zweryfiko-
wane, ze propozycja jest mniej kosztowna obliczeniowo pod wzgledem czasu wy-
konywania i uzytej pamigci w poréwnaniu z podejSciem uzywajacym algorytméw
genetycznych.

Aby znalez¢ minimalny redukt, zbiér danych w pracy Bakar, Sulaiman, Othman
1 Selamat| (2002) przeksztatca si¢ w model programowania binarnych liczb catkowi-
tych (BIP), a redukcjg atrybutéw uwaza si¢ za problem spetnialnosci. Aby rozwigzaé
problem za pomoca modelu BIP, zastosowano algorytm rozgatezienia i powiazania.
Weryfikacja eksperymentalna wykazata, ze podejscie to znacznie zmniejsza liczbg
regul, ktére mozna wygenerowac na podstawie uzyskanych reduktéw.

W pracy [Jensen, Shen i Tuson| (2005) problem znalezienia minimalnych re-
duktéw zbioru przyblizonego jest przeformulowany w ramach propozycji spetnial-
nosci (SAT). Klauzule cech w koniunkcyjnej postaci normalnej (CNF) sa gene-
rowane ze zbioru danych. Klauzule sa spetnione, jesli po przypisaniu wartos$ci
prawdziwych do ich wszystkich zmiennych formula jest prawdziwa w zbiorze da-
nych. Zadanie polega na znalezieniu najmniejszej liczby takich cech, aby spetnié
formute CNF. W tym podejsciu problem SAT rozwigzano za pomoca algorytmu
Davisa-Logemanna-Lovelanda (DPLL). PodejScie zostalo poréwnane eksperymen-
talnie z podejSciem opartym na ocenie redukcji obszaru pozytywnego. Proponowane
rozwiazanie jest bardziej czasochtonne, ale w przeciwienstwie do odniesienia zawsze
zwraca minimalne redukty.

Technika optymalizacji roju czastek (PSO) zostata zaadaptowana w badaniach
X. Wang, Yang, Teng, Xia 1 Jensen| (2007) w celu znalezienia minimalnych reduk-
téw zbioru przyblizonego. Czastki z PSO odpowiadaja atrybutom. Pozycja czastki
to binarny ciag bitéw o dlugosci réwnej catkowitej wielkosci podzbioru atrybutéw.
Kazdy bit ciagu okresla, czy atrybut zostat wybrany (1), czy nie (0). Kazda pozycja
odpowiada podzbiorowi atrybutéw. Znajdowanie minimalnych reduktéw odbywa sig¢
zgodnie ze standardowym algorytmem PSO. Podejscie jest stosunkowo szybkie i za-
wsze gwarantuje znalezienie minimalnych reduktow.

Do znalezienia minimalnych reduktéw [Xu, Liu 1 Zhou (2008) uzywaja modyfi-
kacj¢ metody redukcji atrybutéw oparta na obszarze pozytywnym. Proces redukcji
atrybutéw jest kontrolowany przez prég, czyli minimalna liczbe atrybutéw potrzeb-
nych do rozréznienia wszystkich obiektéw w zbiorze danych.

W pracy [Sui1 Guo|(2017) uzyto kombinacji teorii zbioréw przyblizonych i algo-
rytmu stada, aby znalez¢ minimalny redukt. Rdzen reduktéw obliczony na podstawie
macierzy rozréznialnosci jest iteracyjnie zwigkszany o jeden atrybut, az do znalezie-
nia minimalnego reduktu. Zestawy atrybutéw innych niz podstawowe, lecz tej sa-
mej licznosci sg kodowane jako liczby catkowite bedace indywiduami w algorytmie
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stada. Zalezno$¢ atrybutéw jest stosowana do obliczania wartoSci dopasowania pod-
zbioréw atrybutéw.

Sprzetowe podejscie do wyznaczania reduktow

Wsparcie sprzgtowe przetwarzania danych oparte na zbiorach przyblizonych ma
dluga historig i jest SciSle zwigzane z poczatkami teorii zbioréw przyblizonych. Po-
myst przyktadowego procesora, ktéry generuje reguty klasyfikacji z tablic decyzyj-
nych opisat/Pawlak! (2004). W proponowanym rozwigzaniu decyzj¢ podejmuje si¢ po
sekwencji obliczefi czynnikéw opisujacych jakos¢ decyzji (sita, pewnos$é, pokrycie).
Konstrukcja procesora pozwala na uzycie arytmometru cyfrowego lub analogowego.
Inne wczesne badania obejmuja konstrukcj¢ procesora opartego na sieciach komér-
kowych, przedstawiona przez|Lewis, Perkowski 1 Jozwiak! (1999), a takze koncepcje
urzadzenia zdolnego do zminimalizowania duzych funkcji logicznych tworzonych
na podstawie macierzy rozréznialnosci, opracowanego przez Kanasugi i Yokoyama
(2001).

Jeden z pierwszych rzeczywistych systemow wspierajacych przetwarzanie danych
ze zbioréw przyblizonych zostat opisany przez Kanasugi 1 Matsumoto| (2007). Au-
torzy przedstawili projekt i implementacj¢ wstgpnie ustawionego procesora i poka-
zali ogromne przyspieszenie w obliczeniach: proponowany procesor byt dziesigcio-
krotnie szybszy od komputera PC, mimo ze czgstotliwos$¢ taktowania byta mniej-
sza o okoto 70 razy. Sun, Qi 1 Zhang (2011) przedstawili implementacj¢ metod
ze zbioréw przyblizonych dla badani technologii diagnostyki usterek w oparciu o
uktad FPGA. Ci sami autorzy w (Sun, Wang, Lu 1 He, 2013) pokazali sprzgtowa
implementacj¢ dyskretyzacji atrybutéw ciagtych. W badaniach |D.-L. Jiang, Zhao,
Wang, Lii1 Yang (2013)) zbiory przyblizone zostaty uzyte do zgrupowania danych do
eksploracji. Wszystkie te rozwiazania wykazaty duze przy$pieszenie w poréwnaniu
z implementacjami programowymi i udowodnity, ze implementacje oparte na FPGA
sg obecnie jednym z najwazniejszych probleméw badawczych.

Najbardziej zaawansowane i najnowsze badania zwigzane z problemem genero-
wania reduktoéw opisane sa w pracy K. Tiwari 1 Kothari| (2015} 2016)); |[K. S. Tiwari
1 Kothari|(2014). Badania na temat sprzgtowych implementacji metod zbioréw przy-
blizonych przedstawiono w pracy |Grzes, Kopczynski 1 Stepaniuk (2013)). Urzadze-
nie generujace superredukty zostato opisane w pracy Kopczynski, Grzes i Stepaniuk
(2014). Zadne z opisanych rozwiazaf nie pozwala na obliczenie wszystkich reduk-
tow.

Celem tego rozdziatu jest zaprezentowanie efektywnych metod wyznaczania mi-
nimalnego reduktu ze wsparciem sprzgtowym w postaci uktadu z rodziny FPGA.

Na wstgpie, na podstawie analizy istniejacych metod i algorytméw wybrano roz-
wigzania wykorzystujace metod¢ znajdowania minimalnych reduktéw za pomoca
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wyszukiwania wszerz. W poréwnaniu z innymi nie sa one skomplikowane, ponie-
waz wykonywane sa tylko podstawowe operacje takie, jak generowanie kandydatéw
na redukt (czyli kombinacji atrybutéw), obliczenie macierzy rozréznialnosSci i spraw-
dzenie kandydata na redukt w macierzy rozréznialnosci.

Nastepnie zostaly zdefiniowane algorytmy przeszukiwania wszerz oparte na po-
szukiwaniu ,,§lepym”, oraz z wykorzystaniem czg¢stotliwo$ci wystgpowania atrybu-
téw (podrozdziat [2.1.1). Przedstawione zostaty architektury FPGA wybranych po-
dejs¢ (podrozdziat [2.1.3)), implementacja oraz jej efekty sa weryfikowane pod katem
podejscia sprzetowego (podrozdziat [2.2).

Na koniec oméwiono wazne réznice migdzy tymi dwiema strategiami.

2.1 Znajdowanie minimalnych reduktéw metoda przeszukiwania
WSZerz

W niniejszym rozdziale zostaty przedstawione algorytmiczne podejScia do znajdo-
wania minimalnych reduktéw przy uzyciu strategii ,,Slepego” wyszukiwania wszerz
oraz w oparciu o czestotliwo$ci wystgpowania atrybutéw, jak réwniez mozliwosci
sprzgtowej implementacji prowadzacej do zmniejszenia czasu wykonania algorytmu.

Definicje podstawowych poje¢, uzywanych w pracy, tj. tablica decyzyjna, ma-
cierz rozréznialnosci, redukt, Czytelnik moze odnalez¢ np. w |Choromanski, Grzes
i Honkol (2020).

2.1.1 Proponowane algorytmy wyznaczania reduktow

Wersja ,.§lepa” strategii opartej na wyszukiwaniu wszerz (patrz algorytm [2.T)) (Cho-
romanski 1 in.l 2020) rozpoczyna si¢ od obliczenia macierzy rozréznialnosci oraz
rdzenia, tj. podzbioru atrybutéw, ktéry jest zawarty w kazdym redukcie. Nastep-
nie wszystkie zestawienia o najmniejszej licznoSci (kazde zestawienie sktada sig
z podstawowych atrybutéw i jednego dodatkowego atrybutu) sa sprawdzane pod
katem bycia reduktem. Przeszukiwanie jest przerywane po znalezieniu wymaganej
liczby reduktéw lub po sprawdzeniu wszystkich zestawien i znalezieniu co najmnie;j
jednego reduktu. Jesli nie zostanie znaleziony zaden redukt, wszystkie zestawienia
o licznosci wigkszej o jeden (kazde zestawienie jest konstruowane na podstawie ze-
stawienia z poprzedniego poziomu licznosci przez dodanie kolejnego atrybutu) sa
sprawdzane w ten sam sposob. Zestawienia konstruowane sa w kolejnosci alfanu-
merycznej, dzigki czemu kazde nowe zestawienie nie jest powtérzeniem zadnego
wygenerowanego wczesnie;j.
Algorytm 2.1 wykorzystuje nastgpujace funkcje:
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Algorytm 2.1 GenerateMinReducts

INPUT: DT = (U,AU{d}) — tablica decyzyjna; k — liczba minimalnych reduktéw
do odnalezienia (0 — wszystkie redukty);
OUTPUT: MR — zestaw znalezionych pierwszych k minimalnych reduktow;

1: MR :=0;
2: DM := computeDiscMatrix(DT);
3: C:= computeCore(DM);
4: S =0
5: while MR = 0 do
6: if . = 0 then
7: 7 ={C}
8: else.” := computeAllCombs(A,.7)
9: end if
10: for S € .7 do
11: if isReduct (DM, S) then
12: MR =MRU{S};
13: if ]MR| = k then
14: break
15: end if
16: end if
17: end for
18: end while

1. computeDiscMatrix(DT) oblicza macierz rozréznialnosci dla tabeli decyzyjnej
DT,

2. computeCore(DM) oblicza rdzeri dla macierzy rozr6znialnosci DM,

3. computeAllCombs(A,.7) oblicza dla kazdego zestawienia atrybutéw S € .
wszystkie zestawienia (przez dodanie jednego atrybutu), ktére nie zostaty do tej
pory sprawdzone,

4. isReduct(DM,S) sprawdza, czy zestawienie atrybutow S jest reduktem w nawia-
zaniu do macierzy rozréznialnosci DM.

Opis dziatania algorytmu [2.1]w uktadzie FPGA zostat przedstawiony w rozdziale
2.1.3.3

Wersja strategii opartej na wyszukiwaniu wszerz w oparciu o czgstotliwosci wy-
stepowania atrybutéw (patrz algorytm [2.2)), (Choromarski i in.| 2020) zaczyna sie
od tych samych obliczen co w przypadku metody ,,Slepej”, tj. od wyliczenia macie-
rzy rozréznialnosci wraz z rdzeniem. Nastepnie dla kazdego atrybutu, ktéry nie jest
zawarty w rdzeniu, obliczana jest jego czgstotliwo$¢ wystgpowania w macierzy roz-
réznialnosci. Zestawienie o najmniejszej licznoSci (czyli podstawowe atrybuty plus
jeden atrybut) sa konstruowane zaczynajac od najczestszego atrybutu i koiczac po
uzyciu wszystkich lub najczestszych atrybutéw [ (I zdefiniowanych przez uzytkow-
nika). Zestawienia sa weryfikowane jako redukty w taki sam sposéb, jak w przy-
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padku wersji ,,Slepej”. Zestawienia o wyzszym poziomie licznosci sa konstruowane
na podstawie tych z poprzedniego poziomu przez dodanie jednego atrybutu wybra-
nego zgodnie z kolejnoscia czgstosci wystgpowania. Nalezy podkresli¢, ze taki spo-
s6b konstruowania zestawien atrybutéw nie gwarantuje, ze powstaja tylko unikalne
zestawienia, dlatego kazde nowe zestawienie jest najpierw pordwnywana z innymi o
tym samym poziomie licznosci, ktore zostaty do tej pory wygenerowane. W poréw-
naniu z algorytmem2.1] dodatkowa funkcja wykorzystywana przez algorytm[2.2]jest
computeAttrFreq(DM,B)), ktory oblicza dla kazdego atrybutu z zbioru B czgstotli-
wosC jego wystgpowania w macierzy rozréznialnosci DM.

Algorytm 2.2 GenerateMinReductsFreq

INPUT: DT = (U,AU{d}) — tablica decyzyjna; k — liczba minimalnych reduktéw
do odnalezienia (0 — wszystkie redukty); / — numer pierwszego, najczesciej wy-
stepujacego atrybutu (0 — wszystkie redukty);

OUTPUT: MR — zestaw pierwszych k odnalezionych minimalnych reduktéw;

1: MR :=0;
2: DM := computeDiscMatrix(DT);
3: C:= computeCore(DM);

4;. S :=C;
5: while MR = 0 do
6: S = 0;
7: for S €. do
8: order := sort(computeAttrFreq(DM,A\ S));
o: if / = 0 then
10: ' = |order];
11: elsel’ = [;
12: end if
13: i:=0;
14 while i < I’ do
15: S = SUorder|i];
16 if ' €. then
17: continue;
18: end if
19: if isReduct(DM,S') then
20: MR =MRU{S'};
21: if |[MR| = k then
22: break;
23: end if
24: end if
25: i=i+1;
26: S ="U{S};
27: end while
28: end for
29: S =

30: end while
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Nalezy zauwazy¢, ze w zwiazku z wprowadzeniem parametru /, algorytm|2.2|jest
w rzeczywistosci polaczeniem strategii przeszukiwania wszerz i wgtab. Mianowicie,

* | =0 - strategia przeszukiwania wszerz,

* | =1 — strategia poszukiwania wglab,

* [ > 1 —ograniczona strategia wyszukiwania wszerz, rozszerzona strategia poszu-
kiwania wgtlab.

Opis dziatania algorytmu [2.2] w uktadzie FPGA zostat przedstawiony w rozdziale
2.1.3.3

Algorytmy przeszukujace wszerz zaimplementowane na zwyklym komputerze
klasy PC posiadaja ztozono$¢ obliczeniowa O(n?), gdzie n — liczno$é zbioru obiek-
tow A, natomiast pamigciowa wynosi O(2"), gdzie m — liczba atrybutéw warunko-
wych. W przypadku implementacji z uzyciem uktadéw kombinacyjnych na ukia-
dzie FPGA, operacje moga by¢ wykonywane od razu, dzigki czemu moze by¢ osia-
gnigta ztozonos$¢ nawet réwna O(1). Rzeczywista ztozono$¢ obliczeniowa jest jed-
nak trudna do przewidzenia, poniewaz wszystko zalezy od czasu propagacji sygnatu
do poszczegdlnych blokéw wewnatrz FPGA, natomiast osiagnigcie takiego wyniku
moze by¢ niemozliwe ze wzgledu na fizyczne ograniczenie wynikajace ze skon-
czonej liczby elementéw logicznych zawartych w uktadzie FPGA. W tym wypadku

liczba wykorzystywanych elementéw logicznych jest proporcjonalna do r2.

2.1.2 Uktady programowalne 7 rodziny FPGA

2.1.2.1 Definicja

FPGA (ang. Field Programmable Gate Array) jest to rodzaj programowalnego
uktadu logicznego (ang. Programmable Logic Device — PLD) charakteryzujacy sig¢
architekturg ztozona z matrycy komérek logicznych polaczonych za pomoca linii po-
prowadzonych w kanatach potaczeniowych (Skahill, 2001). Na obrzezach matrycy
komoérek logicznych znajduja si¢ elementy wejScia/wyjScia, mogace by¢ skonfigu-
rowane jednokierunkowo (jako wejScie lub wyjScie) oraz dwukierunkowo. Wsp6t-
czesne uktady FPGA moga zawiera¢ ponad p6t miliona blokéw logicznych oraz by¢
zintegrowane z procesorem ARM tworzac tym samym uktad SoC (ang. System-on-
Chip). Najmniejsza jednostka w ukladzie FPGA jest posiadajacy cztery wejscia oraz
3 wyjscia element logiczny. Dzigki zastosowaniu tablicy przegladowej (LUT) moz-
liwe jest zaimplementowanie w uktadzie praktycznie kazdej funkcji logiczne;j.
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2.1.2.2 JezyKi opisu sprzetu

Jezyki opisu sprzgtu (HDL) jest to rodzina wyspecjalizowanych jezykéw kompute-
rowych wykorzystywana do opisu struktury i dziatania uktadéw cyfrowych. Pierwsi
przedstawiciele tej rodziny powstali w latach 60. XX wieku, kiedy pojawito si¢ zapo-
trzebowanie na uproszczenie procesu projektowania uktadéw cyfrowych oraz zauto-
matyzowania niektérych jego etapéw. Oprocz samej syntezy uktadéw, HDL umozli-
wiaja réwniez optymalizacje uktadu, minimalizacj¢ funkcji czy tworzenie platform
testowych do symulacji i tym samym sprawdzenia zaprojektowanego uktadu. Pro-
jektowanie uktadéw cyfrowych z uzyciem HDL mozna wykona¢ na dwa sposoby:

* behawioralny — opisywane sa zaleznosci pomigdzy danymi z wejScia oraz wyj-
Scia uktadu, sama realizacja uktadu zostaje zrealizowana przez kompilator,

* funkcjonalny — tworzone sa bloki funkcjonalne (np. sumatory, bloki zawierajace
funkcje logiczne) oraz opisywane sa zaleznos$ci migdzy nimi.

Przyktadami jezykéw opisu sprzetu sa:

* VHDL (ang. Very High Speed Integrated Circuits Hardware Description Langu-
age) — jeden z najpowszechniejszych jezykéw z rodziny HDL. Pierwotnie stwo-
rzony na potrzeby dokumentacji uktadéw ASIC. Jezyk rozwijany jest do chwili
obecnej, aktualnie najnowsza wersja jest IEEE Std 1076-2008 zwana potocznie
VHDL 2008,

* Verilog — drugi najpopularniejszy jezyk opisu sprzetu, sktadniowo bardzo przy-
pominajacy jezyk C; od roku 1990 jezyk ten jest otwartym standardem; jezyk ten
podobnie jak VHDL jest stale rozwijany, najnowsza aktualna wersja to IEEE Std
1364-2001; z Veriloga wyewoluowat inny jezyk z rodziny HDL — System Verilog,

* AHDL (ang. Altera Hardware Description Language) — jezyk opisu sprzgtu
stworzony przez firm¢ Altera (aktualnie jest ona czgScia firmy Intel); jezyk ten
przypomina Veriloga, jednak moze by¢ wykorzystywany tylko w przypadku pro-
gramowania uktadéw CPLD i FPGA produkcji Altery/Intela,

* SystemC — HDL pozwalajacy modelowaé uktady z poziomu systemu; skta-
dniowo praktycznie nie rézni si¢ od jezyka C++.

2.1.3 Sprzetowa implementacja algorytmow wyznaczania reduktow

W ponizszych podrozdziatach opisano uzywany sprzet, zestaw danych i zaimple-
mentowane bloki stuzace do wyliczania minimalnych reduktéw z uzyciem uktadu
FPGA.
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2.1.3.1 Wykorzystany sprzet

Projekt zostat zrealizowany na dwdéch réznych urzadzeniach. Pierwsze z nich to In-
tel Arria V SoC (5ASTFDSK3F40I3), okreslany dalej jako ,,Arria”, bedacym 28 nm
FPGA z 462 tysigcami elementéw logicznych i zintegrowanym z dwurdzeniowym
procesorem ARM Cortex-A9 o taktowaniu 1,05 GHz. W naszym rozwigzaniu jednak
nie zastosowano zintegrowanego procesora ARM; zamiast niego zastosowano pro-
cesor typu softcore Nios II. Zostal on wybrany ze wzgledu na tatwiejsze debugowa-
nie na poziomach rejestréw i ALU. Nios II byt taktowany zegarem o czg¢stotliwosci
50MHz, co dawato wigkszg szanse¢ zaobserwowania réznic migdzy rozwigzaniami.
Oprogramowanie uzyte do kompilacji, syntezy i generowania plikow konfiguracyj-
nych to Quartus Prime 17.1.0 Build 590 25.10.2017 SJ Standard Edition. Kod C
zostat skompilowany za pomoca Eclipse Mars.2 Release (4.5.2) Build 20160218-
0600 z kompilatorem GCC w wersji 4.8.3.

Drugim urzadzeniem byt Xilinx Zynq Ultrascale+ MPSoC (XCZU9EG-2FFVB1156)
okreslany dalej jako ,,Zynq US+", ktéry jest 16 nm FPGA z 600 tysiagcami elemen-
tow logicznych i zintegrowanym z czterordzeniowym procesorem ARM Cortex-AS53
(taktowany na 1,5 GHz), dwurdzeniowym procesorem czasu rzeczywistego Cortex-
R5 (taktowany z czgstotliwoscia 600 MHz) i procesorem graficznym Mali-400MP2
(taktowany z czgstotliwo$cig 667 MHz). Oprogramowanie uzywane dla Zynq US+ to
Vivado Design Edition 2018.3 (64-bit) SW Build 2405991, IP Build: 2404404. Kod
C zostal skompilowany za pomocg Xilinx SDK, ktéry jest oparty na Eclipse Wersja:
4.6.1.v20160907-1200, identyfikator kompilacji: M20160907-1200 z kompilatorem
GCC w wersji 7.3.1.

2.1.3.2 Uzyte dane oraz ich struktura

W tym projekcie zostaly wykorzystane dane dotyczace dzieci z cukrzyca insulinoza-
lezng typu 1 (Stepaniukl |1999)). Struktura danych determinuje strukture niektérych
blokéw w implementacji sprzgtowej. Jednakze ogélna koncepcja dziatania pozostaje
niezalezna od typu, rodzaju i struktury danych. Dane wykorzystywane w badaniach
obejmuja 107 obiektéw. Kazdy z nich ma 12 atrybutéw, ktére w reprezentacji binar-
nej tworza tacznie 16-bitowe stowo:

* ple¢ - 1 bit,

» wiek w ktérym zdiagnozowano chorobg - 2 bity,
* czas trwania choroby - 2 bity,

* wystgpowanie cukrzycy w rodzinie - 1 bit,

* typ terapii insulinowej - 1 bit,

* infekcje uktadu oddechowego - 1 bit,

* remisja - 1 bit,

* HbAlc - 2 bity,
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¢ nadcié$nienie - 1 bit,
* masa ciata - 2 bity,
* hipercholesterolemia - 1 bit,
* hipertriglicerydemia - 1 bit.

Istnieje réwniez jeden 1-bitowy atrybut decyzji:
* mikroalbuminuria.
Dane sa podzielone na dwa oddzielne zestawy:

* pozytywne - z 56 przypadkami, ktére maja mikroalbuminuri¢ (warto$¢ atrybutu
decyzyjnego jest réwna ,,1”),

* negatywna - z 51 przypadkami, ktére nie maja mikroalbuminurii (wartos¢ atry-
butu decyzyjnego jest réwna ,,07).

2.1.3.3 Zaimplementowane bloki sprzetowe

Architektura zaproponowanego rozwiazania zostata zaprezentowana na rysunku [2.1]

MASK

\

freqOut00-11
freq wrapper

CORE >
ISRED >

Nios/Zynq

clk
reset

full system wrapper

Rysunek 2.1: Architektura rozwigzania na podstawie (Choromanski 1 in.[ (2019)

Full_system_wrapper jest plikiem najwyzszego poziomu, ktéry zawiera kompo-
nenty freq_wrapper oraz nios/Zyngq, a takze aczy je ze soba. Blok ten mozna trakto-
wac jako caty system i posiada dwa porty wejsciowe:

* clk — wejscie zegarowe o czgstotliwosci 50 MHz dla procesora nios w Arrii (100
MHz w przypadku Zynq US+),
* reset — sygnat resetujacy wszystkie komponenty.
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Blok ten nie posiada portéw wyjSciowych. Caty system sktada si¢ z nastepujacych
elementow:

e nios/Zynq — instancja procesora Nios II/f (procesora Zynq w przypadku Zynq

US+) uzywany do kontrolowania wykonania algorytmu. Gtéwnym celem tego
bloku jest znalezienie reduktu za pomoca aplikacji napisanej w C. Wykorzystuje
pozostate bloki systemu podczas wykonywania programu w celu zwigkszenia
szybkosci obliczen: odbiera rdzen reduktéw obliczony przez FPGA i zgodnie
z nim wysyta mozliwych kandydatéw na redukt, dopdki sygnat ISRED zmieni
warto$¢ na ,,0”. Dziatanie tego bloku zostato przedstawione w liniach 1.6-1.15
w algorytmie oraz w liniach 2.6-2.23 w algorytmie Ten blok ma cztery
porty wejsciowe:

¢ clk — wejscie zegara o czgstotliwosci 50 MHz (100 MHz dla Zynq US+),

* reset — sygnat do resetowania procesora,

* freqOut00...freqOutll — 16-bitowe stowo z czgstotliwoscia kazdego atry-
butu,

* CORE - dostarcza rdzen obliczony w komponencie freq_wrapper,

* ISRED - sygnat wskazujacy, ze sygnal MASK jest reduktem.

Ten blok ma jeden port wyjsciowy:

* MASK - wysyta do freq_wrapper kandydata na redukt na podstawie obli-
czonego rdzenia (CORE) podanego na wejSciu.Ten sygnat jest réwniez uzy-
wany w innych komponentach.

o freq_wrapper — komponent, w ktérym czgstosci atrybutéw sa obliczane i sorto-
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wane za pomocg algorytmu bitonicznego (przedstawionego na rysunku [2.2)) od
najcze$ciej do najrzadziej wystepujacych. W algorytmie [2.2]dziatanie tego bloku
jest przedstawione jako funkcja sort() znajdujaca si¢ w linii 2.8. Kazdy wynik
jest reprezentowany przez 16-bitowy wektor, gdzie pierwsze 4 bity zawieraja
numer atrybutu, a pozostate 12 bitéw to liczba wystapien. freq_wrapper zawiera
komponent DMBlockWrapper odpowiedzialny za obliczanie rdzenia i reduktu.
Ten blok ma jeden port wejSciowy:

* MASK - kandydat na redukt dostarczony z komponentu nios/Zynq.

Ten blok ma czternascie portow wyjsciowych:

* freqOut00...freqOutl1 — 16-bitowe stowo z czgstotliwoscia kazdego atry-
butu,
* CORE - obliczony rdzen dostarczony z DMBlockWrapper,



* ISRED - pojedynczy bit informujacy, ze kandydat przekazany z komponentu
nios/Zynq jest reduktem.

MASK —

X >

Y4>

ax(X,Y)

m4>

min(X,Y) >

Rysunek 2.2: Schemat sortowania bitonicznego

Discr_matrix

DMBIlockWrapper|

Zliczanie
atrybutow

attr00-11_ |

————» CORE
> ISRED

Sortowanie
z uzyciem
czgstotliwosci

—* freqOut00-11

Rysunek 2.3: Schemat bloku freq_wrapper na podstawie (Choromanski 1 1n.| (2020)

Architekture bloku freq_wrapper przedstawiono na rysunku Jak wspomniano
wczesniej, ten komponent sktada si¢ z jednego bloku DMBlockWrapper opisanego

ponizej:

e DMBlockWrapper — wrapper dla komponentéw uzywanych do obliczania rdze-
nia i reduktu. Sktada si¢ z blokéw DM_block, Core_block, 2856 wygenerowa-
nych komponentéw isZero i taczy je ze soba. Na podstawie wyliczonych danych
poszukiwany jest redukt, co zostato przedstawione jako funkcja isReduct() linii
1.10 algorytmu[2.T|oraz linii 2.14 algorytmu[2.2] Gdy zostanie znaleziony redukt,
wysyla on do freq_wrapper 1-bitowy sygnat ’0’. Komponent DMBlockWrapper
zawiera réwniez pozytywne i negatywne zbiory danych opisane w [2.1.3.2] ktére
sa przekazywane do modutu DM_block z uzyciem sygnatéw DT _pos i DT_neg.

Ten blok ma jeden port wejSciowy:

* MASK - kandydat na redukt dostarczony z komponentu nios/Zynq.

Ten blok posiada trzy porty wyjsciowe:

» Disc_matrix - tablica zawierajaca obliczona macierz rozréznialnosci,
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* CORE - wysyla obliczony rdzen do freq_wrapper gdzie nastgpnie jest prze-
kazywany do komponentu nios/Zynq,

* ISRED - wysyta 1-bitowy sygnat, ktory wskazuje, ze wektor podany na wej-
$ciu MASK jest reduktem (lub nie) do bloku freq_wrapper gdzie nastgpnie
jest przekazywany do komponentu nios/Zyngq.

»>Disc_matrix
DM
MASK—— » Core block ——CORE
DT pos DM Block DMI0] .
DT _neg———» > isZero >
OR ——ISRED
DM[2855] . res
> isZero >

Rysunek 2.4: Schemat bloku DMBlockWrapper na podstawie (Choromanski 1 1n.| (2020)

Potaczenie migdzy komponentami wewnatrz wrappera pokazano na rysunku [2.4
Bloki, ktére tworza komponent DMBlockWrapper, sa opisane ponizej:

e DM_block — komponent tworzacy macierz rozréznialnosci na podstawie danych
z wygenerowanych 2856 modutéw DM _comp. Dziatanie tego bloku jest przed-
stawione jako funkcja computeDiscMatrix(), ktéra znajduje si¢ w algorytmie|2.1
w linii 1.3 oraz w algorytmie[2.2] w linii 2.3. Ten blok ma trzy porty wejsciowe:

* MASK - kandydat na redukt dostarczony z komponentu nios/Zynq,

* DT_pos — dostarcza 56-elementows tablicg zawierajaca 16-bitowe wyrazy
binarne zlozone z atrybutéw pochodzace z pozytywnego zestawu danych
z komponentu DMBlockWrapper,

* DT _neg — - dostarcza 51-elementowa tablicg zawierajaca 16-bitowe wyrazy
binarne ztozone z atrybutéw pochodzace z negatywnego zestawu danych
z komponentu DMBlockWrapper.

Ten blok ma jeden port wyjsciowy:

* DM - wysyla tablicg ztozona z 2856 12-bitowych stéw (wygenerowana ma-
cierz rozréznialno$ci) do komponentu DMBlockWrapper.

e Core_block — komponent, w ktérym obliczany jest rdzefi. Ten blok sktada sig¢
7 2856 wygenerowanych komponentéw DM _sing, ktére tworza kaskade elemen-
téw. Potaczenia miedzy blokami pokazano na rysunku Dziatanie tego bloku
jest przedstawione jako funkcja computeCore(), ktéra znajduje si¢ w algoryt-
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mie w linii 1.4 oraz w algorytmie w linii 2.4. Ten blok ma jeden port
wejsciowy:

* DM - 2856-elementowa tablica 12-bitowych stéw, ktéra zawiera catag ma-
cierz rozréznialnosci dostarczona z DMBlockWrapper.

Ten blok ma jeden port wyjSciowy:

* CORE - wysyta do DMBlockWrapper rdzen obliczony na podstawie dostar-
czonej macierzy rozréznialnosci.

o ————— >
DMJ[0 DM_sing
DM (] .
I‘esi
DM][2855] DM_sing ——» CORE
%

Rysunek 2.5: Schemat potaczen wewnatrz Core_block na podstawie (Choromanski 1 1n.|(2020)

e isZero — komponent wyszukujacy 0’ w danym 12-bitowym stowie wykonujac
operacje OR na kazdym pojedynczym bicie z podanego wektora. wynik jest
przekazywany do DM_sing, gdzie nastgpuje sprawdzenie, czy nowy wpis ma-
cierzy rozrdéznialno$ci powinien by¢ réwny ,,0”, czy nie. Ten blok ma jeden port
wejsciowy:

* inval - 12-bitowe stowo bedace wynikiem poréwnania dwoch wartosci z po-
zytywnego i negatywnego zbioru danych.

Ten blok ma jeden port wyjSciowy:

* res - pojedynczy bit, ktéry ma warto$¢ 0’ tylko wtedy, gdy sygnat podany
na wejsciu jest réwny *0’.

Jak wspomniano wcze$niej, DM_block sktada si¢ z wielu generowanych kompo-
nentéw DM _comp ktére opisano ponizej:

e DM_comp — komponent poréwnujacy wartosci danych z pozytywnego oraz ne-
gatywnego zestawu danych, okreslong przez bit decyzyjny (dodatnie warto$ci
sa przypisywane osobom z mikroalbuminurig). Poréwnania dokonuje si¢ przez
wykonanie operacji XOR danych pozytywnych z negatywnymi, a nastgpnie do-
konywana jest koniunkcja wyniku z dang maska. Blok DM_comp uzywa kompo-
nentu isZero do wyszukiwania dowolnego ,,0” w wyrazie powstalym w wyniku
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poprzednich operacji. Wynikiem tych operacji jest pojedynczy wpis do macie-
rzy rozréznialnosci. Jesli blok isZero nie znajdzie ,,0”, warto§¢ wprowadzona do
macierzy rozréznialnosci jest réwna ,,0”. Ten blok ma trzy porty wejsciowe:

* MASK - 12-bitowe stowo uzywane do maskowania atrybutow,

* DT_pos — wpis tablicy decyzyjnej ze zbioru danych klasy pozytywnej (stowo
16-bitowe) z komponentu DMBlockWrapper,

* DT_neg — wpis tablicy decyzyjnej ze zbioru danych klasy negatywnej (stowo
16-bitowe) ze sktadnika DMBlockWrapper.

Ten blok ma jeden port wyjsciowy:

* DM_entry — wysyla obliczony wpis macierzy rozréznialnosci (stowo 12-
bitowe) do komponentu DM_block.

Jak pokazano na rysunku [2.5] Core_block sktada si¢ z wielu generowanych kom-
ponentéw DM _sing opisanych ponizej:

eDM_sing —komponent, w ktérym kazdy wpis macierzy rozréznialnosci jest spraw-
dzany, czy jest singletonem (stowo binarne posiada tylko jedna warto$¢ ‘1°), czy
nie. Przyjmuje dwie wartosci: poprzednig warto$¢ z kaskady i warto§¢ z ma-
cierzy rozréznialnosci, a nastgpnie sprawdza, czy podana warto$¢ z macierzy
rozréznialnosci jest singletonem, czy nie. Jesli warto§¢ z macierzy nim jest, to
wykonywana jest operacja OR z wartoscig kaskadowa i wynik jest wypychany
na wyjscie. W przeciwnym razie wypychana na wyjScie jest warto$¢ kaskady.
Ten blok ma dwa porty wejSciowe:

* prev — dostarcza 12-bitowe stowo z kaskady,
* DM - zapewnia 12-bitowy wpis z macierzy rozréznialnosci.

Ten blok ma jeden port wyjsciowy:

* res — wysyta 12-bitowy wynik operacji OR lub wartos¢ kaskadowa do
Core_block.

W systemie znajduja si¢ réwniez drobne bloki, ktére stuza jako kontenery lo-
giczne:

e rMux — modul, w ktérym wszystkie atrybuty sa liczone na potrzeby sortowania,

e sort — modut uzywany do algorytmu sortowania bitonicznego i odpowiedzialny
za poréwnanie dwoch podanych wartosci, schemat tego bloku przedstawia ry-
sunku [2.2]

e isSingleton — modut sprawdzajacy czy wartos¢ podana na wejsciu jest singleto-
nem czy nie.
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2.1.3.4 Zuzyte zasoby sprzetowe

Projekt dla uktadu Arria zostat zbudowany przy uzyciu Quartus Prime firmy Altera.
Raporty z kompilacji informuje o zuzyciu nastgpujacej liczby zasobéw FPGA:

* wykorzystanie elementéw logicznych (w ALM): 15,492 /176,160 (9 %),
* suma rejestrow: 2763,

* suma pindéw: 1/876 (<1 %),

* zuzyta pamig¢: 8 452 928/23 367 680 (36 %),

e taczna liczba blokéw DSP: 3/1090 (<1 %).

Wykorzystanie zasobéw FPGA jest niskie. Projekt wymagat mniej niz 10 % elemen-
tow logicznych (ALM). Nalezy zauwazy¢, ze projekt wykorzystuje procesor soft-
core, ktéry potrzebuje pewnych zasobéw (okoto 3553 ALM zostato wykorzystanych
do implementacji procesora Nios II), dlatego zuzycie elementéw logicznych mozna
zmniejszy¢ po przejsciu na zintegrowany procesor ARM.

Projekt dla uktadu Zynq US+ zostat zbudowany przy uzyciu Vivado firmy Xilinx.
Raporty kompilacyjne informuja o wykorzystaniu nastgpujacych zasobéw FPGA:

» wykorzystanie LUT: 26 930/274 080 (9,83 %),

« LUTRAM: 70/144 000 (0,05 %),

* liczba rejestrow: 3 161 /548 160 (0,58 %),

* liczba buforéw globalnych (BUFG): 1/404 (0,25 %).

Wykorzystanie zasobéw FPGA jest bardzo niskie. Projekt przygotowany dla Zynq
US+ wymagal mniej niz 10 % tablic przegladowych (LUT) i mniej niz 1 % dostgp-
nych rejestrow.

2.1.3.5 Implementacja oprogramowania sterujacego

Wszystkie komponenty sprzgtowe do obliczania macierzy rozréznialnosci i rdzenia
oraz do sprawdzania kandydatéw pod katem bycia reduktem, zostaty napisane w je¢-
zyku VHDL.

Implementacje sprzgtowa wspiera aplikacja napisana w jezyku C, ktéra na podsta-
wie danych dostarczonych przez sprzet okresla najbardziej prawdopodobnego kan-
dydata do miana reduktu.

Macierz rozréznialnosci jest obliczana w DM_block ktéry sktada si¢ z wielu kom-
paratoréw, poréwnujacych wartosci dwéch obiektéw z tablic decyzyjnych. Tablica
decyzyjna nastepnie jest przekazywana z komponentu DMBlockWrapper w ktérym
zadeklarowano zestaw danych zaréwno negatywnych, jak i pozytywnych. Wyniki
obliczen sa przekazywane z powrotem do DMBlockWrapper, gdzie sa uzywane do
obliczenia rdzenia dla podanych danych.

Rdzen jest obliczany w Core_block, ktéry sktada si¢ z kaskady blokow isSingle-
ton. Core_block jest uktadem kombinacyjnym i nie potrzebuje sygnalu zegarowego,
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wigc czas obliczen zalezy tylko od czasu propagacji sygnatéw do poszczegdélnych
blokéw logicznych wewnatrz uktadu FPGA.

Obliczony rdzef jest réwniez uzywany jako pierwsza maska, ktéra zeruje juz
uzyte atrybuty w macierzy rozréznialnosci. Po uprzednim wyzerowaniu, komponent
freq_wrapper oblicza czgstotliwos$¢ wystgpowania kazdego atrybutu, a nastegpnie sor-
tuje te dane od najczgsciej do najrzadziej wystgpujacych. Posortowane dane sa wy-
sylane z obliczonym rdzeniem i flaga ISRED (ktéra informuje, czy aktualny zestaw
atrybutéw przesylany jako maska jest reduktem, czy tez nie) do instancji procesora
Nios/Zynq.

W procesorze Nios/Zyng, aplikacja napisana w C na podstawie czestotliwosci
wystgpowania atrybutéw, wybiera najbardziej prawdopodobnego kandydata do bycia
reduktem i odsyta go do komponentu freq_wrapper jako maske. Maska, ktéra zostata
wystana z aplikacji C jest sprawdzana pod katem reduktu przez FPGA, po czym
ponownie wykonywane jest zerowanie i obliczanie czgstotliwosci.

Nowe czgstotliwosci ze znacznikiem ISRED sa odsytane z powrotem do procesora
Nios/Zynq, ktéry wpisuje kolejnego kandydata. Proces jest powtarzany, az zostang
znalezione wszystkie minimalne redukty.

2.2 Eksperymenty

W tym podrozdziale opisano badania eksperymentalne dotyczace znalezienia mi-
nimalnych reduktéw za pomoca podejScia sprzgtowego przy uzyciu implementacji
wybranych algorytméw wyszukiwania wszerz.

Na potrzeby badar eksperymentalnych w jezyku C napisano aplikacje do oblicza-
nia rdzenia i minimalnych reduktéw. Dziala ona w dwéch trybach: samodzielnym
i ze wsparciem systemu sprzgtowego opisanego w podrozdziale[2.1.3.5] Gtéwna réz-
nica migdzy tymi dwoma trybami jest przeniesienie logiki odpowiedzialnej za obli-
czenia rdzenia i reduktéw do FPGA (Choromanski 1 in., [2020). W rzeczywistosci
tryb samodzielny mozna krétko opisa¢ jako programowa symulacje algorytmu za-
implementowanego sprzgtowo. Aby uzyskac jak najdoktadniejszy wynik czasowy,
kazdy eksperyment wykonano 10, 100, 1000 i 10000 razy. Wszystkie przeprowa-
dzono na zbiorze danych opisanym w podrozdziale[2.1.3.2]

Poczatkowo testy byty wykonywane przy uzyciu aplikacji C w trybie samodziel-
nym, uruchomionej na procesorze Nios II pracujacym z zegarem o czgstotliwosci
50 MHz. Celem tych testéw byto zbadanie Sredniego czasu potrzebnego do oblicze-
nia rdzenia i reduktéw za pomoca ,,czystej” aplikacji C przed uruchomieniem jej ze
wsparciem uktadu FPGA.

Celem pierwszego eksperymentu jest sprawdzenie, ile czasu zajmuja obliczenia
podczas korzystania ze strategii ,.Slepego” przeszukiwania wszerz. Tabela[2.1| przed-
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stawia czas wielokrotnego wyliczania wszystkich minimalnych reduktéw dla danego
zbioru danych oraz czas potrzebny do pojedynczego wykonania obliczefi.

Tabela 2.1: Wyniki obliczania rdzenia i reduktu z uzyciem oprogramowania w C, uruchomionego na
procesorze Nios II - BBFS

Liczba wykonan Czas [s] Czas [s] potrzebny na
1 wykonanie

10 0.657 0.0657

100 6.572 0.06572

1000 65.728 0.065728

10000 657.272 0.0657272

Drugi eksperyment sprawdza czas potrzebny do obliczen przy uzyciu strategii
wyszukiwania wszerz partej na czestotliwo$ciach wystgpowania atrybutéw. Wyniki
przedstawione w tabeli[2.2]w poréwnaniu z poprzednim testem pokazuja, ze strategia
oparta na czgstotliwoS$ciach jest okoto 1,38 razy szybsza, a tym samym lepsza.

Tabela 2.2: Wyniki obliczania rdzenia i reduktu z uzyciem oprogramowania w C, uruchomionego na
procesorze Nios II - FBFS

Liczba wykonan Czas [s] Czas [s] potrzebny na
1 wykonanie

10 0.732 0.0732

100 7.327 0.0732

1000 73.275 0.073275

10000 732.749 0.0732749

Po ustaleniu czaséw odniesienia uruchomiono aplikacj¢ ze wsparciem stworzo-
nego systemu sprzetowego. Kolejne eksperymenty zostaty przeprowadzone doktad-
nie tak samo, jak dwa poprzednie, ale tym razem obliczenia zostalty wykonane przez
uktad FPGA.

W trzecim eksperymencie zastosowano strategie ,,slepego” przeszukiwania wszerz.
Wyniki przedstawione w tabeli[2.3|pokazuja czasy wielokrotnego i usrednione czasy
pojedynczego wykonania obliczen.

Celem czwartego eksperymentu jest sprawdzenie, ile czasu zajmuje obliczenie
rdzenia i reduktu przy zastosowaniu strategii wyszukiwania szerokoSci opartej na
czestotliwosciach. Wyniki przedstawione w tabeli [2.4] pokazuja, ze ta strategia daje
prawie takie same wartosci, jak strategia ,,Slepego” przeszukiwania wszerz.
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Tabela 2.3: Wyniki obliczania rdzenia i reduktu przy uzyciu FPGA - BBFS

Liczba wykonan Czas [s] Czas [s] potrzebny na
1 wykonanie

10 0.006 0.0006

100 0.059 0.00059

1000 0.590 0.000590

10000 5.898 0.0005898

Tabela 2.4: Wyniki obliczania rdzenia i reduktu przy uzyciu FPGA - FBFS

Liczba wykonan Czas [s] Czas [s] potrzebny na
1 wykonanie

10 0.005 0.0005

100 0.048 0.00048

1000 0.482 0.000482

10000 4.817 0.0004817

Wyniki przedstawione w tabelach [2.3]i[2.4] pokazuja, ze jesli do rozwiazania pro-
blemu zostanie uzyty ukltad kombinacyjny, to nie ma znaczenia, jaki algorytm zostat

uzyty, poniewaz wszystko zalezy gléwnie od czasu propagacji sygnatu.

W celach testowych aplikacja C w trybie autonomicznym zostata uruchomiona na

komputerze PC z procesorem Intel Core i7-770 @ 3,60 GHz i 32 GB RAM.

Tabela 2.5: Wyniki obliczania rdzenia i reduktu przy uzyciu komputera PC - BBFS

Liczba wykonan Czas [s] Czas [s] potrzebny na
1 wykonanie

10 0 0

100 0.015622 0.00015622

1000 0.177181 0.000177181

10000 1.696734 0.0001696734

Jak wida¢ w tabelach [2.3]i [2.6] wyniki sa inne niz w przypadku FPGA oraz, ze

BBES byta nieco szybsza niz FBFS.

Uzyskane wyniki sa rowniez okoto 3,5 razy (w przypadku BBFS) i okoto 2,7 razy
(w przypadku FBFS) lepsze niz wyniki z FPGA.
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Tabela 2.6: Wyniki obliczania rdzenia i reduktu przy uzyciu komputera PC - FBFS

Liczba wykonan Czas [s] Czas [s] potrzebny na
1 wykonanie
10 0 0
100 0.015652 0.00015652
1000 0.187467 0.000187467
10000 1.880553 0.0001880553
Nalezy jednak zauwazy¢, ze zegar komputera PC jest clkpe_ _ 3600MHz _ 77

ClkFPGA 5S0MHz
razy szybszy niz Zrédto zegara FPGA, wigc jeSli weZmiemy te réznicg, wyniki sa

znacznie lepsze - wspotczynnik przy$pieszenia wynosi okoto 21 dla BBES i okoto
28 dla FBFS.

Dla celéw testowych, ta sama konfiguracja sprzgtowa zostata uruchomiona réw-
niez na drugim urzadzeniu konkurencyjnej firmy - Zynq US+ (Choromanski 1 in.,
2019). Kolejne eksperymenty przebiegaty identycznie do poprzednich.

Na poczatku zestawiono obliczenia z uzyciem BBFS (tabela[2.7)). Por6wnujac wy-
nik z czasami uzyskanymi z Arrii mozna stwierdziC, ze czas realizacji jest znacznie
krétszy (okoto 15,5 razy).

Nastepnie sprawdzono ile czasu zajmuje obliczenie rdzenia i reduktéw przy uzy-
ciu FBFS. Wyniki przedstawione w tabeli pokazuja, ze ta strategia daje prawie
1,75 razy wyzsze wartoSci niz BBFS i okoto 7,2 razy lepsze wyniki niz w przypadku
Arrii.

Tabela 2.7: Czas obliczania reduktu [ms] z uzyciem Zynq US+

Liczba wykonan BBFS FBFS
10 0.38 0.67
100 3.80 6.69
1000 38.13 66.94
10000 380.10 665.80

Przedstawione wyniki pokazuja, ze uzycie tego samego projektu sprzetu na dwéch
réznych urzadzeniach moze prowadzi¢ do poprawy wydajnosci. Opisane ekspery-
menty dowiodty, ze mozliwe jest osiagnigcie 15,5 razy lepszych czaséw (w przy-
padku BBFS) i1 7,2 razy lepszych (w przypadku FBES). Nalezy zauwazy¢, ze zegar
uzywany w Zynq jest 2 razy szybszy niz zegar uzywany w Nios, wigc jesli wez-
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miemy te réznice pod uwage, to wspdtczynnik przyS$pieszenia wynosi okoto 7,75 dla
BBFS i 3,6 dla FBFS.

Podsumowanie

Zdefiniowano i przeanalizowano dwa algorytmy realizujace strategie przeszukiwa-
nia wszerz, oparte na podejsciu ,,$§lepym” oraz na czgstotliwosSciach wystgpowania
atrybutéw.

Zaprezentowano dwie architektury FPGA stuzace do znajdowania minimalnych
reduktéw. Na podstawie badafi eksperymentalnych przedstawionych w niniejszym
rozdziale mozna sformutowaé wniosek, ze stosowanie uktadéw programowalnych
do wspomagania obliczen reduktéw determinuje ogromne korzysci w postaci zredu-
kowania czasu wykonania algorytmu.

W poréwnaniu do komputera PC, obliczenia robione na uktadzie FPGA s3 o wiele
wydajniejsze. Najwigksza akceleracje mozna jednak zauwazy¢ w przypadku FBFS.
Dzieje si¢ tak, poniewaz wigkszos$¢ blokow w implementacji sprzgtowej jest kom-
binacyjnych, dzigki czemu wyniki uzyskiwane sa niemal natychmiast (tylko czas
propagacji sygnalu op6znia obliczenia).

Ogromng zaleta FPGA jest mozliwo$¢ wykorzystania sprzgtowego bloku sorto-
wania, dzigki czemu FBFS jest znacznie bardziej wydajny niz BBFS.
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Rozdzial 3

WPLYW DYSKRETYZACJI DANYCH NA SKUTECZNOSC
DZIAEANIA ALGORYTMOW SELEKCJI NEGATYWNE]

Izabela Kartowicz-Stolarska’]

Streszczenie Algorytmy selekcji negatywnej (ang. negative selection algorithm,
NSA) sa jednym z podej$¢ sztucznych uktadéw immunologicznych, ktére wzoruja
sig na mechanizmach obronnych zachodzacych w naturalnych organizmach. Przez
ostatnie lata algorytmy te znalazly szerokie zastosowanie w ochronie danych oraz
procesach zwiazanych z bezpieczenstwem sieci komputerowych. Jak pokazuja do-
tychczasowe badania, NSA z powodzeniem moze by¢ réwniez uzywany jako kla-
syfikator, zaréwno binarny, jak i dwuklasowy i wieloklasowy. Niniejsza praca jest
krétkim wprowadzeniem do teorii i zastosowania sztucznych systeméw immunolo-
gicznych w kontekscie dyskretyzacji danych. W rozdziale przedstawiono przeglad
i poréwnanie wybranych rozwiazan na przyktadzie algorytmu selekcji negatywne;.
Omoéwiono tu ogdlne zasady konstruowania algorytméw selekcji negatywnej, jak
réwniez szczegdly implementacji podanych rozwiazan. Nastgpnie zbadano wplyw
dyskretyzacji atrybutéw na dzialanie poszczegdlnych implementacji. Z uwagi na
mozliwo$¢ przedstawienia wynikéw eksperymentéw z danymi przed i po dyskre-
tyzacji, w przegladzie uwzgledniono algorytmy NSA, w ktérych przeciwciala re-
prezentowane sa jako liczby rzeczywiste. Badania zostaty przeprowadzone na kilku
zbiorach danych. Do eksperymentéw wykorzystano rézne algorytmy dyskretyzacji,
w tym metody oparte na teorii zbioréw przyblizonych.

Stowa kluczowe: sztuczne systemy immunologiczne, selekcja negatywna, klasyfi-
kacja, dyskretyzacja atrybutéw

Wprowadzenie

Mechanizmy dziatania naturalnego systemu immunologicznego (ang. natural im-
mune system, NIS) kregowcéw, a w szczegdlnosci jego adaptacja do zmiennego oto-
czenia oraz mozliwo$¢ rozpoznania patogenéw (m.in. wiruséw, bakterii czy pierwot-
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niak6éw), staly si¢ inspiracja dla naukowcéw do opracowania i rozwoju sztucznych
systemOw immunologicznych.

Uktad odpornoSciowy jest rozproszony i unikatowy dla kazdego osobnika. Ma
zdolnos¢ uczenia si¢ i zapamigtywania patogenéw, z ktérymi zetknat si¢ w czasie
swojego funkcjonowania, a do wykrycia ich wystarczy mu tylko znajomos¢ struktur
komoérek wilasnych (Wierzchon, 2001). Za rozpoznanie komérek obcych w organi-
zmie i ich eliminacj¢ odpowiadaja produkowane w szpiku kostnym krwinki biate
(limfocyty). Limfocyty mozna podzieli¢ na limfocyty typu T i typu B (Lydyard,
Whelan 1 Fanger, 2001).

Limfocyty typu T dojrzewaja w grasicy, gdzie przechodza proces nauki rozpo-
znawania struktur komérek wtasnych. Dopiero tak wyksztatcone krwinki biate typu
T trafiaja do krwi obwodowej i narzadéw limfatycznych, gdzie sa odpowiedzialne za
rozpoznanie patogendéw i podejmowanie akcji obronnej organizmu. Proces nauki roz-
poznawania komoérek wtasnych jest w immunologii nazywany selekcja negatywna.
W duzym uproszczeniu polega on na eliminacji niedojrzatych limfocytéw typu T,
ktére rozpoznaja komdérki wiasne jako obce, stanowiace zagrozenie dla organizmu.

Limfocyty typu B odpowiadaja za zapamigtanie i niszczenie patogenéw. Znany
organizmowi patogen nazywany jest antygenem. Na powierzchni limfocytéow typu
B znajduje si¢ okoto 100 tysigcy receptorow. Receptory i antygeny posiadaja frag-
menty, ktére tworza wigzanie: paratop w receptorze i epitop w antygenie. Pojedyn-
czy limfocyt posiada receptory z paratopami umiejacymi wigzaé tylko jeden rodzaj
epitopéw (unikatowa swoisto$¢). Istniejace limfocyty ulegaja licznym podziatom
z uwzglednieniem mutacji. W procesach tych receptory komérek potomnych nie-
znacznie si¢ zmieniaja, umozliwiajac tym samym skuteczniejsze od komérki rodzica
wigzanie patogendw. Dzigki temu odpowiedZ immunologiczna (reakcja organizmu
na kontakt z antygenem) jest precyzyjna.

Limfocyty sa aktywowane, gdy ich receptory rozpoznaja antygen. W efekcie po-
wstaje wiele klonéw o identycznej z komodrka oryginalng swoisto$ci (Lasek, Lasek
1 Peczkowski, 2013). Dzigki temu dochodzi do wytworzenia swoistej odpornosci
organizmu na dany antygen. Opisany powyzej proces nazywany jest w immunologii
selekcja klonalna (ang. clonal selection). W procesie tym intensywnemu klonowa-
niu ulegaja limfocyty, ktérych receptory sa najlepiej dopasowane do antygenu. Klony
z receptorami stabo wigzacymi antygen sg usuwane z organizmu. Natomiast te, ktére
maja silne powigzania paratop-epitop pozostaja, przeksztatcajac si¢ w komorki pla-
zmatyczne lub pamigciowe. W ten sposéb zostaje zapewniona pamigé immunolo-
giczna i szybsza reakcja obronna organizmu przy ponownym kontakcie z antygenem.

Wymienione wyzej mechanizmy, jak rdwniez inne teorie z dziedziny immuno-
logii (np. teoria niebezpieczefistwa (Matzinger, |1994))) zainspirowaly badaczy do
przetozenia wlasnosci naturalnego uktadu immunologicznego na pole informatyki
i inzynierii matematyczne;j.

Jedna z pierwszych prac przektadajacych dziatanie mechanizméw NIS na dziata-
nie sieci komputerowych byla teoria sieci idiotypowej zaproponowana przez Jerne
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(1973). Artykut ten stal si¢ podstawa do powstania grupy rozwigzan nazwanych
sztucznymi sieciami immunologicznymi. Przetomowa praca dotyczaca modelowania
sieci idiotypowych byt artykul Farmera, Packarda i Perelsona z 1986 roku "The Im-
mune System, Adaptation, and Machine Learning", w ktérym zaproponowano zasto-
sowanie rozwiazan nasladujacych dziatanie uktadéw odpornosciowych do ochrony
sieci (Wierzchon, 2001). W kolejnych latach pojawity si¢ liczne prace dotyczace
implementacji algorytméw symulujacych dziatanie naturalnych systeméw immuno-
logicznych.

Na podstawie literatury mozna wnioskowac, ze wsréd badaczy najwigksze zainte-
resowanie, oprocz sztucznych sieci immunologicznych, znalazty algorytmy selekcji
negatywnej i selekcji klonalnej. W przypadku algorytméw selekcji klonalnej naj-
wazniejsza cecha jest dopasowanie komorki limfocytéw B do antygenéw. Ogélna
idea ich dziatania polega na wybraniu najlepiej dopasowanych przeciwciat do anty-
genéw i ich sklonowaniu. W algorytmie uwzgledniono proces mutacji przeciwciat,
w taki sposob, aby nowe przeciwciata odznaczaty si¢ lepszym dopasowaniem do an-
tygenu, niz przed mutacja. Algorytmy te znalazty zastosowanie gléwnie w zagadnie-
niach optymalizacji i rozpoznawania wzorcow. Z kolei algorytmy selekcji negatyw-
nej znalazly szerokie zastosowanie przy ochronie danych i proceséw realizowanych
w sieci (Hofmeyr, [1999) oraz w wykrywaniu nieprawidtowosci takich, jak wirusy
komputerowe badZ zaklécenia w szeregach czasowych (Dasgupta 1 Forrest, [1995)).
Z. powodzeniem moga by¢ réwniez uzywane do zagadnieni klasyfikacji (Esponda,
Forrest 1 Helman, 2003). W ostatnich latach popularne sa szczegdlnie rozwiazania
hybrydowe, faczace rézne dziedziny z zakresu informatyki, np. wspomagajace wspo-
mniana wyzej klasyfikacje obiektéw (Honko, 2018) lub optymalizacje funkcji multi-
modalnych (Lucinska, [2010), a nawet symulujace uktad odporno$ciowy okretu (Pra-
czyk, [2010).

Dyskretyzacja jest jednym z istotnych zadah wykonywanych na potrzeby eksplo-
racji danych (Garcia, Luengo, Sdez, Lopez 1 Herrera, 2013). Co prawda, jest ona
wykorzystywana przy wykrywaniu anomalii, ale w innych obszarach niz algorytmy
immunologiczne. W pracy ”Continuous Features Discretization for Anomaly Intru-
sion Detectors Generation” zaproponowano zastosowanie dyskretyzacji w algoryt-
mach genetycznych do generowania detektoréw wykrywajacych nieprawidtowosci
w sieci. W zwiazku z tym, ze dane wykorzystywane w systemach do wykrywania
wtaman sa wielowymiarowe, dyskretyzacja jest wskazana jako wstepny etap prze-
tworzenia zbioréw (Aziz, Azar, Hassanien 1 Hanafyl [2014) i wyostrzenia pewnych
réznic migdzy obiektami.

Celem ponizszej pracy jest wstepne zbadanie, w jaki sposob dyskretyzacja cech
wplywa na klasyfikacje algorytméw immunologicznych na przyktadzie wybranych
rozwiazan. Aby wyjasnié t¢ kwestig, w dalszej czgsci pracy szczegétowo oméwiono
trzy r6zne implementacje algorytmu symulujacego dziatanie mechanizmu selekcji
negatywnej. Nastgpnie poréwnano wyniki dla danych zdyskretyzowanych za po-
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moca réznych algorytméw. Scenariusz eksperymentow i jego wyniki opisano w roz-
dziale 3.2, w ostatniej czgsSci zawarto podsumowanie.

3.1 Algorytm selekcji negatywnej

Algorytm selekcji negatywnej (ang. negative selection algorithm, NSA) wzoruje si¢
na mechanizmie usuwania limfocytéw typu T, ktére rozpoznaly wilasne struktury
jako patogenne. Po raz pierwszy zostal wdrozony przez [Forrest, Perelson, Allen
1 Cherukuri| (1994). Przez ostatnie 25 lat algorytm ten byt wielokrotnie modyfiko-
wany, ale gtéwne cechy zaproponowane w oryginalnym rozwiazaniu pozostaty bez
zmian.

Algorytm selekcji negatywnej sktada si¢ z dwdch podstawowych krokéw:

* generowanie detektorow (przeciwciat) i ich cenzurowanie,
* monitorowanie danych.

Na wejSciu algorytm generowania detektoréw otrzymuje zbidr z wzorcami wia-
snych komoérek. Nastgpnie losowo generuje zbiér detektoréw reprezentujacych prze-
ciwciala. Podczas cenzurowania usuwane sa te detektory, ktére rozpoznaja wiasne
struktury. W efekcie na wyjSciu otrzymuje si¢ zbidr tylko tych detektoréw, ktére nie
rozpoznaly wiasnych komérek jako obcych. W uproszczeniu algorytm mozna opisac
za pomocy pseudokodu algorytm|3.1

Algorytm 3.1 Generowanie i cenzurowanie detektoréw

INPUT:

S - zbiér wzorcéw wiasnych komdrek
OUTPUT:

D - zbiér detektoréw komoérek obcych

D < losowo wygeneruj detektory
for d € D do
if d rozpoznaje komoérke wiasng z S then
D+« D\{d}
end if
end for
return D

A A Sl Nl

Kolejne kroki algorytmu selekcji negatywnej stuza do rozpoznania komoérek ob-
cych w monitorowanym zbiorze danych. Proces monitorowania przedstawiony zostat
za pomocg pseudokodu algorytm[3.2]

Algorytm [3.2] na wejsciu otrzymuje wzorce wszystkich komorek: zaréwno wta-
snych, jak i obcych oraz zbiér wygenerowanych detektoréw. Na podstawie tych da-
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Algorytm 3.2 Monitorowanie danych

INPUT:
D - zbiér detektoréw

OUTPUT:
Ssel - zbior komorek rozpoznanych jako whasne
Snonself - Zbi0r komorek rozpoznanych jako obce

Sself <0
Snonself <0
for s € Sdo
if 3 cpmatch(d,s) then
Sn()nsglf — Snonself U {S}
else
Sself — Sself U {S}
end if
end for

R DN ERD

nych oraz reguty dopasowania (ang. matching rule) struktury komoérki rozpoznawane
s jako wtasne lub obce.

Reguta dopasowania jest wykorzystywana zardwno podczas generowania detek-
toréw, jak i w fazie wykrywania anomalii. Mozna ja zdefiniowa¢ jako odlegtos¢ mig-
dzy dwoma punktami: detektorem, a komérka danych. Co ciekawe dwa punkty nie
muszg by¢ dokladnie takie same, aby zostaly uznane za zgodne. Jest to mozliwe
dzigki wprowadzeniu do algorytmu progu dopasowania (Ji1 Dasgupta, 2007).

Wybér reguty dopasowania lub progu w regule dopasowania jest specyficzny dla
aplikacji i zalezny od reprezentacji (ang. data representation).

Reprezentacja danych jest jedna z podstawowych réznic w implementacjach algo-
rytmu selekcji negatywnej. Wyrdznia si¢ dwie gtéwne reprezentacje: niskiego i wy-
sokiego poziomu. Reprezentacja niskiego poziomu to ciagi znakéw (ang. string re-
presentation), do ktérych zaliczana jest rOwniez reprezentacja binarna. Z kolei do
reprezentacji wysokiego poziomu zaliczaja si¢ wektory wartosci liczb rzeczywi-
stych (ang. real-value representation). Reprezentacja wektoréw liczb rzeczywistych
zostata wprowadzona, by przySpieszyC proces generowania detektor6w. Ponadto,
dzigki wykorzystaniu takiej reprezentacji nie sg tracone informacje o poszczegdl-
nych cechach zbioru (Gonzalez 1 Dasguptal 2003).

Z uwagi na fakt przeprowadzenia eksperymentéw w kontekscie dyskretyzacji da-
nych, w dalszej czgsci pracy skoncentrowano si¢ na oméwieniu wybranych algoryt-
méw selekcji negatywnej w reprezentacji liczb rzeczywistych. Poréwnane zostaly
algorytmy:

* Real-Valued Negative Selection (Gonzalez 1 Dasguptal, 2003)),
* V-detector (Ji i Dasguptal 2004),
* algorytm detektoré6w RST (Chmielewskil, [2017).
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3.1.1 Algorytm Real-Valued Negative Selection (RNS)

Algorytm RNS zostal po raz pierwszy zaproponowany w 2002 roku przez Gon-
zaleza. Gtéwnym zatozeniem, jakim odréznia si¢ on od standardowego algorytmu
selekcji negatywnej jest reprezentacja danych osadzona w przestrzeni liczb rzeczy-
wistych. W algorytmie tym przestrzefi komérek wiasnych i obcych reprezentowana
jest jako punkty w przestrzeni N-wymiarowej, ktérych wspétrzedne sa wartoSciami
liczb rzeczywistych z zakresu [0, 1]. Detektor (przeciwcialo) jest definiowany jako
N-wymiarowa hipersfera, ktorej Srodek okresla N-wymiarowy wektor, a promiefi jest
staly i wyraza sig liczbg rzeczywista.

W procesie generowania detektoréw (algorytm [3.3) w pierwszym kroku losowa-
nych jest T}, detektoréw o zadanym promieniu / (funkcja GenerateRandomDetec-
tor(1)). Nastepnie dla kazdego wylosowanego detektora wybieranych zostaje k- naj-
blizszych sasiadéw sposréd komodrek wiasnych. Za ten krok w pseudokodzie odpo-
wiada funkcja GetKNearestCells(d,S), gdzie d to wylosowany detektor, a S to zbiér
komoérek wiasnych. Dalej pobierany jest Srodkowy element sposréd posortowanych
wedtug odlegtosci od detektora sasiadow (funkcja GetMedianNearestCell). A na-
stgpnie za pomocg funkcji odleglosci euklidesowej sprawdzana jest odlegto$¢ mig-
dzy detektorem, a pobrang komérka. Jesli w badanym obszarze znajdzie si¢ wigcej,
niz potowa z najblizszych komérek, uznaje sig, ze detektor je rozpoznaje i w zwiazku
z tym detektor zostaje przesunigty na wigksza odlegtos¢. Istotnym elementem przy
wyliczaniu wartosci powyzszej odlegtosci jest funkcja py(x), ktéra okresla stopien
nachodzenia detektora na komérke (witasng lub obcg). Funkcja zdefiniowana jest
jako:

—|ld—x(?

Ha(x) = 27 (3.1)
gdzie:

|I.]| - norma euklidesowa,

r - promien detektora,

¢ d - wspétrzedne Srodka detektora,
¢ x - wspéirzedne komorki.

Proces przesuwania detektoréw jest powtarzany, az mniej niz potowa sasiadow
jest wykrywana lub przekroczono liczbe zatozonych iteracji algorytmu. Powyzsze
warunki sg niewystarczajace, aby algorytm byt zbiezny. Poczatkowe tempo adaptacji
oraz tempo zanikania adaptacji powoduja przesuwanie detektora o coraz mniejsze
odlegtosci, zapewniajac zbiezno$¢ algorytmu.

Moze si¢ zdarzy¢, ze wylosowany detektor bedzie otoczony przez komoérki wiasne
w taki sposéb, ze przesunigcie go w dowolnym kierunku nie spowoduje zmniejszenia
wykrywalnosci komérek wtasnych. Aby zapobiec takiej sytuacji, z kazdg iteracja
detektory starzeja si¢ (zmienna age,) i sa usuwane, gdy osiagna zalozona dojrzatosc,
a wciaz bede wykrywaty zbyt wiele komérek wiasnych.
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Algorytm 3.3 RNS - generowanie detektorow

INPUT:
[ - promief komoérki
S - zbi6r komorek wlasnych
r - promien detektora
To - poczatkowe tempo adaptacji
T - tempo zanikania adaptacji
t - wiek, w ktérym detektor uznawany jest za dojrzaty
Tnax - liczba detektoréw do wygenerowania
Iinay - liczba iteracji
OUTPUT:
D - zbiér detektoréw

D < {GenerateRandomDetector;(1)|i € 1 — Tpay}

1:

2: i+0

3: while i < I, do

4: N noxe /7

5: for d € D do

6: NearCells < GetKNearestCells(d,S)

7: NearSel f < GetMedianNearestCell(NearCells)
8: if distance(d,NearestSel f) < r then

. -eNearCells(d—c
9: dir < Zce|11\<;ea(;zcl'lel(ls| )
10 if age; > t then > agey — wiek detektora d
11: d < GenerateRandomDetector(l)
12: else
13: ageg < ageg+1
14: d < d+nxdir
15: end if
16: else
17: age; <0
, ., LyepHa(d)x(d—d')

18: dir < Y e lia )

19: d < d+nxdir
20: end if
21: end for
22: i+—i+1

23: end while

Warunek stopu algorytmu [3.3] okreslany jest przez liczbe iteracji. Dzigki temu
zlozonos¢ czasowa algorytmu wyraza si¢ jako:
O(Inax * |D| + (ID] +1S])) (3.2)

W procesie monitorowania danych (algorytm [3.4)) reguta dopasowania wyrazana
jest za pomoca funkcji odlegtosci euklidesowej pomigdzy detektorem, a komoérka.
Komérka, ktéra znajdzie si¢ w promieniu detektora, uznawana jest za komoérke obca.
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Algorytm 3.4 RNS - monitorowanie

INPUT:
D - zbidr detektoréw
S - zbi6ér monitorowanych komoérek
OUTPUT:
Ssel - zbior komorek rozpoznanych jako whasne
Snonself - Zbi0r komorek rozpoznanych jako obce

Sself <0
Snonself <0
for s € Sdo
if 3jcpmatch(d,s) then
Snonself «— Snonself U {S}
else
Sself < Sself U {S}
end if
end for

R DN ERD

3.1.2 Algorytm V-detector

Zaproponowany w 2004 algorytm jest modyfikacja algorytmu RNS. W odréznieniu
od powyzszego rozwiazania, ktére bazuje na detektorach o statej dlugosci promienia,
algorytm V-detector umozliwia modyfikacje dtugosci promienia danego detektora
w procesie generowania detektorow. Komorki wtasne i obce nie sa punktami, ale
hipersferami w N-wymiarowej przestrzeni.

W pierwszej kolejnosci losowany jest jeden detektor. Nastepnie sprawdzane jest,
czy wylosowany detektor znajduje si¢ w przestrzeni monitorowanej juz przez inne,
istniejace detektory. Jesli tak, to losowany jest nowy detektor. Promient detektora
ustawiany jest jako odlegtos¢ do najblizszej komdrki wiasnej. Proces jest powta-
rzany, az zostanie osiagnigta zatozona liczba detektoréw (algorytm [3.5).

Algorytm zatrzyma sig, jezeli zostanie spetniony jeden z trzech warunkéw:

* wygenerowana zostanie zalozona liczba detektorow (7,,4x),

* osiagniety zostanie zatozony poziom pokrycia przestrzeni przez detektory (co),

* stwierdzone zostanie zbyt duze pokrycie przestrzeni przez komoérki wiasne
(maximum self coverage).
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Algorytm 3.5 V-detector - generowanie detektoréw

INPUT:

[ - promief komoérki

S - zbi6r komérek wlasnych

R, - promiefi komorki wtasnej

co - oczekiwane pokrycie detektorami

Tinax - maksymalna liczba detektorow
OUTPUT:

D - zbiér detektoréw

1: D+ 0
2: T+ 0
3: repeat
4: t<0
5: repeat
6: ¢ + GenerateRandomDetector(l)
7: FallsInsideOtherDetector < false
8: for d € D do
9: if distance(d,c) < r(d) then
10: t+—t+1
11: ift >= l—lc then
0
12: return D
13: end if
14: FallsInsideOtherDetector < true
15: T+0
16: break
17: end if
18: end for
19: until —~FallsInsideOtherDetector
20: r = mingegdistance(s,c) — Ry
21: if » > R, then
22: D+ DU{(c,r)}
23: else
24: T+—T+1
25: end if |
26: it 7 > 1—maximum self coverage then
27: exit
28: end if

29: until |D| = T

Ztozonos¢ czasowa algorytmu [3.5mozna wyrazic jako:

O(|D]x1S]) (3.3)

Proces monitorowania danych, podobnie jak w oryginalnym rozwiazaniu bazuje
na funkcji odlegtosci euklidesowej pomiedzy komorka a detektorem (algorytm [3.4).
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Celem algorytmu V-detector jest przygotowanie takich detektoréw, ktére maksy-
malnie pokryja przestrzefi nienalezaca do komérek wtasnych. Wykorzystanie detek-
toréw o zmiennych promieniach umozliwia pokrycie duzej powierzchni przy mniej-
szej liczbie detektoréw. Dzigki parametrowi 7,,,,, mozliwe jest sterowanie liczba de-
tektoréw, co przektada si¢ na szybko$¢ monitorowania. Natomiast parametr co umoz-
liwia dobor progu skutecznosci wykrywania komdrek obcych.

3.1.3 Algorytm detektorow RST

Algorytm jest rozszerzeniem algorytmu V-detector i jest inspirowany teorig zbioréw
przyblizonych (Pawlakl, |1991). Modyfikacja dotyczy rozbudowania procesu genero-
wania detektor6w i ich monitorowania o uzycie dwoch zbioréw detektorow: Dy,
i Dy,,,, zamiast jednego.

W procesie generowania detektoréw (algorytm uzywane sg dwa zbiory ko-
morek whasnych: pierwszy z oryginalnymi komorkami o promieniu Ry, ,, oraz drugi
z komorkami z granicg tolerancji o promieniu Ry, . Zbiér komoérek z granicg to-
lerancji powstaje na podstawie oryginalnego zbioru komoérek wtasnych, a promien
ich wartosci zwigkszany jest o zadana warto$¢ progowa. Na podstawie powyzszych
zbioréw tworzone sg zbiory detektoréw:

* zbidr D, jest generowany za pomocg algorytmu V-detector,
* zbidr Dy, powstaje na podstawie zbioru D,,, przez skr6cenie promienia kaz-
dego z detektoréw o réznice promieni migdzy komérkami wiasnymi ze zbiorow

Rsupp i Rslow (rdiff)'

Algorytm 3.6 Algorytm detektoréw RST - generowanie detektoréw

INPUT:
D, - detektory wygenerowane algorytmem V-detector promieniem R
R, - promien komoérki wiasnej

Supp

Supp
Ry,,,, - promien komorki wlasnej z granica tolerancji
Slow Supp
OUTPUT:

Dy - zbi6r detektoréw
Dy,,, - zbi6r bardziej tolerancyjnych detektoréw

Doy < 0
Raiff < Ry, = Ry
for (c,r) S Dupp do
Dioyy < Doy U {<C7r_ rdiff>}
end for

AN
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ZYozono$¢ czasowa algorytmu [3.6)mozna wyrazié jako:

O(|D |S]) (3.4)

W trakcie monitorowania danych (algorytm komérki sa weryfikowane za po-
moca bardziej tolerancyjnego zbioru Dy, . Jesli detektory ze zbioru Dy, rozpoznaja
komorke, jest ona uznana za obca. W przeciwnym wypadku jest ona weryfikowana
przez detektory ze zbioru D). Jezeli komoérka nie zostanie rozpoznana przez de-
tektor ze zbioru D,,,,, 0znacza to, ze jest to komorka wiasna. W przeciwnym razie
komérka zostaje uznana za niepewna, co wiaze si¢ z jej dalsza analiza (np. przez
algorytm klasyfikujacy).

Algorytm 3.7 Algorytm detektoréw RST - monitorowanie

INPUT:
S - zbi6ér monitorowanych komérek
Dy - zbi6r detektorow
Dy, - zbi6r bardziej tolerancyjnych detektoréw
OUTPUT:
Sself - zbi6r komorek rozpoznanych jako wiasne
Snonself - Zbior komérek rozpoznanych jako obce
Suncertain - Zb16r komorek do dalszej analizy

Sself — 0;Snonself < 0; Suncertain <0
for s € Sdo
if 34¢p,, match(d,s) then

Snonself <~ Snonself U {S}
else
Suncertain < Suncertain U {S}
end if
end for
for s € Suncertain o
if Auep,,,match(d,s) then

Suncertain — Suncertain \ {S}
Sself — Sself U {S}

end if

: end for
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3.2 Eksperymenty

W ponizszej czgsci opisano eksperymenty, ktére badaja wptyw dyskretyzacji atry-
butéw na skuteczno$¢ wybranych algorytméw selekcji negatywnej. Badania zostaly
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przeprowadzone na kilku zbiorach danych z wykorzystaniem réznych algorytméw
dyskretyzacji.

Implementacje algorytméw zostaly zrealizowane w jezyku Python 3.8 z wykorzy-
staniem modutéw numpy i pandas oraz uruchomione na Srodowisku Arch Linux.

Tabela 3.1: Charakterystyka zbioréw

Nazwa Skrét Licz. Licz. obiektow Dystrybucja
atrybutow klas

Wine Wine 13 178 59:71:48

Mammographic Mamm 5 961 516:445

Mass

KDDCup’99  Kdd 41 499020 97277:396743

(10%)

Do badan uzyto trzech zbioréw danych (tabela[3.1)) dostepnych na repozytorium
UCI Repository (https://archive.isc.uci.edu/ml): Wine, Mammogra-
phic Mass i KDDCup’99 (10%).

Zbiér Wine posiada trzynascie atrybutéw i trzy klasy decyzyjne. W eksperymen-
cie jako komoérki wlasne uznano elementy nalezace do klasy o wartoSciach 1. Pozo-
stale elementy sg traktowane jako komoérki obce.

Zbiér Mamm ma pigé atrybutéw i dwie klasy decyzyjne. Jako komérki obce trak-
towane sa dane wskazujace na guz zloSliwy. Mimo ze, klasyfikacja algorytmami
NSA powyzszego zbioru nie daje najlepszych rezultatow, to zostal on umieszczony
w przegladzie ze wzglgdu na mozliwo$¢ sprawdzenia, jak dyskretyzacja cech moze
wptynaé na bardziej problematyczne dane.

Ostatni zbiér Kdd jest zbiorem najwigkszym ze wzgledu na ilo$¢ danych oraz
liczbg atrybutéw. Za anomali¢ w przypadku tego zbioru przyjeto wszystkie préby
atakow sieciowych. W tabeli liczebno$¢ zbioréw komdrek wiasnych zostata
oznaczona za pomocg podkreslenia.

Kazdy ze zbiorow zostal znormalizowany w taki sposéb, aby wartosci atrybu-
téw reprezentowaty liczby rzeczywiste ze zbioru [0,1]. Nastepnie podzielono kazdy
zbidr na czg$¢ treningowa i testowa. Proporcje podzialu zostaty ustalone empirycz-
nie i dostosowane do zbioru indywidualnie. Komérki okreslone jako wilasne z czgsci
treningowej zostaty uzyte do generowania detektoréw, natomiast cata czg$¢ testowa
zostala uzyta do monitorowania skutecznosci wygenerowanych detektoréw. Warto
zaznaczy¢, ze taki podziat danych jest istotny przy zagadnieniu wykrywania anoma-
lii w ruchu sieciowym, gdy nie wszystkie struktury komérek wtasnych i obcych sa
znane. Na koniec pigciokrotnie uruchomiono algorytmy dla danych niezdyskretyzo-
wanych i uSredniono wyniki.
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W kolejnym kroku eksperymentéw dokonano dyskretyzacji danych z wykorzysta-
niem narzedzi Weka (https://www.cs.waikato.ac.nz/ml/weka/) oraz
RSES (https://www.mimuw.edu.pl/~szczuka/rses/start.html).
Narzedzie RSES wykorzystuje zbiory przyblizone (Pawlak, 1991) do wykonania
cig¢, wedtug ktérych generowane sa przedziaty wartosci. Dzigki temu zachowane
zostaja réznice pomigdzy obiektami z r6znych klas zbiorow, a zestaw cigC jest ogra-
niczony do minimum (Bazan, Nguyen, Nguyen, Synak 1 Wrdblewskil 2000). W ra-
mach eksperymentu zdyskretyzowano dane wedtug metody lokalnej i/lub globalne;.
Metoda globalna dyskretyzuje dane w odniesieniu do catego zbioru danych. Uzywa
jednego zestawu interwaléw w ramach jednego zadania klasyfikacyjnego. Z kolei
metoda lokalna tworzy rézne zestawy interwaléw dla pojedynczego atrybutu. Warto
zwrdci¢ uwage na liczba przedzialéw wygenerowanych przez narzedzie RSES. Dla
zbioru Mammographic Mass z ponad siedemdziesigciu unikalnych wartosci na atry-
bucie Age udato si¢ zej$¢ odpowiednio do 38 przedziatéw dla metody globalnej
i 46 przedziatéw dla metody lokalnej. Na podstawie zaproponowanych podziatléw
mozna wywnioskowaé, ze atrybut Age nie jest dobrym rozréznikiem klas decyzyj-
nych. Z kolei na zbiorze KDDCup’99 10% metoda lokalna zaproponowata cigcia na
26 atrybutach generujac od 2 do 38 przedziatéw (w zalezno$ci od atrybutu). W przy-
padku zbioru Wine przedzialty wygenerowane przez metody lokalna i globalng sa
podobne i dotycza trzech atrybutéw: Alcohol (trzy przedzialy), Magnesium (dwa
przedzialy) i Flavonoids (dwa przedziaty).

W przypadku narzgdzia Weka dokonano dyskretyzacji na wybranych atrybutach
rozpatrywanych zbioréw z podzialem na 5 i 10 przedzialéw wartoSci. Jako metode
dyskretyzacji wybrano metod¢ nienadzorowana. Podczas dyskretyzacji uwzgled-
niono réwniez tworzenie przedzialéw w sposéb binary dla kazdego atrybutu oraz bez
tego podziatu. W wyniku tworzenia przedzialéw w sposéb binarny, w zbiorach two-
rzone s3 nowe atrybuty dla kazdego interwatu okreslajace w sposéb binarny podziat
wartos$ci. W zestawieniu wynikéw zastosowanie tej metody oznaczono za pomoca
kolumny atrybuty binarne. Jesli uzycie metody dyskretyzacji utworzyto nowe atry-
buty z przedzialami wartoS¢ w kolumnie atrybuty binarne wstawiono fak. W prze-
ciwnym wypadku uzyto nie.

Dla kazdego algorytmu pigciokrotnie uruchomiono testy na zbiorach po dyskrety-
zacji, a nastgpnie usredniono wyniki. Uzyto takich samych ustawien i podziatléw na
zbiory testowe i treningowe, jak w przypadku testéw na danych przed dyskretyzacja.
W obu przypadkach (przed i po dyskretyzacji) uzyto takich samych metryk mierza-
cych skutecznos¢ algorytmu: metryki doktadnosci (ang. accuracy) dla algorytméw
RNS i detektoréw V-detector oraz wspdétczynnika wynikéw fatszywie pozytywnych
(ang. false alarm) dla algorytmu z detektorami RST. Wyniki zostaty zaprezentowane
w tabelach w poszczeg6lnych podrozdziatach. Rezultaty dla danych niezdyskretyzo-
wanych zostaly oznaczone podkresleniem. Brak wartosci oznaczono znakiem —.
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3.2.1 Algorytm RNS

W przypadku zbioru Wine zbadano skuteczno$¢ algorytmu RNS dla detektoréw
o promieniu od 1,4 do 3,5. Najwyzszy wynik wynoszacy 0,82 algorytm osiagnat dla
promienia 1,5, a powyzej wartoSci 1,9 algorytm nie byl w stanie dopasowaé detek-
toréw do wylosowanych zestawow testowych. Po dokonaniu dyskretyzacji wartosSci
trzech atrybutéw uzyskano wyzsza skutecznos¢ dla promienia 1,51 1,9 w przypadku
zastosowania metody lokalnej lub globalnej (tabela[3.2). Warto zauwazy¢, ze po do-
konaniu dyskretyzacji z podziatem na atrybuty binarne, skutecznos¢ algorytmu dla
podanych wyzej warto$ci promienia spada z uwagi na fakt utworzenia nowych atry-
butéw. Z drugiej strony zastosowanie tej metody umozliwia uruchomienie algorytmu
dla promienia, ktéry w przypadku oryginalnych danych (sprzed dyskretyzacji) nie
jest mozliwe i uzyskanie wyzszej detekcji (np. r = 3,5).

Podobne regularno$ci mozna zaobserwowac przy zbiorze Mammographic Mass
(tabela[3.3).

Algorytm uruchomiono dla promienia o wartosciach z zakresu od 0,45 do 1,5.
W tabeli zostaly umieszczone rezultaty o najwyzszej mierze doktadnosci dla
kazdej z metod. Podobnie jak w przypadku zbioru Wine najwyzsza doktadnosc¢ uzy-
skano przy zastosowaniu metody lokalnej i globalnej. Co ciekawe, mimo ze atrybut
Age nie jest najlepszym rozréznikiem klas, to na danych zdyskretyzowanych uzy-
skano nieznacznie wyzsze wyniki niz na danych przed dyskretyzacja.

Z kolei na zbiorze KDDCup’99 10% dokonano dyskretyzacji siedmiu atrybutéw
metoda nienadzorowang z podziatem na 5 i 10 przedziatéw oraz metoda lokalna.
Rezultaty z przeprowadzonych testéw byty nieznacznie nizsze od wynikéw zwroé-
conych przy uruchomieniu algorytmu na danych oryginalnych i spadly z 0,99 do
0,97. Przetestowano rowniez cigcia na 26 atrybutach zaproponowanych przez me-
tode lokalna. Dyskretyzacja wartoSci tych atrybutéw znacznie pogorszyta wyniki
klasyfikacji algorytmu spadajac z 0,99 do 0,28. Podobnie jak w przypadku mniej-
szych zbiorow, zaobserwowano spadek detekcji komoérek obcych przy zastosowania
atrybutéw binarnych. Zwigkszenie wartosci promienia przy ponownych testach po-
zwolito uzyskaé zadowalajace wyniki na poziomie 0,99.
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Tabela 3.2: Dziatanie algorytmu RNS na zbiorze Wine po dyskretyzacji trzech atrybutéw

Metoda Liczba Atrybuty r Skutecznos¢
przedzialow  binarne

- 1,5 0,82
- 1.9 N
bez nadzoru 5 tak 1,5 0
bez nadzoru 5 nie 1,5 0,75
bez nadzoru 10 nie 1,5 0,75
lokalna 2-3 nie 1,5 0,88
lokalna 2-3 nie 1,9 0,99
bez nadzoru 5 tak 1,9 0,84
bez nadzoru 10 tak 1,9 0
bez nadzoru 5 nie 1,9 0,55
bez nadzoru 10 nie 1,9 -
globalna 2-3 nie 1,5 0,99
globalna 2-3 nie 1,9 0,99
bez nadzoru 1 tak 3,5 0,97

r - promien detektora, Skuteczno$¢ liczona jest metryka doktadnosci

Tabela 3.3: Skutecznos$¢ algorytmu RNS na zbiorze Mammographic Mass po dyskretyzacji atrybutu

Age

Metoda Liczba Atrybuty r Skutecznosé¢

przedzialéw  binarne
- 0,45 0,5
- 1 -
bez nadzoru 5 tak 1,5 0
bez nadzoru 5 nie 0,45 0,52
bez nadzoru 10 nie 0,45 0,53
lokalna 46 nie 0,45 0,55
globalna 38 nie 0,45 0,53
bez nadzoru 5 tak 0,45 0,01
bez nadzoru 10 tak 0,45 0,09
bez nadzoru 5 tak 1 0,47
bez nadzoru 10 tak 1 -
bez nadzoru 10 tak 1,5 0,54

r - promien detektora, Skuteczno$¢ liczona jest metryka doktadnosci
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3.2.2 Algorytm V-detector

Algorytm V-detector przetestowano z nastgpujacymi ustawieniami:

e Wine - r od 0,01 do 0,1, 7;,,,,=20,
* Mammographic Mass - r=0,45, T},,,=100,
* KDDCup’99 10% - r=1,5, T,4x=100,

gdzie r to promien komoérki wtasnej, 7, maksymalna liczba detektoréw. Oczeki-
wane pokrycie cg wynosito 0,9. Wyniki eksperymentu przedstawiono zbiorczo dla
wszystkich zbioréw w tabeli 3.4

Tabela 3.4: Skuteczno$¢ algorytmu V-detektor po dyskretyzacji danych

Metoda Liczba Atrybuty binarne Skutecznos$¢
przedzialéw
Zbior Wine
- - - 0,84
bez nadzoru 5 tak 0,29
bez nadzoru 5 nie 0,78
bez nadzoru 10 tak 0,40
bez nadzoru 10 nie 0,79
lokalna 2-3 nie 0,59
globalna 2-3 nie 0,83
Zbiér Mamm
- - - 0,70
bez nadzoru 5 tak 0,60
bez nadzoru 5 nie 0,68
bez nadzoru 10 tak 0,47
bez nadzoru 10 nie 0,69
lokalna 2-3 nie 0,65
globalna 2-3 nie 0,74
Zbiér Kdd
- - - 0,98
bez nadzoru 5 tak 0,60
bez nadzoru 5 nie 0,98
bez nadzoru 10 tak 0,95
bez nadzoru 10 nie 0,98
lokalna (7) 2-26 nie 0,98
lokalna (26) 2-34 nie 0,27

Skuteczno$¢ liczona jest metryka doktadnosci
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W przypadku algorytmu V-detector dla mniejszych zbioréw najlepsze rezul-
taty w klasyfikacji data metoda globalna. Dyskretyzacja atrybutéw ta metoda po-
zwala uzyskac¢ wynik zblizony do tego, ktéry otrzymujemy na danych oryginalnych.
W przypadku zbioru KDDCup’99 10% dyskretyzacja siedmiu atrybutéw nie wpty-
neta znaczaco na dziatanie algorytmu. Zastosowanie cigé zbioréw na ponad potowie
atrybutéw spowodowato znaczne obnizenie jakosci klasyfikacji.

3.2.3 Algorytm detektorow RST

Gltéwnym celem algorytmu detektor6w RST jest zmniejszenie liczby rozpoznan ko-
moérek wiasnych jako obcych. W zwigzku z tym jako miarg skutecznosci algorytmu
wybrano wspétczynnik wynikéw fatszywie pozytywnych. Na podstawie otrzyma-
nych rezultatéw (tabela mozna wnioskowaé, ze dyskretyzacja danych dla ma-
tych zbioréw zminimalizowata biedna klasyfikacje komérek wiasnych jako obcych,
zwigkszajac tym samym liczbg komérek niepewnych, wymagajacych dalszej analizy.
W przypadku zbioru KDDCup’99 10% warto$¢ metryki utrzymato si¢ na poziomie
0, niezaleznie od zastosowanej metody dyskretyzacji.

Tabela 3.5: Skutecznos¢ algorytmu detektoréw RST po dyskretyzacji danych

Metoda Liczba Atrybuty Skutecznos¢  Komérki

przedzialéw  binarne niepewne
Zbioér Wine

- - - 0,56 0,02

bez nadzoru 5 tak 0,30 0,03

bez nadzoru 5 nie 0,55 0,02

bez nadzoru 10 tak 0,09 0,02

bez nadzoru 10 nie 0,55 0,02

lokalna 2-3 nie 0,14 0,05

globalna 2-3 nie 0,30 0,03

Zbiér Mamm

- - - 0,2 0,47

bez nadzoru 5 tak 0,07 0,41

bez nadzoru 5 nie 0,04 0,57

bez nadzoru 10 tak 0,09 0,30

bez nadzoru 10 nie 0,04 0,58

lokalna 2-3 nie 0,05 0,50

globalna 2-3 nie 0,01 0,67

Skutecznos¢ jest okreslana miara wspdtczynnika wynikéw fatszywie pozytywnych
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Podsumowanie

W powyzszej pracy przedstawiono wstepne badania nad wptywem dyskretyzacji
cech na dziatanie algorytméw selekcji negatywne;j.

Dyskretyzacja cech jest procesem polegajacym na zmianie atrybutéw ciaglych na
dyskretne. W zwiazku z tym, moze wplynaé na utratg istotnych informacji opisuja-
cych obiekty z r6znych klas. Jednak, jak pokazaty przeprowadzone w tej pracy eks-
perymenty, jezeli obiekty z r6znych klas maja bliskie wartoSci na danym atrybucie,
to po dokonaniu dyskretyzacji danego atrybutu, réznice migdzy obiektami moga by¢
bardziej widoczne. Dzigki temu skutecznos$¢ algorytméw selekcji negatywnej moze
wzrosnaé. Ponadto, dyskretyzacja kilku atrybutéw na matych zbiorach (maksymal-
nie kilkanas$cie atrybutéw) moze nieznacznie poprawié dziatanie algorytméw NSA,
nawet jesli dany atrybut nie jest najlepszym wyréznikiem klas. Przy duzych zbio-
rach (kilkadziesiat atrybutéw) dyskretyzacja wartoSci nieistotnych cech, nie wptywa
znaczaco na obnizenie jakosci klasyfikacji. Niemniej zamiana wartosci atrybutéw
na przedzialy dla zbyt duzej liczby (np. polowy) atrybutéw moze doprowadzié¢ do
zupelnego zatarcia r6znic migdzy obiektami. W przeprowadzonych badaniach naj-
lepsze rezultaty otrzymano na podstawie cig¢ zbioréw dokonanych metoda globalng
narzedzia RSES. Metoda ta zachowuje informacj¢ o klasach obiektéw. Mozna wigc
wnioskowaé, ze algorytmy NSA zwracaja bardziej satysfakcjonujace wyniki, anali-
zujac dane zdyskretyzowane metoda z nadzorem i podziatami dokonanymi na pod-
stawie catego zbioru danych.

Badania moga by¢ w przysztosci rozszerzone o kolejne implementacje algoryt-
méw selekcji negatywnej (uwzgledniajace rowniez rozwigzania hybrydowe) oraz
uzycie dodatkowych metod dyskretyzacji, np. z nadzorem na danych wielowymiaro-
wych.
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Rozdzial 4

WPLYW TECHNIK WSTEPNEGO PRZYGOTOWANIA
DANYCH NA SKUTECZNOSC KLASYFIKACJI OBIEKTOW
BAZY DERMATOLOGY ZA POMOCA ALGORYTMU LEM2

Dariusz Jankowski]

Streszczenie Choroby skéry maja wiele ré6znych odmian i sa czgstym obiektem ba-
darh w medycynie. Szczegdlnie niebezpieczne sa wszelkie odmiany choroby prowa-
dzace do powstania raka. Z dotychczasowych badai medycznych wynika, ze wcze-
sne wykrycie symptoméw choroby nowotworowej pozwala na znaczne zmniejszenie
prawdopodobiefistwa powstania raka lub tez jego rozwoju. Najnowsze doniesienia
medyczne wskazuja, ze liczba pacjentéw z chorobami skory stale zwigksza sig. We-
dtug prognoz do 2025 roku w Polsce liczba zachorowar na czerniaka skéry podwoi
sig. Trend jest taki sam réwniez w innych krajach. Na calym §wiecie sa prowadzone
liczne badania nad poszukiwaniem najbardziej efektywnych metod budowy modeli
danych opisujacych choroby dermatologiczne skéry cztowieka. Modele te budo-
wane sg na bazie niepelnych danych - na podstawie wybranej proby statystycznej,
co wymusza zastosowanie metod, pozwalajacych na uogélnianie wynikéw uzyska-
nych z préby. Gléwnym problemem badawczym niniejszej pracy byto poszukiwanie
odpowiedzi na pytanie: jaki wptyw na jakos¢ klasyfikacji choréb skéry modelu opar-
tego na algorytmie LEM?2 majq techniki wstgpnego przygotowania danych (podziatu
tabeli, usuwania brakujacych wartosci, dyskretyzacji, selekcji atrybutéw) w pozy-
skiwaniu wiedzy z bazy danych Dermatology, zawierajacej histori¢ os6b cierpiacych
na choroby skéry. Podczas poszukiwania podobnych badai zauwazono mata liczbg
wynikéw z wykorzystaniem LEM?2 i bazy Dermatology.
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Wprowadzenie

Choroby skéry maja wiele réznych odmian i sa czgstym obiektem badan w medy-
cynie. Szczegdlnie niebezpieczne sa wszelkie odmiany choroby prowadzace do po-
wstania raka. Z dotychczasowych badai medycznych wynika, ze wczesne wykrycie
symptoméw choroby nowotworowej pozwala na znaczne zmniejszenie prawdopodo-
bieistwa powstania raka lub tez jego rozwoju. Podkresla to Amerykaniska Fundacja
Raka Skoéry (Foundation, 2020), ktéra definiuje raka skdry jako ,,niekontrolowany
wzrost nieprawidtowych komérek w naskdrku, najbardziej zewnetrznej warstwie
skéry, spowodowany przez nienaprawialne, uszkodzone DNA, ktére wyzwala mu-
tacje. Mutacje te prowadza do szybkiego namnazania si¢ komérek skéry i tworzenia
zlosliwych guzéw. Gtéwne typy raka skdry to rak podstawnokomérkowy (BCC), rak
ptaskonabtonkowy (SCC), czerniak i rak z komérek Merkla (MCC)”. ,,Skin cancer
is the out-of-control growth of abnormal cells in the epidermis, the outermost skin
layer, caused by unrepaired DNA damage that triggers mutations. These mutations
lead the skin cells to multiply rapidly and form malignant tumors. The main types of
skin cancer are basal cell carcinoma (BCC), squamous cell carcinoma (SCC), mela-
noma and Merkel cell carcinoma (MCC)”. Ich badania ustality, ze przyczyna wigk-
szoS$ci chordb raka skory sa: szkodliwe promienie ultrafioletowe (UV) stoneczne oraz
korzystanie z solariéw UV. ,,The two main causes of skin cancer are the sun’s harm-
ful ultraviolet (UV) rays and the use of UV tanning machines” (Foundation, [2020).

Najnowsze doniesienia medyczne wskazuja, ze liczba pacjentéw z chorobami
skory stale zwigksza si¢ (Didkowska, Wojciechowska, Czderny, Olasek 1 Ciuba,
2019). Wedlug prognoz do 2025 roku w Polsce liczba zachorowan na czerniaka
skoéry podwoi si¢ (Didkowska, Wojciechowska 1 Zatorski, 2009). Rosnacy trend
zachorowalnosci jest taki sam réwniez w innych krajach. Zgodnie ze statystykami
(Wojciechowska 1 Didkowskal [2020) w Polsce jest prawie o potowg mniejsza za-
chorowalno$¢ na czerniaka skéry niz w Unii Europejskiej, natomiast nieco wigksza
niz przecigtna umieralno$¢ (o okoto 20%).

Na calym Swiecie prowadzone sg liczne badania nad poszukiwaniem najbardziej
efektywnych metod budowy modeli danych opisujacych choroby dermatologiczne
skéry cztowieka. Modele te budowane sa w oparciu o niepetne dane - na podstawie
wybranej préby statystycznej, co wymusza zastosowanie metod, pozwalajacych na
uogo6lnianie wynikéw.

Za budowe i przetwarzanie modeli danych medycznych obecnie odpowiedzialne
sa wyspecjalizowane programy komputerowe, wykorzystujace metody statystyczne
i metody sztucznej inteligencji. Na ich podstawie proces wykrywania choréb oraz
proces podejmowania decyzji o sposobie leczenia pacjentéw staje si¢ coraz bardziej
efektywny.

Wsréd baz danych ogdlnodostgpnych, ktére umozliwiaja poszukiwanie nowych
metod analitycznych, stuzacych budowie modeli danych, dominuja:
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HAM1000.

Dermatology (Dua 1 Graff] 2017).

Melanoma Gene Database (MGDB).
Melanoma (Australia bioplatforms data portal).
MelanomaDB.

kL=

Ze wzgledu na rodzaj informacji w nich zawartych o chorobach skéry, bazy te
mozna podzieli¢ na:

* Bazy obrazéw skory z etykietami (np. HAM10000).
* Bazy genéw (np. MelanomaDB).
* Bazy danych opisowych (np. Dermatology).

Bazy danych opisowe reprezentowane sa formalnie jako systemy informacyjne.

Definicja 4.1. Systemem informacyjnym S (Pawlakl [1980) (Pawlakl [1991) nazy-
wamy uktad:
SI=<U,AV,f > 4.1)

gdzie:

U - niepusty, skoficzony zbiér obiektéw zwany uniwersum,

* A - niepusty, skoiiczony zbiér atrybutéw opisujacych obiekty uniwersum,

o V = UueaV,, gdzie V, jest zbiorem wartoSci atrybutu a, za$ card(V,)>1,

* f:U x A — V - funkcja informacji, taka ze: Vycy aca f(u,a) €V,.

Baza danych Dermatology jest przyktadem reprezentacji systemu informacyj-
nego.

Zgodnie z Pawlak| (2005) oraz Stepaniuk! (2008) podczas analizy danych w sys-
temach informacyjnych podstawowa kwestia jest poszukiwanie wzorcéw wsréd da-
nych, w celu odnalezienia zalezno$ci pomigdzy wybranymi zbiorami atrybutow.

Charakterystyczna cecha systeméw informacyjnych, zawierajacych dane medycz-
ne, jest problem wystgpowania brakujacych warto$ci oraz blednie wprowadzonych
danych do systemu informacyjnego lub btgdnie zmierzonymi wartos$ciami, o czym
pisza: |[Little 1 in.| (2012), |Dziura, Post, Zhao, Fu1 Peduzzi|(2013)),|O’Neill i Temple
(2012), Pezoulas 1 in.[ (2019),|Cao, Stojkovic 1 Obradovic|(2016), Khare 1 in. (2017),
Tremblay, Hevner 1 Berndt| (2012), Thabane 1 in.| (2013), [Kannan, Manoj 1 Aru-
mugaml (2015)). Powyzsze badania potwierdzaja, ze problem jest wcigz aktualny. Od
jakos$ci danych zalezy jako$¢ znajdowanych wzorcéw danych, ktére stuza do budowy
systemOw decyzyjnych, a nastgpnie trafnos$ci decyzji takich systemow.

Do innych, czesto spotykanych problemdéw w analizie danych medycznych sgq wy-
korzystywane systemy informacyjne zawierajace histori¢ o matej liczbie pacjentéw,
lecz wielu atrybutach (np. bazy z danymi genetycznymi) oraz systemy o bardzo du-
zej liczbie obiektdw i wielu atrybutach. W zaleznoSci od metody analitycznej, prze-
tworzenie wszystkich informacji moze nie by¢ mozliwe i dlatego wymagany jest
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dodatkowy etap preselekcji atrybutéw, aby zmniejszy¢ wymiarowoS¢ przestrzeni po-
szukiwanych rozwiazan.

W przypadku wielu badan eksperymentalnych, mozna spotkac bazy zawierajace
matg liczbe obiektéw i atrybutéw, co zwigzane moze by¢ np. z ograniczong liczba
ochotnikéw bioracych udzial w eksperymencie. W takim przypadku, wyniki obar-
czone sg dodatkowym ryzykiem niedopasowania wzorcéw do calej populacji.

Nalezy zauwazy¢, ze powyzsze problemy z danymi dotycza wszystkich systemow
informacyjnych, a nie tylko medycznych.

Chcac odpowiedziec na biezace problemy, autor niniejszej pracy przedstawil nowe
mozliwosci wykorzystania algorytmu LEM2 (Grzymala-Busse, [1992) do pozyski-
wania modeli danych z medycznych baz danych opisowych na podstawie ogélnodo-
stepnej bazy Dermatology (Dua 1 Graff, 2017), zawierajacej histori¢ oséb cierpia-
cych na choroby skéry. Wyniki tych badai maja charakter uniwersalny i mozna je
wykorzysta¢ przy analizie innych systeméw informacyjnych.

Algorytm LEM2 nalezy do zbioru metod poszukiwania minimalnego zbioru regut
w systemach informacyjnych za pomoca indukcji regul. Umozliwia przetwarzanie
tablic decyzyjnych zawierajacych sprzecznosci. R6zni si¢ pod tym wzgledem od po-
zostatych metod, jak np. drzewa decyzyjne, ktére wymagaja usunigcia sprzecznosci
przed etapem budowy modelu danych. Algorytm ten nie zastgpuje metod badania
obrazéw skory choréb pacjentéw czy tez gendéw, a jedynie je uzupetnia.

Analiza poréwnawcza dostgpnych badan naukowych nad baza Dermatology oraz
wykorzystania algorytmu LEM2 do badan medycznych nad nig, wykazata mate zain-
teresowanie wykorzystaniem tej metody do budowy klasyfikatoréw wykrywajacych
choroby skéry i symptoméw raka. Wigkszo$¢ opublikowanych badan wykorzystuje
modele oparte o metody sieci neuronowych, drzewa decyzyjne i inne. Dotychcza-
sowe badania z wykorzystaniem algorytmu LEM?2 w stosunku do danych o cho-
robach skory, skupiaty si¢ w gtéwnej mierze na benchmarkingu metod. Opubliko-
wane badania wykazuja skuteczno$¢ predykcji klasyfikatoréw opartych o algorytm
LEM2 w zakresie 87-90%, a jednoczeSnie wysoka skuteczno$¢ takich metod jak:
sieci neuronowe, drzewa decyzyjne, SVM - gdzie uzyskano skutecznos¢ klasyfika-
cji na poziomie 95 - 100%. Zestawienie skutecznosci klasyfikatoréw dla r6znych
baz danych, w tym bazy Dermatology, przygotowat Zhang, Liu, Zhang 1 Almpani-
dis| (2017). Zgodnie z jego zestawieniem, najskuteczniejsza metoda klasyfikacji bazy
Dermatology jest klasyfikator zbudowany na podstawie algorytmu SVM, dla ktérego
wspoélczynnik skutecznosci predykciji wynidst 100%.

Kusunoki 1 Inuiguchi| (2006) na podstawie algorytmu LEM2 w stosunku do bazy
Dermatology zbudowali klasyfikator o skutecznosci predykcji 90.24%, a [Borowik,
Krasniewski 1 Lubal (2015)) uzyskali skutecznos¢ 87,77% uzywajac systemu RSES
oraz 78% wykorzystujac metode autorska.

Srimani 1 Koti| (2014) wykorzystali co prawda algorytm LEM2 do wygenero-
wania regut, otrzymujac wspétczynnik pokrycia réwny 90%, jednak nie zbudowali
klasyfikatora i testéw jego skutecznoS$ci. Badania Koti| (2014)) réwniez objety ana-
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lizg pokrycia regut wygenerowanych z uzyciem algorytmu LEM?2 w systemie RSES
(bez budowy klasyfikatora), a takze badania zbioru PIMA (zawierajacego przypadki
pacjentéw cierpiacych na cukrzyce), dla ktérego skutecznos$¢ algorytmu LEM?2 wy-
niosta 76%.

Metoda przyspieszajaca generowanie reduktow, zaprezentowana w|Borowik/(2019)
pozwolita na obliczenie wszystkich reduktéw bazy danych Dermatology w 2 minuty.
Autor zwrdcil uwage, ze w systemie RSES obliczenie reduktéw nie bylo mozliwe
z powodu duzego zuzycia pamigci.

W dalszej czgéci artykulu, autor pracy prezentuje wyniki i mozliwosci dalszego
rozwoju prac nad wykorzystaniem algorytmu LEM2 w analizie danych medycznych.

4.1 Metodyka badan

4.1.1 Opis danych i stanowiska badawczego

Zgodnie z wprowadzeniem, do badania zostala wybrana baza danych Dermatology,
opublikowana w Dua 1 Graff| (2017). Od strony programistycznej zostaly wykorzy-
stane biblioteki jezyka R oraz Python, z wyszczeg6lnieniem bibliotek: RoughSets,
arules oraz scikit-learn. Ponizej przedstawiona jest charakterystyka bazy Dermato-

logy.

* liczba przebadanych pacjentéw: 366,

* liczba atrybutéw opisujacych: 34,

* liczba atrybutéw decyzyjnych: 1 (6 klas decyzyjnych),

* liczba rekordéw zawierajacych brakujace dane: 8 - wszystkie dotycza atrybutu
Age. Warto$ci brakujace zostaty zastapione znakiem *7’.

Oznaczenie klas decyzyjnych:

Kod klasy - Nazwa klasy - Liczba obiektow,

1 - psoriasis (tluszczyca) - 112,

2 - seboreic dermatitis (fojotokowe zapalenie skory) - 61,

3 - lichen planus (liszaj ptaski, liszaj czerwony, liszaj Wilsona) - 72,
4 - pityriasis rosea (tupiez r6zowy Giberta) - 49,

5 - cronic dermatitis (przewlekle zapalenie skéry) - 52,

6 - pityriasis rubra pilaris (lupiez czerwony mieszkowy) - 20.

Podane choroby charakteryzuje jedna wtasciwos¢: trudno jest je rozpoznaé za po-
moca obserwacji i najczgsciej potrzebne jest wykonanie biopsji, lecz niestety cho-
roby te maja wiele cech histopatologicznych. Wedtug autoréw bazy, pacjenci byli
w pierwszej kolejnosci badani klinicznie. Wyniki tych badan reprezentuja cechy
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o numerach: 1-11, 34. W drugiej kolejnos$ci badane byty prébki skéry, a wyniki zapi-
sane za pomoca cech o numerach: 12-33. Wszystkie nazwy cech dostgpne sa na stro-
nie projektu |Dua 1 Graff] (2017)). Nalezy zauwazy¢, ze jedynie cecha Age zawiera
rzeczywisty wiek pacjenta. Pozostate cechy warunkowe sa zakodowane. W przy-
padku cechy "family history"mamy dwie mozliwe wartoSci: 1 - oznacza, ze choroba
wystapila wezesniej u innego cztonka rodziny pacjenta, a 0 - brak wystapienia. Pozo-
state cechy moga przybierac wartosci: 0, 1, 2, 3, gdzie: 0 - oznacza brak wystapienia
cechy, 3 - oznacza najwigksza mozliwa wartoS¢ (przedzial), a 1 i 2 - odpowiednio
wartoS$ci poSrednie.

4.1.2 Przygotowanie danych treningowych i testowych

Zgodnie z zalozeniami uczenia maszynowego, proces budowy rozwigzan dzieli si¢
na etap trenowania (budowy modelu danych, klasyfikatora) oraz predykcji nowych
obiektow (nieznanych na etapie trenowania) i zebraniu miernikéw jakosciowych.
Etap ten powtarza si¢ wielokrotnie dla réznych kombinacji parametréw i réznych
podziatéw zbioru danych, a nastgpnie wybiera si¢ jeden z najlepszych.

Z uwagi na maly rozmiar danych (366 obiektéw) oraz brak dostgpu do nowych
pacjentéw, kazdy nowy eksperyment rozpoczyna si¢ podzialem bazy na 2 tabele:
treningowa i testowa. Tabela treningowa uzywana jest wytacznie na etapie trenowa-
nia, a tabela testowa wylacznie w konicowej ocenie jakosci klasyfikacji (zastgpuje
dane o nowych pacjentach). Przed dokonaniem podziatu rekordy bazy Dermatology
sa losowo przestawiane.

Podziat danych byt dokonywany w 2 wariantach: 80:20 oraz 90:10.

W badaniu starano si¢ zachowa¢ réwnomierne proporcje klas w tabeli walida-
cyjnej, aby nie dopusci¢ do sytuacji, ze wigkszo$¢ przypadkéw nalezataby do klasy
1 (najbardziej licznej).

Jak wspomniano wczesniej, baza Dermatology zawiera 8 rekordéw z brakujacymi
warto$ciami cechy Age. W celu dostosowania bazy do dalszej analizy, obliczono dla
kazdej klasy decyzyjnej najczesciej wystepujaca warto$¢ i zgodnie z tym kryterium
uzupetniono brakujace warto$ci w bazie danych.

Poniewaz baza danych zostata znormalizowana przez ich twoércéw, dlatego etap
normalizacji zostal pominigty.

Z calej bazy, tylko 1 cecha (Age) wymagala przeprowadzania procesu dyskrety-
zacji. Do tego celu wykorzystywano zamiennie metody z pakietu RoughSets oraz
arules.

Do etapu selekcji atrybutéw wybrano metody znajdowania reduktéw z pakietu
RoughSets.
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Dane treningowe

Oczyszczanie

Normalizacja

Dyskretyzacja

Selekcja atrybutéw

Dane treningowe
dyskretne

Rysunek 4.1: Przygotowanie danych treningowych dla algorytmu LEM?2

4.1.3 Indukcja regut i ocena ich jakosci

Indukcja regut za pomoca algorytmu LEM2 wymaga okreslenia podzbioru danych
treningowych, tworzacych zbiér konceptéw, a doktadnie ich dolnej lub gérnej aprok-
symacji zgodnie z metoda zastosowana w systemie LERS (Grzymala-Busse, [1997).
W przypadku funkcji z biblioteki RoughSets (RI.LEM2Rules.RST), zbiorem kon-
ceptdw jest zbidr obiektéw nalezacych do obszaru pozytywnego w rozumieniu teorii

zbioréw przyblizonych.

Dane treningowe
dyskretne

Zbiér konceptow
(dolnej/gdrne;j
aproksymacji)

INDUKCJA
REGUL
(RI.LLEM2Rules.RST)

Reguly indukcji

Rysunek 4.2: Indukowanie regul z uzyciem algorytmu LEM2

Na podstawie regut utworzonych na etapie indukcji przeprowadzono wstgpna kla-
syfikacje obiektéw, korzystajac ze zbioru testowego), utworzonego w I etapie prze-
twarzania. Podczas klasyfikacji, informacja o przyporzadkowane;j klasie byta niedo-
stepna dla klasyfikatora. Wyniki klasyfikacji zostaly zebrane w formie tabelarycznej

a nastgpnie poréwnane z warto§ciami wczesniej zapisanymi w zbiorze testowym.
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DECYZJA

Dane testowe

\> Ocena jakosci

klasyfikacji

Rysunek 4.3: Wstepna weryfikacja regut klasyfikacyjnych za pomoca danych testowych

Na podstawie wzoréw dla wyznaczenia macierzy pomylek i typowych miernikéw
jakosci przedstawionych przez|Manliguez| (2016) i Fawcett| (2006)) obliczono wskaz-
nik skutecznosci klasyfikacji catego zbioru testowego (w celu poréwnania osiagnie-
tych wynikéw z przedstawionymi we wprowadzeniu innymi badaniami) oraz dla
kazdej klasy obliczono takie wartosci jak: czuto$é, specyficznosé, PPV, NPV, sku-
teczno$¢ zrownowazong oraz ich warto§¢ wazona wg wzoru:

Y& (WM;) « (IL;)
YE L

WWM = 4.2)

gdzie:
e WWM - wartos¢ wazona miernika,
* WM; - warto$¢ miernika dla klasy i,

e IL; - liczba obiektéw klasy i,
¢ k - liczba klas.

Do obliczen miernikéw wykorzystano funkcje confusionMatrix z biblioteki R - caret
oraz funkcje F1_score z biblioteki MLmetrics.

4.1.4 Dziesigciokrotna walidacja krzyZowa z 20 powtorzeniami

W celu znalezienia najlepszego modelu danych, wykorzystano metod¢ dziesigcio-
krotnej walidacji krzyzowej z dwudziestoma powtérzeniami, zachowujaca réwno-
mierne roztozenie klas w kazdej prébce danych. Do obliczen uzyto autorski esty-
mator i funkcje RepeatedStratifiedKFold oraz GridSearchCV z biblioteki Python -
scikit-learn, odpowiedzialne za wielokrotne budowanie modeli w jezyku R.
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Podczas walidacji krzyzowej pominigto etap selekcji atrybutéw i poszukiwano
najlepsze modele danych, podstawiajac na przemian nastgpujace parametry dyskre-
tyzacji z biblioteki arules:

* metoda dyskretyzacji: frequency, cluster, interval,
* liczba podziatéw: 2, 3, 4, 5.

Do oceny jakosci klasyfikacji uzyta zostata funkcja classification_report z pakietu
scikit-learn oraz statystyki, ktére zebrata metoda walidacji krzyzowej, tj. Srednig
warto$¢ doktadnosci klasyfikacj zbioru testowego i odchylenie standardowe dla kaz-
dego zbioru parametréw wejsciowych.

Podczas walidacji krzyzowej z powtérzeniami dla kazdego zestawu parametréw,
zostaly wyznaczone najlepsze modele oraz zebrane statystyki, tj. Srednia warto$¢
doktadnosci klasyfikacj zbioru testowego i odchylenie standardowe.

Zestaw parametréw dla ktérego Srednia warto$¢ doktadnosci klasyfikacji zbioru
testowego byta najwigksza, zostal wybrany jako najlepszy, a wyznaczony na jej pod-
stawie najlepszy model, zostal wybrany jako koficowy model danych wyznaczony
za pomoca metody poszukiwania hiperparametréw potaczonej z walidacja krzyzowa
oraz poddano go ostatecznej ocenie jakoSci klasyfikacji na podstawie calego zbioru
danych.

4.2 Rezultaty

W wyniku badan nad baza Dermatology z uzyciem algorytmu LEM?2 i metod pomoc-
niczych zauwazono, ze odpowiedni dobér metody dyskretyzacji oraz liczba punktéw
podziatu poprawit znaczaco skuteczno$¢ klasyfikacji obiektéw w stosunku do przed-
stawionych podobnych badar nad baza Dermatology z uzyciem algorytmu LEM?2,
bez potrzeby uzywania etapu selekcji atrybutéw.

Przy podziale wejsciowego zbioru w proporcji 90:10, nie stosujac walidacji krzy-
zowej, uzyskano skutecznos$¢ réwnie wysoka, jak najlepsze algorytmy z zestawienia,
ktére przygotowat |[Zhang 1 in., tj. 99% w przypadku najlepszego modelu danych.
Oceng jakosci trzech najlepszych modeli prezentuje

Podziat zbioru w proporcji 80:20 wykazat doktadnos¢ klasyfikacji na poziomie
95% za pomoca miernika jakoSci skuteczno$ci zréwnowazonej. Podzial ten obar-
czony jest mniejszym biedem generalizacji niz w pierwszym przypadku. Réznica
jakosci klasyfikacji wynosi 4%. Wyniki prezentuje

Dla modelu danych o skutecznosci zréwnowazonej wazonej réwnej 99%, z bada-
nia o identyfikatorze W20, zostata wyznaczona macierz pomytek wraz ze
szczegétowymi wskaznikami klasowymi (tabela 4.4). Macierz pomytek potwierdza,
ze tylko jeden przypadek testowy zostal btgdnie zaklasyfikowany.
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Tabela 4.1: Ocena klasyfikacji najlepszych modeli dla podziatu 90:10

Model 1 Model 2 Model 3

Identyfikator badania (ID) W3 W16 W20
Metoda dyskretyzacji cechy Age frequency interval cluster
Liczba punktéw podziatu cechy Age 3 3 3
Skutecznos¢ 0975 0,8919 0,973
F1-score 0,96 0,857 1
Czulo$¢ wazona 0,98 0,89 1
Specyficznos¢ wazona 0,99 0,96 1
PPV wazona 0,98 0,91 0,97
NPV wazona 1 0,98 0,99
Skuteczno$é zrownowazona wazona 0,98 0,93 0,99

Tabela 4.2: Ocena klasyfikacji najlepszych modeli dla podziatu 80:20

Model 1 Model 2 Model 3

Identyfikator badania (ID) W32 W40 w47

Metoda dyskretyzacji cechy Age interval frequency cluster
Liczba punktéw podziatu cechy Age 3 3 3

Skutecznos¢ 0,919 0,904 0,9189

F1-score 0,857 0,93 0,96

Czulo$¢ wazona 0,94 0,88 0,87

Specyficzno$¢ wazona 0,97 0,96 0,98

PPV wazona 0,92 0,9 0,93

NPV wazona 0,98 0,98 0,99

Skuteczno$¢ zréwnowazona wazona 0,95 0,92 0,93

Tabela 4.3: Macierz pomytek dla badania o identyfikatorze W20

Reference

Prediction 1 23456
1 1200000

2 060000

3 006000

4 010400

5 000060

6 000002
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Tabela 4.4: Wskazniki klasowe macierzy pomytek dla badania o identyfikatorze W20

Class
1 2 3 4 5 6

Sensitivity 1.0000 0.8571 1.0000 1.0000 1.0000 1.00000
Specificity 1.0000 1.0000 1.0000 0.9697 1.0000 1.00000
PPV 1.0000 1.0000 1.0000 0.8000 1.0000 1.00000

NPV 1.0000 0.9677 1.0000 1.0000 1.0000 1.00000
Prevalence 0.3243 0.1892 0.1622 0.1081 0.1622 0.05405
Detection Rate  0.3243 0.1622 0.1622 0.1081 0.1622 0.05405
Detection Prevalence 0.3243 0.1622 0.1622 0.1351 0.1622 0.05405
Balanced Accuracy 1.0000 0.9286 1.0000 0.9848 1.0000 1.00000

Koricowe poszukiwania najlepszego modelu danych zostaty przeprowadzone przy
pomocy metody poszukiwania najlepszych parametréw dyskretyzacji w potaczeniu
z metoda walidacji krzyzowej z powtdrzeniami. Pozwolity one wyznaczy¢ model
danych o skutecznosci klasyfikacji rownej 100%, dla parametrow:

* metoda dyskretyzacji: interval,
* liczba podziatéw: 4.

Najlepszy klasyfikator zostat wybrany spoSréd wygenerowanych 2 400 modeli
danych.

Srednia skutecznos¢ walidacji dla najlepszych parametréw wyniosta 87,5% z od-
chyleniem standardowym +/-0.100 (doktadno$¢ klasyfikacji najstabszego modelu
wyniosta 70,27% - 34 reguty, o maksymalnej dlugosci réwnej 8).

W tabeli [labela 4.5| zostaly przedstawione wyniki oceny klasyfikacji wszystkich
modeli opartych o zestawy parametréw podczas walidacji krzyzowe;.

Zbior testowy dla najlepszego modutu zawierat 37 przypadkéw, w ktérym klasy
od 1 do 6 pokrywaly odpowiednio: 11,7,7,5,5,2 przypadkow. 100% skutecznos¢ kla-
syfikacji modelu nie wyklucza mocnego dopasowania do zbioru danych, jednak ob-
serwujac wygenerowane reguly przy uzyciu algorytmu LEM2 nalezy stwierdzié, ze
model zostat znaczaco uogdlniony w stosunku do zbioru wejsciowego - zmniejszyta
si¢ liczba regut z 366 do 32 przy rownoczesnym ograniczeniu dtugosci regut. Przy-
ktadowo, dtugos¢ reguty nr 11 o wsparciu 82 (22,4%) wyniosta 5. Poza tym, reguly
nr 121 15, o dtugosci réwnej 1, pokrywaja duza liczbe zbioru - 55 i 47 przypadkéw.

Najlepszy model danych zostal wyznaczony na podstawie nastgpujacych regut,
uzyskanych podczas indukcji algorytmem LEM?2:

1 (disappearance of the granular layer,0) & (band-like infiltrate,0) & (koebner phe-
nomenon,0) & (knee and elbow involvement,0) & (elongation of the rete rid-
ges,0) & (hyperkeratosis,0) & (scaling,2) -> (class,2)
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Tabela 4.5: Ocena jakosci klasyfikacji hiperparametréw

Lp Metoda Liczba Srednia Odchylenie
dyskretyzacji podzialéw skutecznos$é standardowe

1 frequency 2 0.866 +/-0.099
2 frequency 3 0.870 +/-0.095
3 frequency 4 0.868 +/-0.097
4 frequency 5 0.869 +/-0.095
5 cluster 2 0.872 +/-0.104
6 cluster 3 0.870 +/-0.097
7 cluster 4 0.869 +/-0.101
8 cluster 5 0.871 +/-0.097
9 interval 2 0.872 +/-0.103
10 interval 3 0.862 +/-0.098
11 interval 4 0.875 +/-0.100
12 interval 5 0.869 +/-0.098

2 (fibrosis of the papillary dermis,0) & (disappearance of the granular layer,0) &
(band-like infiltrate,0) & (koebner phenomenon,0) & (knee and elbow involve-
ment,0) & (parakeratosis,0) -> (class,2)

3 (parakeratosis,2) & (acanthosis,2) & (erythema,2) & (spongiosis,3) -> (class,2)

4 (fibrosis of the papillary dermis,0) & (disappearance of the granular layer,0)
& (band-like infiltrate,0) & (perifollicular parakeratosis,0) & (koebner pheno-
menon,0) & (scalp involvement,0) & (hyperkeratosis,0) & (PNL infiltrate,0) ->
(class,2)

5 (koebner phenomenon,0) & (spongiosis,2) & (scaling,3) -> (class,2)

6 (disappearance of the granular layer,0) & (acanthosis,2) & (thinning of the su-
prapapillary epidermis,0) & (PNL infiltrate,1) -> (class,2)

7 (PNL infiltrate,2) & (knee and elbow involvement,0) & (age,(37.5,56.2]) & (pa-
rakeratosis,2) -> (class,2)

8 (fibrosis of the papillary dermis,0) & (koebner phenomenon,0) & (disappearance
of the granular layer,0) & (band-like infiltrate,0) & (eosinophils in the infiltrate,1)
-> (class,2)

9 (acanthosis,1) & (band-like infiltrate,2) -> (class,2)

10 (PNL infiltrate,1) & (knee and elbow involvement,1) & (focal hypergranulosis,0)
& (elongation of the rete ridges,0) -> (class,2)

11 (spongiosis,0) & (fibrosis of the papillary dermis,0) & (eosinophils in the infil-
trate,0) & (follicular papules,0) & (exocytosis,0) -> (class,1)

12 (thinning of the suprapapillary epidermis,2) -> (class,1)

13 (spongiosis,0) & (polygonal papules,0) & (oral mucosal involvement,0) & (fi-
brosis of the papillary dermis,0) & (perifollicular parakeratosis,0) & (definite
borders,2) -> (class,1)
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14 (definite borders,3) & (polygonal papules,0) & (fibrosis of the papillary dermis,0)
-> (class, 1)

15 (band-like infiltrate,3) -> (class,3)

16 (band-like infiltrate,2) & (scalp involvement,0) -> (class,3)

17 (band-like infiltrate,2) & (parakeratosis,2) -> (class,3)

18 (fibrosis of the papillary dermis,0) & (knee and elbow involvement,0) & (scalp
involvement,0) & (PNL infiltrate,0) & (hyperkeratosis,0) & (itching,0) -> (class,4)

19 (fibrosis of the papillary dermis,0) & (family history,0) & (saw-tooth appearance
of retes,0) & (PNL infiltrate,0) & (erythema,2) & (exocytosis,2) & (parakerato-
sis,1) -> (class,4)

20 (saw-tooth appearance of retes,0) & (PNL infiltrate,0) & (scaling,2) & (definite
borders,2) & (exocytosis,3) -> (class,4)

21 (saw-tooth appearance of retes,0) & (eosinophils in the infiltrate,0) & (inflamma-
tory monoluclear inflitrate,2) & (spongiosis,2) & (erythema,1) & (scaling,1) ->
(class,4)

22 (inflammatory monoluclear inflitrate,2) & (age,(18.8,37.5]) & (disappearance of
the granular layer,0) & (scaling,2) & (hyperkeratosis,2) -> (class,4)

23 (spongiform pustule,0) & (saw-tooth appearance of retes,0) & (hyperkeratosis,0)
& (age,(18.8,37.5]) & (disappearance of the granular layer,0) & (koebner pheno-
menon,1) -> (class,4)

24 (eosinophils in the infiltrate,0) & (definite borders,0) & (spongiosis,3) & (para-
keratosis,2) -> (class,4)

25 (thinning of the suprapapillary epidermis,0) & (saw-tooth appearance of retes,0)
& (disappearance of the granular layer,1) -> (class,4)

26 (itching,0) & (erythema,1) & (koebner phenomenon,2) -> (class,4)

27 (PNL infiltrate,0) & (koebner phenomenon,0) & (band-like infiltrate,0) & (knee
and elbow involvement,0) & (clubbing of the rete ridges,0) & (spongiosis,0) ->
(class,5)

28 (PNL infiltrate,0) & (koebner phenomenon,0) & (disappearance of the granu-
lar layer,0) & (band-like infiltrate,0) & (follicular horn plug,0) & (scaling,1) ->
(class,d)

29 (fibrosis of the papillary dermis,1) -> (class,5)

30 (fibrosis of the papillary dermis,0) & (koebner phenomenon,0) & (munro micro-
abcess,0) & (age,(0,18.8]) & (PNL infiltrate,0) -> (class,6)

31 (perifollicular parakeratosis,2) -> (class,6)

32 (knee and elbow involvement,3) & (follicular papules,2) -> (class,6)
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Tabela 4.6: Wskazniki oceny regut

Nr reguly DL reguly Pokrycie Laplace RI Confidence

1 7 23 6.28 0.827586 1
2 6 19 5.19 0.8 1
3 4 3 0.82 0.444444 1
4 8 9 2.46 0.666667 1
5 3 7 1.91 0.615385 1
6 4 13 3.55 0.736842 1
7 4 3 0.82 0.444444 1
8 5 15 4.1 0.761905 1
9 2 1 0.27 0.285714 1
10 4 2 0.55 0.375 1
11 5 82 22.4 0.943182 1
12 1 55 15.03 0.918033 1
13 6 66 18.03 0.930556 1
14 3 24 6.56 0.833333 1
15 1 47 12.84 0.90566 1
16 2 16 437 0.772727 1
17 2 7 1.91 0.615385 1
18 6 20 5.46 0.807692 1
19 7 11 3.01 0.705882 1
20 5 4 1.09 0.5 1
21 6 3 0.82 0.444444 1
22 5 1 0.27 0.285714 1
23 6 6 1.64 0.583333 1
24 4 2 0.55 0.375 1
25 3 15 4.1 0.761905 1
26 3 2 0.55 0.375 1
27 6 33 9.02 0.871795 1
28 6 31 8.47 0.864865 1
29 1 7 1.91 0.615385 1
30 5 14 3.83 0.75 1
31 1 11 3.01 0.705882 1
32 2 1 0.27 0.285714 1
Podsumowanie

Celem niniejszej pracy byto lepsze poznanie mozliwosci i wptywu metod, przetwa-
rzajacych dane przed rozpoczgciem procesu indukcji regut. Badania przeprowadzono
na podstawie medycznej bazy danych Dermatology, przechowujacej informacje o pa-
cjentach chorych na 6 réznych choréb skéry. Przed rozpoczgciem badan zapoznano
sig rowniez z innymi opracowaniami na ten temat stwierdzajac, iz ich liczba jest nie-
wielka w stosunku do badai nad innymi metodami uczenia maszynowego.

W niniejszej pracy poprawiono znaczaco uzyskane do tej pory wyniki, uzyskujac
rozwiagzanie o 100% skutecznosci klasyfikacji. Wyniki potwierdzity, ze algorytm
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LEM?2 moze by¢ bardzo skuteczny, ale trzeba zachowaé szczegdlna uwage, w jaki
sposéb przygotowuje si¢ dla niego dane. Z przedstawionych rezultatéw wynika, ze
mierniki jakoSciowe wazone dokladniej opisuja skutecznos¢ klasyfikacji regut opar-
tych o algorytm LEM?2, a zatem réwniez wptyw metod odpowiedzialnych za przy-
gotowanie danych dla algorytmu LEM2. Badania potwierdzity doktadno$¢ znajdo-
wania modeli danych o duzej skutecznosci klasyfikacji za pomoca przeszukiwania
przestrzeni parametréw przy réwnoczesnym zastosowaniu walidacji krzyzowe;j z po-
wtérzeniami.

Wprowadzenie do oceny jakosci klasyfikacji miernikéw wazonych pozwolito
spojrzeé na bazg¢ Dermatology i mozliwosci algorytmu LEM2 w nowy sposéb, nie-
spotykany dotad w literaturze. Z uwagi na dysproporcje w liczbie obiektéw w kazdej
z klas, mierniki wazone, a szczegdlnie wazony miernik skutecznosci zréwnowazo-
nej (ang. balanced accuracy), wydaja si¢ bardziej adekwatne do oceny jakosci tego
typu modeli danych. W przypadku modelu o 100% skutecznosci, nie mialy jednak
wigkszego znaczenia.

Uzywajac wynikow tej pracy, autor zamierza kontynuowaé badania na wigkszych
zbiorach danych i doskonali¢ metod¢ oceny jakosci klasyfikacji za pomoca wskaz-
nikéw wazonych. Baza Dermatology jest znormalizowana przez jej autoréw, wigc
dostep do pierwotnego zbioru danych mégltby umozliwié¢ wyznaczenie lepszych war-
tosci dyskretyzacji.
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